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1. WSTEP

I. WSTEP

Klasyczne modelowanie polega na identyfikacji analitycznej postaci
funkcji wiazacej wektor parametrow uktadu z wektorem jego stanoéw. Z uwagi
na duzy stopien komplikacji niektore zagadnienia trudno jest analizowac¢ w
sposob klasyczny, co zmusza do poszukiwania alternatywnych narzedzi

analizy danych jak np. sztuczne sieci neuronowe.

1. SZTUCZNE SIECI NEURONOWE

Sztuczna sie¢ neuronowa (sie¢C neuronowa) to system potaczonych ze
soba, prostych jednostek przetwarzajacych informacje i zorganizowanych w
hierarchiczne struktury [76]. Ta ogélna definicja Kohonena obejmuje wiele
typow systemow analizy danych, ktorych wspolng cecha jest zdolnosS¢ do
uczenia sie na danych empirycznych i brak wstepnych zatozen co do postaci
otrzymanego modelu.

Zarowno strukturalnie jak i funkcjonalnie sztuczne sieci neuronowe sa
pewnym przyblizeniem aktualnych teorii na temat budowy i funkcjonowania
biologicznych ukladow nerwowych. Pierwsze badania nad sieciami
neuronowymi datuje si¢ na lata 40 ubieglego wieku. Zakladano wtedy, ze w
ciggu niedlugiego okresu czasu uda sie modelowac elektronicznie procesy
zachodzace w ludzkim mozgu. Stad tez sztuczne sieci neuronowe sg czesto
zaliczane do szeroko rozumianej sztucznej inteligencji. Poniewaz szacunkowa
liczba neuronow w mozgu oceniana jest na ok. 101, nie jest na razie mozliwe
spetienie wstepnych zatozen badan nad sieciami neuronowymi. Jednak fakt
poprawnego funkcjonowania sztucznych sieci neuronowych bedacych tzw.
systemami konekcjonistycznymi przyczynit siec do stworzenia obowiazujacego
dziS modelu pracy mozgu, ktory okreSla wiedze jako funkcjonalny i
topologiczny stan polaczen pomiedzy neuronami [52, 53, 77, 94, 114, 136].

Rozpatrujac  przytoczona powyzej definicje = Kohonena nalezy

zdefiniowa¢ sieci neuronowe jako zbior sztucznych neuronéw bedacych
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1. WSTEP

jednostkami przetwarzajacymi informacje i potaczonych ze soba tzw. wagami

synaptycznymi symulujacymi synapsy biologiczne. Wagi synaptyczne sa
zazwyczaj reprezentowane przez pojedyncza liczbe, ktorej znak i wartoS¢

okreSlaja charakter (pobudzajacy lub hamujacy)

i sile przenoszonego

pobudzenia. Sygnal z reguly przenoszony jest w jednym kierunku, chociaz

znane sa wagi dwukierunkowe (Rycina 1).

/ Element progowy

~

Komorka wyjsciowa
L\
.
]l R

Komorka warstwy ukrytej

e

Waga synaptyczna

=

\\ Wejscie

/

Rycina 1. Ogélny model sieci neuronowej.

Podstawowy model sztucznego neuronu zaproponowany przez McCullocha i

Pittsa [82] zaklada istnienie w sztucznym neuronie tzw. bloku sumatora

agregujacego wszystkie sygnaly przychodzace do sztucznego neuronu i bloku

funkcji aktywacji przeksztatcajacej zsumowany sygnal na sygnal wyjSciowy

(Rycina 2).
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Sygnat
wyjsciowy I
X3

W3

SUM =X 1*W1+X*Wo
W2 +X3*Wa+1*wy

X ZJ } Fé

Waga
synaptyczna §————_ f NEURON

w.
X, 2
Wo
Xo =1
‘ Element progovvy' Sumator I Funkgja aktywacjil
[Xl, X2, X3 to sygnaty wyjsciowe innych neuronéw ] [wl, W, W5 to wartosci wag synaptycznych ]

Rycina 2. Model sztucznego neuronu McCullocha i Pittsa.

Sztuczne neurony sa zorganizowane w danej sieci w warstwy, ktore moga sie
komunikowa¢ na zasadzie ,kazdy z kazdym” lub tylko pomiedzy
przylegajacymi do siebie warstwami. Element progowy jest pojedyncza
jednostka, ktora z kolei jest polaczona ze wszystkimi neuronami w sieci i
symuluje prog pobudzenia komorki nerwowej. Posiada stala, jednostkowag
wartoSc. Istnieje wiele wariantow tzw. architektur sieci neuronowych, czyli
topologicznego ulozenia warstw sztucznych neuronéw i ich wzajemnych
polaczen. Niestety nie sa znane obiektywne metody doboru wlasciwej
architektury sieci neuronowej dla konkretnego problemu. Wiele architektur
wzorowanych jest na biologicznych pierwowzorach jak np. pola recepcyjne
siatkowki oka. Istnieje wiele algorytmow automatycznego doboru
architektury. Generalnie dzieli si¢ je na trzy grupy:

a) algorytmy konstrukcyjne

b) algorytmy destrukcyjne

c) algorytmy optymalizacji dyskretnej [91]
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Algorytmy konstrukcyjne polegaja na budowie sieci neuronowej od
najmniejszej liczby neuronow do najwickszej, optymalnej liczby neuronow i
wag. NajczeSciej proces uczenia jest powtarzany podczas stopniowego
budowania  struktury sieci neuronowej. Przykladami algorytmow
konstrukcyjnych mogq by¢:

a) algorytm kafelkowy

b) algorytm upstart Freana

c) wsteczna propagacja ze zmienna liczbg neuronow

d) dynamiczna kreacja neuronow

e) metoda formy kanonicznej

f) kaskadowa korelacja Fahlmana [91, 94]

Algorytmy destrukcyjne dzialaja na odwrotnej zasadzie: najpierw trenowana
jest duza sie¢ neuronowa, po czym usuwane sa z niej niepotrzebne elementy.
Podzial algorytmow destrukcyjnych ze wzgledu na metode redukcji sieci
moze wygladac¢ nastepujaco:
a) wrazliwoSciowe
- algorytm OBD (Optimal Brain Destruction)
- algorytm OBS (Optimal Brain Surgery)
b) funkcji kary

c) analizy kowariancji [91, 94]

Algorytmy optymalizacji dyskretnej traktuja zbior architektur sieci
neuronowych jako nieskonczong przestrzen dyskretna. W celu znalezienia
optymalnej architektury stosowane sq nastepujace podejscia:

a) algorytmy genetyczne

b) symulowane wyzarzanie

c) algorytm A* [91]

Zarowno konstrukcyjne, jak i destrukcyjne podejscie do automatycznej
budowy sieci neuronowej nie pozwala na niezawodna optymalizacje jej
architektury. Podstawowymi problemami sq:

a) koszt obliczeniowy
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b) brak kryteriow okresSlenia optymalnej architektury sieci neuronowej
c) specyficznoS¢ danego algorytmu dla danego typu zagadnienia (np.

klasyfikacja, aproksymacja) [91]

Z uwagi na to dobor architektury przeprowadza sie czesto na drodze
zmudnych eksperymentow numerycznych, ktore polegaja na trenowaniu
zespotu architektur i recznej ocenie ich sprawnosci, a nastepnie na decyzji
uzytkownika co do modyfikacji architektur do dalszych eksperymentow [52,
91, 94, 114, 136].

Szczegolowy opis struktury sieci neuronowych jest nierozerwalnie
zwiazany z ich cechami funkcjonalnymi, wsrod ktérych za podstawowa
uznano zdolnos¢ do uczenia si¢ na danych empirycznych. Algorytmy uczace
sieci neuronowych dziela sie na dwie podstawowe grupy:

a) uczenie z nauczycielem

a) uczenie bez nauczyciela [52, 94]
Roznica pomiedzy obydwiema grupami algorytmow uczacych polega na
dostepnosci danych opisujacych stan badanego uktadu (S), odpowiadajacy
danym parametrom ukladu (X). W algorytmach z nauczycielem, znane sq w
czasie uczenia stany ukladu, przedstawiane jako oczekiwane wyjScia sieci
neuronowej w odpowiedzi na dane wejScia. Roznica pomiedzy aktualnym a
zadanym wyjSciem sieci uzywana jest do zmiany wartoSci wag, co stanowi
wlasciwy proces uczenia sie sieci neuronowej. Sieci takie nazywane sq
perceptronami. Nazwa ta posiada historyczne uwarunkowania. Rosenblatt
stworzyt w latach piecdziesiatych ubieglego stulecia pierwszy funkcjonujacy
model sieci neuronowej, ktory okreslit nazwa ,PERCEPTRON” [108].
Odmienna sytuacja wystepuje w sieciach uczonych bez nadzoru, gdzie nie sq
znane zadane wyjScia sieci. Algorytm pracuje na zasadzie identyfikacji
podobienstw pomiedzy danymi wejSciowymi grupujac je w klasy. Uczenie
sieci neuronowej moze byC prowadzone w oparciu o rozne systemy logiczne.
Logika boolowska, albo inaczej dwuwartoSciowa jest podstawa klasycznej
matematyki. Mozna jednak wuzy¢ innych, alternatywnych systemow
logicznych, wsrod ktorych duzym zainteresowaniem cieszy sie tzw. logika

rozmyta [100, 131].
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1.1. SIECI UCZONE Z NAUCZYCIELEM

Podczas uczenia z nauczycielem znane sa stany badanego ukltadu (S) w
odpowiedzi na konkretne jego parametry (X). Wiedza ta pozwala uczyC siec
dzieki znajomosci jej aktualnego btedu, ktory jest podstawa do zmiany wag.
Wektor X stanowi wejScia sieci neuronowej, a wektor stanow S jej
oczekiwane wyjScia. Najbardziej znanym algorytmem wykorzystywanym w
tym celu jest tzw. propagacja wsteczna (ang. backpropagation — BP). Jest to
metoda gradientowej optymalizacji parametrow swobodnych systemu
nieliniowego (rzadziej liniowego), ktore w przypadku sieci neuronowej sa jej
wagami synaptycznymi. Istota dzialania algorytmu jest przepuszczanie
sygnalu zmieniajacego wartoS¢ wag wstecz w stosunku do wtasSciwego
kierunku przechodzenia sygnalu przez sieC neuronowq. Sygnal uczacy,
bedacy aktualnym bledem sieci neuronowej, pozwala na modyfikacje
wartoSci wag w celu znalezienia najlepszego ich zestawu odpowiadajacego
optymalnemu modelowi badanego zagadnienia. Rownanie 1 przedstawia
ogolny zapis matematyczny zmian wag synaptycznych w zaleznosci od

aktualnej wielkosci bledu sieci [94].

W,,, =W, —nUE, (1)
gdzie :

W - wektor wag synaptycznych

UE - gradient funkcji kosztu

N — wspolczynnik szybkosci uczenia

t — krok uczenia

W zapisie skalarnym rownanie dla zmiany pojedynczej wagi wyglada

nastepujaco:
E
Wi = w)-n
j j oW It] (2)
gdzie:
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w; - waga synaptyczna laczaca i-ta komorke z j-ta komorka

ij
innej warstwy
__OE
n vt - wartos¢ zmiany wagi w kroku uczenia t bedaca
ij

pochodna czastkowa funkcji kosztu wzgledem danej wagi

synaptycznej
Oznaczajac:
e
Aw; =-n
J let]

mozna przepisac rownanie 2 do postaci rownania 3.

t+1
i

t t
w Wy + Awij 3)

Funkcja kosztu E moze przyjmowac rozne postacie, jednak najczesciej

uzywana jest funkcja kwadratowa (réwnanie 4) [52].

N

— l wzorzec \ 2
E—EZ(S-S ) (4)

i=1
gdzie:
i — numer wyjScia
N — calkowita liczba neuronéw wyjsciowych
s — aktualna wartoS¢ wyjScia

swzorzee — zadana wartoS¢ wyjscia

Schemat uczenia metoda propagacji wstecznej przedstawiono na rycinie 3. W
pierwszym etapie nastepuje przepuszczenie sygnatu roboczego sieci
wytworzonego po podaniu na wejScia sieci parametrow ukladu x1 i X2, W
wyniku czego uzyskuje si¢ na wyjSciu sieci stan ukladu si. Nastepnie
obliczany jest blad sieci d jako roznica aktualnego wyjScia sieci si1, a

wzorcowym wyjsSciem si%zerzec, Blad ten jest propagowany wstecz jako sygnat
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uczacy w drugim etapie uczenia sieci. Sygnal uczacy sluzy do zmiany

wartosci wag, ktore koduja cala ,wiedze” sieci na temat opracowywanego

/? o

/AN
W

=

- /

Rycina 3. Schemat uczenia propagacja wsteczna.

Sygnal uczacy

Sygnal roboczy

Proces uczenia powtarzany jest iteracyjnie az do osiagniecia zadanego
uprzednio minimum bledu [52]. Popularnosc tego algorytmu wiaze sie z jego
matematyczna prostota i uniwersalnosciq. Dzieki temu mozna nauczyc
dowolng sie¢ neuronowa wykonywania praktycznie dowolnych czynnosci: od
prostego sumowania dwoch liczb, po przewidywanie kursow akcji na gietdzie.
Cena uniwersalnoSci propagacji wstecznej jest dlugotrwaloS¢ procesu
uczenia. Z uwagi na to powstalo wiele modyfikacji propagacji wstecznej,
wsrod ktorych nalezy wymienic:

a) technike momentu

b) zmienne wspotczynniki uczenia i momentu

- zmniejszanie wyktadnicze

zmniejszanie lub zwickszanie o wartoS¢ stala w zaleznosci od
kroku uczenia lub wartosci funkcji kosztu

- gradientowe metody doboru

o algorytm Quickprop

o algorytm RPROP

10
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¢) alternatywne funkcje kosztu [52, 77, 81, 91, 94, 114, 136]

TECHNIKA MOMENTU

Modyfikacja ta ma na celu przyspieszenie procesu uczenia poprzez
uodpornienie sieci neuronowej na przypadkowe fluktuacje wystepujace w
danych uczacych. Z rownania 5 wynika, ze zmiana wag w kroku uczenia t
zalezy juz nie tylko od aktualnej wartosci gradientu bledu sieci, ale tez i od
jej wartosci poprzednich t-1, co wprowadza w uczeniu wag pewna ich
bezwladnosS¢ pozwalajaca na to, aby kierunek uczenia nie zmieniat si¢
zgodnie z przypadkowymi wartoSciami gradientu, ale aby reprezentowat
pewien trend w danych uczacych.

Wi = wj +Awj +aAw;? (5)

gdzie:

Aw fll zmiana wektora wag w poprzednim kroku uczenia

a — wspolczynnik momentu

DOBOR WSPOLCZYNNIKOW UCZENIA
Wspolezynniki a i n okreslaja szybkoS¢ zmian wag synaptycznych. Ich
wartosci powinny by¢ dobrane w sposob optymalny dla danego problemu.
Niestety nie sq znane zadne ogolne reguty doboru wspotczynnikow uczenia, a
jedynie heurystyczne, bazujace na empirycznych obserwacjach:
a) stale wartosci a i g
b) stopniowe zmniejszanie a i  w czasie procesu uczenia
c) zmiana wartosci a i n w zaleznosci od aktualnych i poprzednich
wartosci bledu sieci neuronowe;j.
Dwie pierwsze metody zakladaja jednakowe wspotczynniki uczenia dla calej
sieci neuronowej lub przynajmniej jednego neuronu. Ostatnia z metod
pozwala na niezalezne przypisywanie wartoSci wspotczynnikow uczenia dla
kazdej wagi synaptycznej z osobna. Dokonuje si¢ tego na podstawie analizy

kierunku zmian funkcji kosztu w poprzedzajacych krokach uczenia -

11



1. WSTEP

procedura aktualizacji wykorzystuje czesto wartosci gradientu funkcji
kosztu. Zaletq metod gradientowych jest mozliwoSC zmniejszania, jak tez i
zwickszania wartoSci wspotczynnikow uczenia w trakcie procesu uczenia w
razie zaistnienia takiej potrzeby. Opisana powyzej procedura jest podstawa
algorytmow  delta-bar-delta (DBD) i extended-delta-bar-delta (EDBD)

stanowiacych jedna z najskuteczniejszych modyfikacji propagacji wsteczne;j.

ALGORYTM QUICKPROP
Jest to zaproponowany przez Fahlmana algorytm heurystyczny [91,

94]. Rownanie na zmiane wag jest w ogolnym zarysie identyczne z
rownaniem 4. Modyfikacji ulegt czton Aw; oraz sposéb dobierania

wspolczynnika momentu a. Rownanie 6 przedstawia wzor dla cztonu Awitj v/

réwnania 5. Element pv; zapobiega utykaniu sieci w minimum lokalnym

poprzez utrzymywanie niezerowej wartosci gradientu w momencie, kiedy
podczas uczenia sie¢ neuronowa dotrze do plaskiego obszaru (,doliny”)

funkcji celu.

_ e
aw, = _”{Mr +V‘N5} ©
y - stala z zakresu (0,1)

Stata y przyjmuje zwykle mate wartosci rzedu 104. Dodatkowym atutem
algorytmu Quickprop jest adaptacyjny dobor wspolczynnika momentu a
indywidualnie dla kazdej wagi. Zalezy on zarowno od aktualnej jak tez i

poprzedniej wartosci gradientu funkcii celu (réwnanie 7).

i = ot (7)
ij?

. Ao s By > A, ) O (S AW (B < 0)
w innych przypadkach

gdzie:

12
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E
Sj =t
) dNIt] )
siios)

OUmax — Maksymalna wartos¢ statej a = 1,75

Mimo swojej komplikacji, algorytm Quickprop oceniany jest jako kilka do
kilkuset razy szybszy od klasycznej postaci propagacji wstecznej. Istnieja tez
jego wersje uproszczone dajace porownywalne wyniki z uzyskiwanymi przez

oryginalna postac.

ALTERNATYWNE FUNKCJE KOSZTU

Funkcja kwadratowa mimo swej prostoty matematycznej jest przyczyna
spowolnienia uczenia w terminalnej fazie treningu sieci neuronowej. Poza
tym nie istnieje tutaj zaden mechanizm tlumienia bledow wystepujacych w
danych uczacych. W zwiazku z tym poszukuje sie alternatywnych funkcji

kosztu posiadajacych lepsze wlasnosci od funkcji kwadratowe;j.

FUNKCJA KARAYANNISA
Rownanie 8 przedstawia definicje funkcji kosztu przedstawiona przez

Karayannisa [91, 94].
1.3 N
E :E/‘Z(S_Swzorzec:)z +(l-/‘)Z¢(S-SWZ0rZEC) (8]
i=1 i=1

gdzie:
A — dodatnia stala z zakresu (0;1)

¢ - ciagla, dodatnio okreslona, rézniczkowalna funkcja btedu

13
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Roéwnanie 9 przedstawia proponowang postac¢ funkcji btedu.

B(x) = ;In[cosh( LX) 9)

gdzie:
B — dodatnia stala

Zaproponowano rowniez zaleznos¢ wspotczynnika od aktualnej wielkosSci

bledu (réwnanie 10) [91].

n

{i (S _ SWZOI’ZEC )2)

FUNKCJA LOGARYTMICZNA

W celu tlumienia duzych wartosci btedow zaproponowano funkcje

kosztu w postaci funkcji logarytmicznej przedstawionej rownaniem 11 [94].

E=

N
i=1

l wzorzec \ 2
Iog{1+2(s-s ) } (11)

FUNKCJA HAMPELA

Funkcja kosztu, ktora wykorzystuje funkcje Hampela przedstawiana jest
jako jedno 2z lepszych rozwiazan proponowanych w celu tlumienia

przypadkowych btedow w danych.

E:Z:FiH (12)

gdzie:

F" - funkcja Hampela

14



1. WSTEP

Funkcja Hampela definiowana jest jako ztozenie trzech funkcji: kwadratowej,
tangensa hiperbolicznego i funkcji statej [94]. Jej pochodna przedstawiono w

rownaniu 13.

/'
d dla |d|<a
aFiH _ _<
o c, anh[c, [b~-|d)]Bgn(d,) dla a<|d|<b (13)
Y dla d|>b
gdzie:

wzorzec

d =s-s - aktualny btas w i-tej iteracji
c1 i c2 — pewne state

ai b - zakresy funkcji Hampela

INNE METODY UCZENIA Z NAUCZYCIELEM
Oprocz propagacji wstecznej znane sa rowniez i inne metody uczenia z
nauczycielem, wsrod ktorych mozna wymienic:
a) metody gradientowe
- gradienty sprzezone (conjugated gradient — CG)
- skalowane gradienty sprzezone (scaled conjugated gradient —

SCQ)

b) metody bezgradientowe
- symulowane wyzarzanie (simulated annealing — SA)
- optymalizacja genetyczna (genetic algorithm - GA) [52, 81, 91,
94]

Wymienione wyzej algorytmy uczenia nie wyczerpuja wszystkich mozliwosci
uczenia z nauczycielem. Istnieje wiele systemow hybrydowych laczacych

rozne algorytmy w celu uzyskania lepszej sprawnosci systemu. Przykladem
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moze byC laczenie systemow opartych na optymalizacji genetycznej z
propagacja wsteczna [51]. W tym przypadku wykorzystuje sie zdolnos¢
algorytmu genetycznego do przeszukiwania przestrzeni rozwiazan w sposob
globalny i precyzje lokalnego dopasowywania sie sieci neuronowej opartej na

propagacji wsteczne;j.

TRUDNOSCI ZWIAZANE Z UCZENIEM Z NAUCZYCIELEM

Mimo tak szerokiej gamy algorytmow uczacych, uczenie z nauczycielem
ciggle jeszcze napotyka na wiele problemow, tj.

a) dlugi czas uczenia

b) brak optymalnych regut doboru wspoétczynnikow uczenia

c) brak optymalnych kryteriow zatrzymania procesu uczenia

d) niemoznos¢ analizy modelu neuronowego (model ,,czarnej skrzynki”)

Sposrod wymienionych, brak optymalnych kryteriow zatrzymania
procesu uczenia nalezy uznac za szczegélnie trudne zagadnienie, zwlaszcza
w przypadku, gdy nie dysponujemy wystarczajacq iloScia danych, aby uzyc
osobnego zbioru do weryfikacji procesu uczenia. Zbyt dlugie uczenie sieci
neuronowej moze powodowac jej przeuczenie i brak zdolnosci generalizacji.
Zbyt krotkie uczenie nie pozwoli zaS na otrzymanie reprezentatywnego
modelu badanego zagadnienia. W zwiazku z powyzszym, problem ten jest
rozwiazywany na drodze eksperymentow numerycznych.

Jedna z najwickszych trudnosci zwigqzanych 2z modelowaniem
neuronowym jest niemoznos¢ analizy modelu neuronowego. Z tego powodu
sieci neuronowe typu MLP sa niekiedy okreslane mianem ,.czarnej skrzynki”.
Klasyczny model matematyczny mozna objasni¢ obliczajac znaczenie
poszczegdlnych jego skladowych, poniewaz znana jest jego analityczna
postac. W przypadku sieci neuronowych nie jest to mozliwe — dzialaja one w
sposob heurystyczny, co w tym przypadku oznacza, ze tworza model w
postaci niejawnej. Aby zapewniC wiarygodnoS¢ modelu neuronowego
przeprowadza sie wyczerpujaca jego weryfikacje, ktorej przyktadem moze byc¢

metoda k-krotnego wzajemnego sprawdzania. Trwaja rowniez prace nad
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pozbyciem sie problemu ,czarnej skrzynki® w sieciach MLP. Przykladem
moze by¢ sie¢c MLP2LR [91].

WERYFIKACJA SIECI NEURONOWYCH METODA K-KROTNEGO WZAJEMNEGO
SPRAWDZANIA

Metoda k-krotnego wzajemnego sprawdzania polega na k-krotnym
(najczesciej k=10) uczeniu tej samej architektury na roznych parach zbiorow
uczacy-testowy. Pary te powstaja przez k-krotny podziat bazowego zbioru
danych na zbior uczacy i testowy. Liczby rekordow zbioru testowego i
bazowego obliczane sa wg rownan 14 i 15. Kazda procedura podziatu
prowadzona jest w taki sposob, ze rekordy danych w zbiorach testowych sa
za kazdym razem inne. Pozwala to na ocene bledu generalizacji danego

systemu neuronowego na calym, bazowym zbiorze danych.

1

I-U _(1 E)D]-B (14]
1

bt (15)

gdzie:

Lg - liczba rekordow zbioru bazowego
Lr - liczba rekordoéw zbioru testowego
Ly - liczba rekordow zbioru uczacego

k — iloS¢ podzialow zbioru bazowego

1.2. SIECI UCZONE BEZ NAUCZYCIELA

Jezeli nie sq znane stany badanego uktadu, mozna uzyc¢ sieci uczonych
bez nadzoru do znalezienia pewnych zwigqzkow pomiedzy wektorami

parametrow uktadu.
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Tego typu sieci bazujq na swojej zdolnosci do samoorganizacji, co pozwala na
wykonywanie nastepujacych zadan:
a) znajdywanie podobienstwa i okreSlanie jego stopnia w stosunku do
typowych lub usrednionych wektoréow parametrow uktadu
b) klasyfikacja z podzialem na znang lub tez nieznana liczbe klas
¢) okreslanie prototypow na zasadzie pamieci asocjacyjnej
d) odwzorowanie cech istotnych

e) kodowanie i kompresja danych

Do algorytmow uczacych bez nadzoru nalezy zaliczy¢ reguly:
a) Hebba
b) Oji
c¢) Grossberga
d) Carpentera i Grossberga (sieci ART)
e) Kohonena [94]

REGULA HEBBA

Jest to najprostsza i historycznie najstarsza reguta uczenia stosowana
zarowno do uczenia z nadzorem jak i bez nadzoru. Zmiana wagi jest
proporcjonalna do iloczynu sygnalow wejSciowego i wyjSciowego komorek
potaczonych przez dang wage. Rownanie 16 przedstawia zmiane wagi w

wersji uczenia bez nadzoru [52, 94].
Aw! =nX! ¥ (16)

gdzie:

y; i x{ - sygnaly wyjSciowe komoérek potaczonych dana waga
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REGUEA OJ1
Poniewaz reguta Hebba moze prowadzi¢ do niekontrolowanego wzrostu
wartoSci wag Oja wprowadzil modyfikacje reguly Hebba, ktéora pozwala

ograniczy¢ wartosci wag (rownanie 17) [52]

Aws =ny!(x -yt ov;) (17)

REGULA GROSSBERGA

Grossberg zaproponowal Kklasyczne uczenie konkurencyjne typu
~Zwyciezca bierze wszystko” (Winner Takes All - WTA) [52]. Uczenie to polega
na tym, ze kazdy neuron warstwy ukrytej konkuruje o wektor wejSciowy
starajac sie do niego jak najbardziej dopasowac. Operacja ta jest realizowana
poprzez porownywanie wektora wejSciowego z wektorem wag danej komorki
warstwy ukrytej bedaca rownoczesnie jednostka wyjSciowa. Za zwyciezce
uznaje sie i-ta komorke, ktorej wektor wag jest mnajblizej wektora

wejSciowego. Rownanie 18 przedstawia matematyczny zapis tego procesu.

W -X</W,-X dlakazdego i (18)
gdzie:
W, - wektor wag dowolnej komorki wyjSciowej

W, - wektor wag komorki-zwyciezcy

X - wektor wejSciowy (parametrow ukladu)
i - liczba komorek wyjsciowych
Rownanie 19 przedstawia zmiane wagi dla komorki-zwyciezy.
AWij = ﬂ(Xj —W; (19)
gdzie:
w; - waga pomiedzy i-tym wyjSciem i j-tym wejSciem

Xj — j-ta skladowa wektora parametrow ukladu X
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REGULA KOHONENA

Sie¢ Kohonena podlega rowniez uczeniu konkurencyjnemu. W
odroznieniu od reguly Grossberga pozwala na uczenie nie tylko komorki-
zwyciezcy ale tez i komorek z nia sgsiadujacych na podstawie okreSlenia tzw.

funkcji sasiedztwa wyrazanej w postaci funkcji gaussowskiej (rownanie 20).

AG,i®) = exp({W, =W/ [* 1252) (20)

gdzie:
A(i,i*) - funkcja sasiedztwa

o0 - szerokos¢ funkcji sasiedztwa

Ostatecznie reguta uczenia Kohonena dla konkretnej wagi pomiedzy i-tym

wyjSciem a j-tym wejSciem wy wyglada nastepujaco:

Aw; =nAGF)(X -, (21)
gdzie:
w; - waga pomiedzy i-tym wyjSciem i j-tym wejSciem

1]

Xj — j-ta skladowa wektora parametrow uktadu X

Z rownania 21 wynika, iz algorytm Kohonena jest tzw. algorytmem mickkKiej
selekcji typu ,.zwyciezca bierze wiekszosS¢” (Winner Takes Most - WTM).

Sieci Kohonena sa uzywane do odwzorowywania cech istotnych
tworzac tzw. mapy topologiczne. Moga tez by¢ wykorzystywane jako skladnik
systemow hybrydowych, gdzie jedna z warstw jest uczona bez a druga pod
nadzorem. Model takiej sieci to np. sie¢c 2z kontrapropagacja

(counterpropagation — CP).
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SIECI ART

Nazwa sieci pochodzi od Adaptive Resonance Theory — teorii rezonansu
adaptacyjnego [52, 114]. Sq to sieci przeznaczone giownie do klasyfikacji i
rozpoznawania obrazow. Ich dzialanie polega na uczeniu konkurencyjnym.
Sie¢ posiada w swej strukturze dwie warstwy — wyjSciowa i wejSciowa.
Istotnq roznicq jest tutaj obecnos¢ wag prowadzacych od warstwy wyjSciowej
do wejsciowej, co pozwala na wprawienie sieci w stan rezonansu, ktory
odpowiada za prawidlowe nauczenie sieci. Istnieja podtypy ART1 i ART2
rozniace sie zakresem stosowalnosci: sieci ART1 stosuje sie dla danych

binarnych, za$ sieci ART2 dla danych ciagltych.

1.3. SIECI REKURENCYJNE

Odrebna grupa sieci neuronowych uczonych zarowno pod nadzorem
jak i bez nadzoru sq tzw. sieci rekurencyjne. Ich odmiennos¢ wynika z
istnienia sprzezenia zwrotnego pomiedzy wyjSciem i wejSciem. Sygnal
roboczy sieci przenoszony jest wiecc w dwoch kierunkach az do ustalenia sie
dynamicznej rownowagi. Pozwala to na traktowanie sieci neuronowej jako
ukltadu dynamicznego, w ktorym zmiany stanu jednego neuronu powoduja
zmiane stanow wszystkich neuronow w sieci. Zastosowania sieci
rekurencyjnych koncentruja sie w obrebie zagadnien zwigzanych z
klasyfikacja, rozpoznawaniem wzorcow, identyfikacja nieliniowych ukladéow

dynamicznych.

Do sieci rekurencyjnych zaliczy¢ mozna:
a) autoasocjacyjnag sie¢ Hopfielda
b) maszyne Boltzmanna
¢) sie¢ Hamminga
d) sie¢ BAM (Bidirectional Associative Memory)
e) sieci Elmana

f) sieci uczone za pomoca rekurencyjnej propagacji wstecznej [94]
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1.4. SIECI ROZMYTE

Dotychczas omawiano algorytmy uczenia na przykladzie systemow
opartych na logice boolowskiej, gdzie podstawa obliczeri byly klasyczne liczby
(rzeczywiste, naturalne itd.). Jednak ostatnio tzw. logika rozmyta (fuzzy
logic), stanowiaca odrebny system logiczny, staje sie coraz czeSciej
uzywanym narzedziem z powodu swoich specyficznych wlasciwosci, a takze
precyzji opartych na niej systemow obliczeniowych. Logika rozmyta jest
systemem logicznym, w ktorym liczby nie sa SciSle okreSlone, jak w logice
klasycznej, ale wyrazane sa jako pewne prawdopodobiefistwa, nazywane
funkcjami przynaleznoSci, ze wartoSC liczby zawiera si¢ w danym zakresie
[94, 100, 109, 131]. Funkcje przynaleznoSci moga przyjmowacC rozne
postacie, wsrod ktorych jedna z czeSciej uzywanych jest funkcja gaussowska

(Rycina 4, rownanie 22).

/ Ha B Hec \

\_ -/

Rycina 4. Gaussowskie funkcje przynaleznosci.

u(s) = exp[—(x' ;Xi j ] (22)

gdzie:

H(S) - funkcja przynaleznoSci

X' - centrum funkcji przynaleznosci
X: - aktualna warto$¢ i-tej skladowej wektora parametrow (X)

o - szerokos¢ funkcji przynaleznosci
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Tworca logiki rozmytej jest Lotfi Zadeh, ktéry w swojej pracy okreslit
wstepnie mozliwosSC uzycia takiego systemu do obliczen [135]. Problemy
matematyczne zwiazane z uzywaniem liczb rozmytych zostaly ostatecznie
pokonane. Mimo to charakterystyczny jest znaczny stopien komplikacji
systemow rozmytych. Zaleta liczb rozmytych jest mozliwoS¢ prowadzenia
obliczen nie tylko w oparciu o wartosci liczbowe, ale rowniez wielkoSci
jakosciowe. Pozwala to na implementowanie w systemie komputerowym
wiedzy eksperta w sposob lingwistyczny tj. oparty na pojeciach typu: ,mato”,
»Srednio”, ,duzo”. MozliwoSC pracy na tak nieprecyzyjnie okreslonych
pojeciach z rownoczesna zdolnoscia do otrzymywania dokladnych rezultatow
byla do tej pory zarezerwowana tylko dla biologicznych ukladoéw nerwowych.
Co wiecej, systemy rozmyte maja zazwyczaj charakter regulowy, tatwy do
interpretacji przez cztowieka [94, 100, 109, 131]. Rownanie 23 przedstawia
zapis matematyczny i interpretacje logiczna hipotetycznej reguly systemu

rozmytego.

Jezeli adA ibOB ....toz 0O Z (23)

Jezeli a jest Mate i b jest Duze .... to z jest Mate

W trakcie badan nad systemami rozmytymi powstat problem doboru
bazy regut tak, aby mozna bylo uzyskac reprezentatywny model badanego
zagadnienia. Z pomoca przyszly sieci neuronowe, Kktore okazaly sie
wygodnym narzedziem doboru regul na podstawie danych empirycznych.
Powstaly niejako hybrydowe systemy neuronowo-rozmyte, nazywane rowniez
sieciami rozmytymi (neuro-fuzzy systems). Sieci te, w swej najprostszej wersji
modelu Mamdaniego posiadaja jednga warstwe ukryta i jedno liniowe wyjScie
— tzw. model MISO (Multiple Input Single Output) [109]. Strukture modelu

Mamdaniego sieci rozmytej przedstawiono na rycinie 5.

23



1. WSTEP

Komorka wyjsciowa

Komorka warstwy ukrytej

Komoérka z funkcja
przynaleznosci

Wejscie

Rycina 5. Struktura modelu Mamdaniego sieci rozmyte;.

Kazda komorka warstwy ukrytej posiada dodatkowe podjednostki
wykonujace operacje logiczne za pomoca funkcji przynaleznosci. Liczba
podjednostek jest zawsze rowna liczbie wejSC sieci neuronowej. Model
Mamdaniego sieci rozmytych uczony jest pod nadzorem z wykorzystaniem
gradientowych metod optymalizacji z propagacja wsteczna na czele. Uczeniu
podlegaja zaréwno wagi warstwy wyjSciowej jak tez i parametry funkcji
przynaleznosSci: centra i szerokoSci. Komorki warstwy ukrytej sa
interpretowane jako cate reguly systemu rozmytego. Dzieki tej interpretacji
sieC rozmyta nie jest juz ,czarngq skrzynkq”’, co bylo uznawane za
podstawowa wade sieci MLP opartych na logice klasycznej. Mozna wiec
niejako ,czyta¢” bezposSrednio z nauczonej sieci rozmytej reguly, ktore
stworzyla do opisu badanego zagadnienia. Nauczona sie¢ moze byC tez
interpretowana w kategoriach lingwistycznych (,duzo”, ,malo”...), co daje

intuicyjny poglad na charakter modelu [94, 100, 109, 131].
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Znane sa tez i inne modele sieci rozmytych jak np. TSK, uczone bez
nadzoru, czy tez bedace hybrydami z algorytmami genetycznymi oraz

sieciami opartymi na logice klasycznej [109].

2. MODELOWANIE KLASYCZNE A NEURONOWE

Zakladajac, iz badany uklad jest opisywany przez dwa wektory:
parametrow (X) i stanow ukladu (S) mozna okreslic proces modelowania jako
probe znalezienia zwiazku korelacyjnego pomiedzy wektorami X i S.
Klasyczne modelowanie polega na identyfikacji analitycznej postaci funkcji

wiazacej wektor parametrow ukladu z wektorem jego stanow.

Dane opisujace
badane
zjawisko

Zalozona posta¢é
matematyczna
modelu

Linearyzacja i

1 Pe, ustalenie wartos$ci
tees, statych Ai k za

In(C)

0.1 + ot 1
. - . pomoca regresji
liniowej

INC=-kt+In A

Aproksymacja
danych
rzeczywistych
przez gotowy
model statystyczny

Rycina 6. Tok postepowania w czasie konstrukcji przykltadowego modelu statystycznego.
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Dokonuje sie tego znajdujac funkcje f(X) przedstawionga w réwnaniu 24.

S =1(X) (24)

Funkcje f(X) znajduje sie w jej jawnej postaci, ktora zalezy od charakteru
opisywanego zagadnienia i moze przyjmowac rozne postacie: funkcji linowej,
logarytmicznej, wykladniczej, wielomianow roznych stopni itd. O ile wiec
dostepne sa jakiekolwiek przestanki co do postaci funkcji (X), jej
rozniczkowalnosci i monotonicznosci, to mozna jq latwo znalez¢ w
konwencjonalny sposob. Wyrazenie {(X) w postaci funkcji liniowej pozwala na
szczegOlnie latwe znalezienie parametrow modelu z uwagi na dobrze
opracowane metody dzisiejszej algebry liniowej. Jezeli jednak ktoryS z
wymienionych wczesSniej warunkow nie zostaje spelniony, poszukiwanie
modelu metodami klasycznymi staje sie uciazliwe i niewygodne, a w
wypadku kiedy analizowanego systemu nie mozna w ogole opisac¢ za pomocq
jakiejkolwiek funkcji - wrecz niemozliwe. Szczegdlnie trudne sa przypadki
duzych rozmiarow wektorow X i S - wielowymiarowa analiza jest z
matematycznego punktu widzenia niezwykle skomplikowana. Problemy o
nieliniowej charakterystyce sprawiaja rowniez duze trudnosci matematyczne.
W takich przypadkach bytoby korzystnie, zeby samo narzedzie modelujace
przejmowato jak najwiccej obcigzenia zwiazanego z tworzeniem modelu - w
szczegolnosci zaS dobieranie postaci modelu w sposob automatyczny byloby
istotnym utatwieniem. Automatyzm uczenia sztucznych sieci neuronowych
jest cechq predestynujaca je do modelowania w tak trudnych przypadkach.
W oparciu o dane empiryczne sg one w stanie same identyfikowac postac
modelu najlepiej opisujacego dane zagadnienie. Istotne jest rowniez, ze jedna
architektura sieci jest w stanie modelowac calkowicie odmienne zagadnienia.
Wynika z tego, ze mimo iz wybor architektury czesto decyduje o jakosci
modelu neuronowego, to nie jest on jednak tak krytyczny w swoim znaczeniu
jak wybor postaci funkcji opisujacej klasyczny model statystyczny. Wektor
parametrow ukladu (X) stanowi wejScia sieci neuronowej, a wektor stanow
(S) jej oczekiwane wyjScia - uzywane do uczenia sieci pod nadzorem np.

algorytmem propagacji wstecznej (Rycina 3).
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Nalezy zaznaczy¢, ze tak otrzymany model stanowi zaleznos¢ wektora S
od X w postaci niejawnej (z wyjatkiem np. sieci rozmytych) tzn., ze na
podstawie sieci neuronowej nie da si¢ bezposrednio przedstawiC jego
analitycznej postaci tj. Scislej, matematycznej formuly wiazacej S z X. Z tego
powodu modelowanie za pomocq sieci neuronowych nazywa sie
modelowaniem heurystycznym, a modele heurystycznymi lub empirycznymi.
Opisany problem tzw. ,czarnej skrzynki” utrudnia analizé neuronowq
poniewaz o charakterze f(X) mozna wnioskowac tylko posrednio na podstawie
obserwacji zachowania systemu w reakcji na konkretne wzorce wejsciowe
(wektory X). Otrzymanie niejawnej postaci skomplikowanego, nieliniowego
modelu wiaze sie zwykle ze znacznie mniejszym kosztem obliczeniowym.
Dodatkowo, jezeli istnieje mozliwoS¢ weryfikacji modelu neuronowego, to jego
stosowanie jest zazwyczaj tak samo skuteczne jak klasycznego. Wszystko to
przemawia za stosowaniem takiego podejScia, ktore moze byc¢ zrealizowane w
postaci sztucznej sieci neuronowej.

Drugi etap budowania modelu neuronowego, tj. etap testowania bazuje
na charakterystycznej wlasciwosci sieci neuronowych jaka jest zdolnos¢ do
uogolniania (fj. generalizacji). Warunkiem prawidlowej generalizacji jest
skutecznie przeprowadzona faza treningu. Uogdlnianie moze mieC charakter
zarowno interpolacji jak tez i ekstrapolacji, z tym ze ekstrapolacja jest
zazwyczaj zadaniem trudniejszym do wykonania. WlaSciwa generalizacja to
zwykle podstawowy cel, ktorego osiggniecie moze gwarantowac poprawnosc¢
modelu.

Uniwersalnosc¢ zastosowan sieci neuronowych stanowi zasadniczq ich
ceche. Jeden system moze byC uzyty do modelowania bardzo réznych
ukladow. Potwierdza to roznorodnosc¢ dziedzin, w ktorych zastosowano sieci
typu perceptronu uczone algorytmem propagacji wstecznej (MLP).

Cecha sieci neuronowych predestynujaca je do zastosowan
medycznych jest odpornos¢ sieci na szum w danych. Jedna z technik
poprawiania generalizacji jest wtracanie szumu o malej amplitudzie do
wzorcow uczacych. Umozliwia to korzystanie z danych niepewnych, czesto
obarczonych btedami np. losowymi, systematycznymi. Mimo to mozliwe jest

stworzenie maksymalnie reprezentatywnego modelu opisywanego zjawiska.
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Powinny by¢ jednak spelnione pewne statystyczne zalozenia co do
charakteru szumu, czy niepewnosci danych, ale moga byC one znacznie

mniej rygorystyczne niz dla modelowania klasycznego.

3. ZASTOSOWANIA SZTUCZNYCH SIECI NEURONOWYCH W
TECHNOLOGII POSTACI LEKU

Sieci neuronowe jako narzedzia analizy danych znalazly juz zastosowanie
w wielu dziedzinach Zycia. Ich zdolnoS¢ do rozpoznawania i klasyfikacji
wzorcow oraz do przewidywania w czasie jest wykorzystywana wszedzie tam,
gdzie klasyczne metody zawodza z uwagi na swoja nieefektywnosSc¢. Sieci
neuronowe sq stosowane w szerszym zakresie w:

* ekonomii - prognoza szeregow czasowych, np. kursow walut, akc;ji itp.
[91], ocena ryzyka kredytowego i inwestycyjnego na podstawie
standardowych danych o klientach banku [4]

* technice - filtrowanie sygnalu od szumu, prognozy obciazen sieci
energetycznej, sterowanie ruchem lotniczym i metra [91, 94]

* informatyce - rozpoznawanie wzorcow (pattern  recognition):
rozpoznawanie mowy, pisma (w tym recznego), wydobywanie wiedzy z
baz danych (data-mining), systemy ekspertowe [52, 81, 89, 91, 94,
114, 136]

* chemii - identyfikacja zwiazkéw chemicznych na podstawie ich widm
IR, NMR [7], modelowanie przestrzenne [112], ocena interakcji
substancja-enzym [91]

* medycynie - rozpoznawanie wzorcow wykorzystywane w diagnostyce:
EEG, EKG, NMR, mammografia itp. [28, 91], modelowanie wlaSciwosci

ludzkiego umystu: pamieci, zaburzen psychicznych [91]

W naukach farmaceutycznych odnotowuje sie stopniowy wzrost

zainteresowania alternatywnymi narzedziami modelowania [46, 84, 86].
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Podjeto proby zastosowania sztucznych sieci neuronowych m.in. do:
modelowania farmakokinetyczno-farmakodynamicznego (PK/PD) [17, 18, 19,
125, 126], analizy danych w farmakokinetyce populacyjnej [27],
poszukiwania  nowych  substancji  leczniczych  [91], klasyfikacji
farmakologicznej [20, 104], przewidywania parametrow fizykochemicznych
[61, 120] i farmakokinetycznych substancji leczniczych [47] na podstawie
ich budowy molekularnej, korelacji badan in vitro i in vivo [33], allometrii
[58], analiz farmakoekonomicznych i epidemiologicznych [101, 102, 103]
oraz optymalizacji sktadu i technologii sporzadzania postaci leku [5, 13, 14,
15, 16, 22, 44, 67, 83, 85, 87, 88, 107, 113, 115, 116, 117, 124].

W zakresie prac dotyczacych technologii postaci leku dominuja dwa
kierunki badan, tj. optymalizacja skladu postaci leku oraz sposobu ich
sporzadzania. Jak wynika z piSmiennictwa wickszoSC prac koncentruje sie
wokol zagadnien zwiazanych ze sporzadzaniem statych, doustnych postaci
leku [13, 14, 15, 16, 22, 83, 85, 87, 107, 115, 124]. Pozostale prace dotycza
m.in. emulsji [44], mikroemulsji [5, 88], zZeli [116] oraz transdermalnych

systemow terapeutycznych [67].

3.1. STALE POSTACIE LEKU

Hussain i wsp. [60] jako jedni z pierwszych przedstawili koncepcje
uzycia neuronowego systemu ekspertowego do przewidywania szybkoSci
uwalniania maleinianu chlorfeniraminy z kapsulek. Substancja lecznicza
rozproszona byla w hydrofilowej matrycy, ktora tworzyly pochodne celulozy:
karboksymetyloceluloza, hydroksypropyloceluloza, hydroksypropylometylo-
celuloza lub hydroksyetyloceluloza. W celu pozyskania danych uczacych
przygotowano 15 formulacji kapsutek. Jako zmienne wejSciowe wybrano
jakosciowy i iloSciowy sklad matrycy w postaci czteroelementowego wektora,
ktorego kazdy element wyrazat zawartos¢ jednego ze skladnikow matrycy.
Wytrenowana sie¢ miala za zadanie przewidzieC wykladnik rownania

kinetycznego opisujacego proces uwalniania (N) i czas, po ktorym uwolnito
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siec 50% substancji leczniczej. SprawnosS¢ modelu neuronowego zostala
poréownana z klasyczng metoda RSM (response surface methodology).
Wykazano wyzszoS¢ modelowania neuronowego nad metoda RSM, a bledy
generalizacji popelnione przez sie¢ neuronowa zaklasyfikowano jako
dopuszczalne.

W kolejnych badaniach [59] zastosowano sie¢ neuronowq do
przewidywania profilu uwalniania substancji leczniczej z 17 formulacji
tabletek, ktorych hydroksypropyloceluloza tworzyla matryce. W przypadku
15 formulacji blad RMSE osiagnal wartoS¢ ponizej zakladanego maksimum
RMSE = 10. Autorzy nazwali sieC neuronowa systemem komputerowego
wspomagania projektowania formulacji (Computer Aided Formulation Design)
podkreslajac zdolnosc sieci neuronowych do wielowymiarowej analizy danych
i znajdowania skomplikowanych zaleznoSci opisujacych postac leku.

Takahara i wsp. [115] uzyli sieci neuronowej do optymalizacji sktadu
tabletek o przedluzonym dziataniu zawierajacych jako substancje lecznicza
trapidil. Do badan sporzadzono 18 formulacji tabletek z trapidilem, ktoére
staly sie podstawa zbioru uczacego oraz 9 dodatkowych formulacji jako zbior
testujacy poprawnos¢ nauczenia sieci neuronowej. Wektor wejSciowy sieci
neuronowej byl 3-elementowy i obejmowal wejScia opisujace zawartoS¢
hydroksypropylometylocelulozy, mikrokrystalicznej celulozy w tabletce oraz
sile nacisku stempla tabletkarki. Wektor wyjSciowy zawierat 4 elementy,
ktore opisywaly rzad reakcji i stalaq szybkosci uwalniania trapidilu z tabletek
do plynow o pH 1,2 i 6,8. Sieci neuronowe uczone byly za pomoca
rozszerzonego filtra Kalmana. Zadaniem wytrenowanej sieci neuronowej byto
znalezienie optymalnej formulacji, z ktérej uwalnianie substancji leczniczej
byloby zgodne z zakladana charakterystyka profilu uwalniania. Autorzy
wykazali dobra zgodnoSC¢ przewidywanego z obserwowanym profilem
uwalniania substancji leczniczej z formulacji wskazanej przez siec
Neuronowa.

Chen i wsp. [22] =zastosowali sztuczng sieC neuronowa do
zaprojektowania formulacji tabletek o kontrolowanym uwalnianiu substancji
leczniczej. Sie¢ neuronowa posiadata 10 wejSC opisujacych jakoSciowy i

iloSciowy sktad tabletek, ich twardoSc¢, zawartos¢ wilgoci, a takze wielkoS¢
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czgstek granulatu uzytego do tabletkowania. Sporzadzono i przebadano 22
formulacje tabletek, w celu utworzenia bazy danych. Sie¢ neuronowa miata
za zadanie przewidziecC iloS¢ uwolnionej substancji leczniczej po okresSlonym
czasie rozpuszczania. Optymalizacja skladu tabletek przeprowadzana byla
na podstawie zadanego przebiegu zmian stezen leku modelowego i
obejmowata 4 etapy:
1. symulacja 22 krzywych opisujacych przebieg zmian stezen
substancji leczniczej w osoczu przy uzyciu systemu statystycznego
Stella™ w oparciu o dane doswiadczalne profili uwalniania
substancji leczniczej in vitro z 22 formulacji tabletek,
2. okreslenie optymalnego dla substancji leczniczej, przebiegu zmian
stezenia w osoczu na podstawie ww. danych,
3. obliczenie metoda dekonwolucji optymalnego profilu uwalniania
substancji leczniczej in vitro z tabletek na podstawie drugiego etapu

4. ustalenie sktadu tabletek przez wytrenowanaq sie¢C neuronowa

Na podstawie danych otrzymanych przy uzyciu sieci neuronowej
wytypowano 4 formulacje jako najlepsze. Sposrod nich w przypadku 3
formulacji uzyskano zadowalajaca zbieznoS¢ przewidywan systemu
neuronowego z danymi doswiadczalnymi. Sie¢ neuronowa zostala uzyta jako
czeS¢ hybrydowego sytemu neuronowo-statystycznego z powodzeniem
stuzacego optymalizacji sktadu postaci leku.

Sieci typu perceptronu z jedna warstwg ukryta uczone metoda
gradientow sprzezonych postuzyly do przewidywania szybkoSci uwalniania
teofiliny z 6 formulacji peletek sporzadzonych metoda ekstruzji i sferonizacji
[98]. Peletki zawieraly jednakowa iloS¢ teofiliny w stosunku do matryc o
roznym skladzie. Kryterium oceny sprawnosci modelu neuronowego
stanowily wartosSci tzw. wspolczynnika podobiefistwa (f2), wyliczone na
podstawie badan szybkoSci rozpuszczania (wg USP 23). Wyniki badan
wykazaly zgodnoSC¢ przebiegu krzywych bedacych efektem badan
eksperymentalnych, jak i przewidywanej przez sieC neuronowa, 0 czym

Swiadcza wartosci wspolczynnika fa > 50, tj. w granicach od 63,2 do 86,8.
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Prace Goha i wsp. [48] dotyczyly rowniez mozliwoSci przewidywania
uwalniania teofiliny z peletek. Jednak uzyto w tym przypadku bardziej
skomplikowanych sieci neuronowych, tzw. sieci Jordana-Elmana z
warstwami kontekstu. Dodatkowo zastosowano zmodyfikowana technike
AdaBoost, ktora polega na uzyciu zespotu specyficznie trenowanych sieci
neuronowych do przewidywania procesu uwalniania substancji leczniczej z
danej formulacji. System przypomina komitet ekspertow, z tym zZe kolejne
sieci uczone sa na zmodyfikowanych zbiorach uczacych. Analizie poddano
dane doswiadczalne zawarte w omawianej powyzej pracy Peha [98]. Mimo
zastosowania zmodyfikowanego systemu sieci neuronowych uzyskano wyniki
o wiekszym rozrzucie wartoSci wspotczynnika f2 tj. od 60,5 do 94.,6.
Wykonano dodatkowo 6 formulacji peletek o jednakowym sktadzie matrycy,
rozniacych sie zawartoSciq teofiliny. Sklad matrycy zostal opracowany we
wczesSniejszej pracy [98]. Wyniki generalizacji wahaly sie w zakresie wartosci
wspolczynnika fo od 70,9 do 92. SprawnosS¢ sieci neuronowej zostala
porownana z klasyczngq wielowymiarowa regresja. Wykazano wyzszoS¢
systemu neuronowego nad statystycznym.

Bourquin i wsp [14, 15, 16] rozpatrywali mozliwoS¢ uzycia sztucznych
sieci neuronowych do optymalizacji skladu i technologii sporzadzania
tabletek produkowanych metodq tabletkowania bezposredniego. dJako
zmienne wejSciowe modelu neuronowego brano pod uwage takie parametry
jak: zawartos¢ substancji pomocniczych tj. krzemionki, karboksymetylo-
celulozy, stearynianu magnezu oraz mikrokrystalicznej celulozy, a takze site
nacisku stempla tabletkarki oraz czas kompresji. Zmienne wyjSciowe
stanowily: sila wypchniecia tabletek z matrycy, ich parametry mechaniczne:
twardoSC i ScieralnoS¢ oraz szybkoSC uwalniania substancji leczniczej z
tabletek. Zbior uczacy liczyt 205 formulacji. Do modelowania neuronowego
uzyto specyficznej architektury sieci neuronowej (generalised feed forward
multilayer perceptron network), posiadajacej bezpoSrednie potaczenia
pomiedzy warstwa wejSciowa a wyjSciowq. Poréwnano modelowanie
neuronowe z Kklasyczna metoda RSM. Stwierdzono, ze w przypadku badan,
ktore nie zostaly zaplanowane zgodnie z zasadami statystycznego planowania

eksperymentow sztuczne sieci neuronowe sg lepszymi narzedziami niz
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klasyczna metoda RSM. Zidentyfikowano nieliniowe zaleZnoSci pomiedzy
zmiennymi wyjSciowymi i wejSciowymi, a ponadto wykazano skuteczna
identyfikacje tych zaleznoSci przez sieci neuronowe. Autorzy podkreslaja
kluczowq role organizacji danych uczacych. Stwierdzono, iz obecnos¢
rekordow znacznie odbiegajacych od reszty danych (outliers) moze, w
przypadku matej iloSci danych, powodowac zle uwarunkowanie modelu
neuronowego, a co za tym idzie, rowniez gorsze jego wlasnosci predykcyjne w
stosunku do metod statystycznych. Zalecane jest wiec wczeSniejsze
statystyczne opracowanie danych uczacych, co znajduje rowniez
potwierdzenie w pracach o innym charakterze [81, 91]. Zastosowanie
sztucznych sieci neuronowych pozwolilo na zidentyfikowanie zawartosci
krzemionki i stearynianu magnezu jako Kkluczowych czynnikow

wplywajacych na site niezbedna do wypchniecia tabletek z matrycy.

3.2. EMULSJE

Opracowano neuronowy model, za pomoca ktorego okreslono wplyw
skladu emulsji W/O na jej trwaloS¢ [44]. Zmiany reologicznego parametru
(tnd) postuzyly do okreSlenia trwatoSci danej formulacji. Model neuronowy
porownano z modelami liniowymi i wielomianowymi. Zastosowano 3 zmienne
wejSciowe: zawartoS¢ fazy olejowej, wodnej i silikonowego tenzydu oraz 9
zmiennych wyjSciowych, ktore stanowily wartosSci reologicznego parametru
(tnd) po roznym okresie przechowywania emulsji, w przedziatlach czasowych
od 1 do 12 tygodni. Wykazano przewage modelu neuronowego nad
klasycznymi, gdyz sieci neuronowe zdotaly prawidlowo przewidzie¢ zmiany
parametru reologicznego (tn6) we wszystkich przedzialach czasowych.
Wskazano na dobre zdolnoSci generalizacji, ktore moga byc¢ wykorzystane w
projektowaniu formulacji emulsji W/O. Generalizacja zostala potwierdzona
na przykladzie dwoch formulacji emulsji nieznanych sieci podczas treningu.

W toku dalszych badan [45] autorzy stworzyli hybrydowy system
neuronowo-statystyczny w celu wyjaSnienia wplywu skladu emulsji na

lepkos¢ ukladu. WejScia sieci neuronowej byly identyczne jak w powyzej
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omawianej pracy, natomiast wyjScia byly tylko dwa i reprezentowatly
wspotczynniki modelu liniowego opisujacego zaleznosc lepkosci emulsji od
szybkosci Scinania. Baza danych zostala utworzona w oparciu o sktad 9
formulacji. Wykazano wyzszoSC sieci neuronowych nad wielomianami oraz
modelami liniowymi. W niektorych przypadkach bledy predykcji dla sieci
neuronowych byly dwa razy mniejsze niz dla modeli statystycznych. Uzycie
hybrydowego systemu neuronowo-statystycznego pozwolilo z jednej strony
uzyskac¢ dobre wyniki predykcji dzieki elastycznoSci sieci neuronowych, a z
drugiej strony uniknqc¢ problemu ,czarnej skrzynki” poprzez mozliwoS¢
analizy modelu liniowego. Wykazano brak wplywu stezenia tenzydu na
lepkos¢ emulsji, natomiast istotny wplyw stosunku iloSciowego fazy olejowej

do wodnej.

3.3. MIKROEMULSJE

Sie¢ neuronowa okazata sie skutecznym narzedziem do przewidywania
przejs¢ fazowych [6]. Uzyto dwuwarstwowej sieci neuronowej uczonej
propagacja wsteczng do klasyfikacji uktadéw dwoch tenzydow, fazy olejowej i
wodnej. Uklady fazowe klasyfikowano jako mikroemulsje, ciekle krysztaly,
emulsje W/O i emulsje O/W na podstawie badan mikroskopowych i
konduktometrycznych. Zbior uczacy liczyt zaledwie 40 rekordow a testowy
180 rekordow. W wyniku badan uzyskano ok. 90,5% prawidtowych
klasyfikacji.

Agatonovic-Kustrin i wsp. [5] kontynuujac badania nad
przewidywaniem za pomoca sieci neuronowych skladu mikroemulsji uzyli
hybrydowego systemu neuronowo-genetycznego, w Kktorym algorytm
genetyczny zostal uzyty do redukcji wektora wejsciowego z 18 do 9 wejScC.
Jako wejsC uzyto obok skladu iloSciowego m.in. deskryptoréow chemicznej
struktury kotenzydow, a zbior uczacy liczyt 684 rekordy obejmujace uktady
zlozone z dwoch rodzajow tenzydow, 8 rodzajow kotenzydow, jednego rodzaju

fazy olejowej i wodnej. Zastosowano analogiczny jak poprzednio,
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czterowartosciowy system klasyfikacji ukladow fazowych. Najlepsze wyniki
generalizacji sieci neuronowej wahaly sie w granicach 82% do 91% w
zaleznoSci od rozpatrywanej klasy ukladow fazowych. Udowodniono w ten
sposob  mozliwoS¢ stworzenia neuronowego modelu dla ukladow
izotropowych w oparciu o parametry fizykochemiczne poszczegélnych

skladnikow.

3.4. HYDROZELE

Takayama i wsp. [116] porownali sieC neuronowa z metodqa RSM
oparta na wielomianach drugiego rzedu na przykltadzie optymalizacji sktadu
hydrozelu z ketoprofenem do podania na skore. Uzyto specyficznej sieci
neuronowej, w ktorej warstwa ukryta nie jest polaczona na zasadzie ,kazdy z
kazdym” z warstwa wyjSciowq, ale posiada pola recepcyjne dla konkretnych
wyjSC sieci. Pozwolito to na stworzenie modelu z dwoma wejSciami i trzema
wyjSciami. Jako wejScia i rownoczeSnie zmienne sterujace wybrano
zawartosci promotorow wchlaniania: etanolu i O-etylomentolu. WyjSciami
sieci byly: szybkosS¢ penetracji ketoprofenu przez skore szczura (Rp) oraz czas
opoznienia (lag time t1), a takze punktacja testu naskornego (Total Irritation
Score — TIS) zmierzone in vivo na modelach zwierzecych (szczury). Sieci
neuronowe uczone byly za pomoca algorytmu rozszerzonego filtra Kalmana.
Sktad 12 formulacji hydrozelu z ketoprofenem stanowil baze danych.
Obliczone uprzednio parametry charakteryzujace optymalna formulacje (Rp,
tL i TIS) zostaly uzyte jako wartosSci docelowe dla wytrenowanego modelu
neuronowego w celu okreSlenia optymalnej zawartosci O-etylomentolu i
etanolu. Model neuronowy wykazal dobra zgodnos¢ z danymi
doswiadczalnymi uzyskanymi dla optymalnej formulacji hydrozelu =z
ketoprofenem. Btedy predykcji osiagniete przez sieC neuronowg  byly
mniejsze w stosunku do metody RSM. Zwrocono uwage na nieliniowy
charakter sieci neuronowych, Kktore dzicki temu sa narzedziami
odpowiednimi do identyfikacji nieliniowych zaleznoSci wystepujacych w

uktadach biologicznych w przeciwienstwie do wielomianow drugiego rzedu
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uzytych w metodzie RSM, ktore nie byly w stanie we wlasciwy sposob

odwzorowywac tych zaleznosci.

3.5. TRANSDERMALNE SYSTEMY TERAPEUTYCZNE (TTS)

Kandimalla i wsp. [67] zwrocili uwage na uzytecznoSC sieci
neuronowych i metody RSM w analizie wplywu promotoréow wchilaniania
obecnych w transdermalnych systemach terapeutycznych na szybkoS¢
przenikania melatoniny przez skore szczura w warunkach in vitro.
Przygotowano 10 rodzajow transdermalnych systemow terapeutycznych
zwierajacych dwa lub trzy promotory wchianiania, tj. wode, etanol lub glikol
propylenowy. Rodzaj promotora oraz jego zawartoS¢ w transdermalnym
systemie terapeutycznym stanowily wektor wejSciowy modelu neuronowego
(3 wejscia), zaS na wyjSciu sie¢ przewidywala szybkosc penetracji melatoniny
przez membrane z uwzglednieniem czasu opoznienia. Model neuronowy
uczono na wszystkich 10 formulacjach z uzyciem algorytmu propagacji
wstecznej z technika momentu. Przeprowadzono rowniez modelowanie
metoda RSM. Model neuronowy zostal zastosowany do zidentyfikowania
optymalnego zestawu promotorow wchtaniania ze wzgledu na zadanag
szybkosc¢ penetracji melatoniny przez skore w warunkach in vitro. Wykazano,
ze zastosowanie trzech promotoréw wchtaniania bylo bardziej efektywne niz
dowolna kombinacja dwoch substancji pomocniczych. Zwrocono uwage na
komplementarnosS¢ systemow neuronowych i metody RSM, ktora wyrazala
sie zblizonymi wynikami symulacji uzyskanymi przez oba systemy.
Podkreslono rowniez zdolnoS¢ sztucznych sieci neuronowych do analizy
wielowymiarowych danych, co jest duzo trudniejsze do przeprowadzenia za

pomoca klasycznej metody RSM.
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3.6. BADANIA PREFORMULACYJNE

Z uwagi na brak matematycznych modeli opisujacych mozliwos¢
wystapienia interakcji substancji pomocniczych w postaci leku Ebube i wsp.
[34] uzyli sztucznych sieci neuronowych. WejScia modelu neuronowego
opisywaly iloSciowy i jakosciowy skladu dwu- lub tréjsktadnikowych
mieszanin polimerow: hydroksypropylometylocelulozy (HPMC), karagenu,
alginianu sodu, poliwinylopirolidonu (PVP). WyjScia sieci neuronowej
stanowily: szybkoSC pecznienia polimerow, temperatura przejScia szklistego i
lepkoS¢ mieszaniny polimerow. Baza wiedzy systemu neuronowego zawierala
dane dotyczace 15 formulacji, a zbior testowy 9 formulacji. Autorzy wykazali
przydatnos¢ sieci neuronowych do analizy danych w badaniach
preformulacyjnych o czym sSwiadczy zgodnosS¢ wynikow ekperymentalnych z
danymi uzyskanymi w procesie symulacji. Zwrocono uwage na problem
dokladnosci ekstrapolacji, ktora jest odwrotnie proporcjonalna do dystansu
badanego rekordu od maksymalnych (lub minimalnych) wartoSci danych
uczacych. Jest to zgodne z wynikami badan Bourquina [16] dotyczacymi

rowniez dokladnosci ekstrapolacji systemow neuronowych.

3.7. KORELACJA IN VITRO-IN VIVO

Dowell i wsp. [33] podjeli prace nad opracowaniem metodyki uzycia
sztucznych sieci neuronowych do Kkorelacji in vitro - in vivo. Dane dotyczyly
trzech formulacji tabletek, dla ktéorych oznaczono profil uwalniania
substancji leczniczej in vitro i przebieg zmian stezenia substancji leczniczej w
osoczu krwi. Sieci neuronowe zostaly wykorzystane do przewidywania
parametrow farmakokinetycznych leku na podstawie iloSci uwolnionej
substancji leczniczej in vitro. Na wejSciach podawane byly iloSci uwolnionej
substancji leczniczej z tabletek po okreslonym czasie, na wyjSciu zas jej
stezenia w osoczu. Autorzy przedstawili szereg mozliwych do zastosowania

sposobow organizacji danych wejSciowych i wyjSciowych. Zaprezentowano
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rowniez rozne typy sieci neuronowych i ich architektur, np. sieci GRNN,
charakteryzujace si¢ krotkim czasem uczenia. Zwrocono uwage na
koniecznoS¢ poszerzenia wektora wejSciowego o np. dane charakteryzujace
sktad formulacji — model taki moglby réowniez stuzy¢ optymalizacji sktadu

formulacji na podstawie zadanej charakterystyki farmakokinetycznej leku.

3.8. APARATURA

Praca Inghelbrecht i wsp. [62] poswiecona jest analizie parametrow
pracy kompaktora. Jako zmienne sterujace wybrano szybkosSci obrotowe
Sruby pionowej i poziomej oraz rolek, a takze cisnienie powietrza w systemie
hydraulicznym kompaktora (4 zmienne). Ocenie poddano wplyw tych
parametrow na ScieralnoS¢ sporzadzonego granulatu. Sie¢ neuronowa byla
bardziej precyzyjna od wielomianow drugiego rzedu (metoda RSM). Wyniki
analizy modelu neuronowego pozwolily okreslic szybkoSC obrotowa rolek w
stosunku do szybkosSci obrotowej poziomej Sruby jako 1:2, co usprawnilo
prace kompaktora. Stwierdzono rowniez brak wplywu szybkosSci pionowej
Sruby na mechaniczne wlasciwosci granulatu.

Antikainen [8] przedstawil koncepcje kompleksowego systemu kontroli
pracy granulatora fluidyzacyjnego za pomoca sieci neuronowej opartej na
logice rozmytej. SzybkoSC przeplywu roztworu lepiszcza, cisnienie pod jakim
roztwor byt rozpylany i temperatura powietrza wprowadzanego do
granulatora zostaly wybrane jako parametry kluczowe dla okreSlenia
zwiekszania wielkoSci ziaren granulatu. Przedstawiony model wykazal dobra
zgodnos¢ parametrow przewidywanych z obserwowanymi podczas prac
doswiadczalnych. Podkreslono tatwoSC pracy z systemami neuronowo-
rozmytymi oraz ich zdolnoS¢ do implementowania regutl wyrazanych w
naturalnym jezyku (reguly lingwistyczne). Cechy te predestynuja systemy
neuronowo-rozmyte do rutynowego zastosowania jako narzedzi kontroli

podczas produkcji w przemysle farmaceutycznym.
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Sztuczne sieci neuronowe pozwalaja na analize zagadnien, ktore sa
trudne badz niemozliwe do analizy metodami statystycznymi. Zastosowania
techniczne potwierdzily w praktyce unikalne wilaSciwosci tych systemow i
staly sie bodzcem do uzycia sieci neuronowych w szeroko rozumianych
naukach medycznych.

W technologii postaci leku nieustannie podejmowane sa badania
zmierzajace do poszukiwania nowych rozwiazan technologicznych w celu
uzyskania postaci leku zapewniajacych odpowiedni efekt terapeutyczny.
Wybor substancji pomocniczych, jak i wykorzystanie wlasciwych procesow
technologicznych stanowi podstawe do osiagniecia zamierzonych celow.
Roznorodnosc¢ proponowanych technik, jak i ogromna iloS¢ wprowadzanych
do badan substancji pomocniczych moze stwarza¢ pewne problemy w
wyborze optymalnego toku postepowania.

W niniejszej pracy podjeto probe unifikacji metodyki modelowania
neuronowego w zakresie formulowania postaci leku. ZalozZono mozliwosc
uzycia modeli neuronowych w charakterze maszyn wnioskujacych, jako
skltadnikow neuronowych sytemow ekspertowych.

Celem pracy byla ocena przydatnosci stosowania sztucznych sieci
neuronowych jako uniwersalnych narzedzi modelujacych w zakresie doboru
skltadu postaci leku i opracowywania wynikow badan dostepnosci

farmaceutycznej i biologiczne;j.

Realizacja celu pracy obejmowala konstrukcje neuronowych systemow

spelniajacych nastepujace zadania:

*» optymalizacje skladu stalych rozproszen substancji leczniczych w
zaleznosci od ich budowy chemicznej i rozpuszczalnosci, a takze
rodzaju uzytego nosnika;

» optymalizacje skladu mikroemulsji zawierajacych tenzydy o réznych

wlasciwosciach fizykochemicznych;
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» aproksymacje dowolnej funkcji opisujacej przebieg krzywych

stezenie-czas w badaniach in vitro i in vivo.
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1. METODYKA

1.1. MODELE NEURONOWE

Systemy neuronowe wspomagajace formulacje stalych rozproszen i
mikroemulsji w swej funkcji odpowiadajq tzw. systemom ekspertowym. Ich
zadaniem jest wspomaganie procesu decyzyjnego dotyczacego zasadnoSci
formutowania postaci leku przy uzyciu wybranych substancji pomocniczych,
jak tez i okreslonej technologii sporzadzania. Z uwagi na to metodyka
przygotowania systemow neuronowych byla analogiczna jak dla systemow
ekspertowych, mimo iz sieci neuronowe nie posiadaja wszystkich cech
klasycznych systemow ekspertowych. Pewne modyfikacje wynikaty ze

specyfiki modelowania neuronowego.

Przygotowanie sytemu neuronowego:
1) zdefiniowanie funkcji systemu neuronowego
2) przygotowanie danych stanowiacych baze wiedzy
a) akwizycja danych
b) wstepne przygotowanie danych (data preprocessing)
- zdefiniowanie wektora wejSciowego i wyjSciowego
- skalowanie, normalizacja, redukcja lub multiplikacja liczby
rekordow
- wzbogacanie zbioru danych o reguly zdroworozsadkowe oraz
zaszumione rekordy danych jako metody wplywajace na
poprawe zdolnosci predykcyjnych modelu
c) podzial wyjSciowego zbioru danych na pary uczacy-testowy
zgodnie z wymogami metodyki k-krotnego wzajemnego

sprawdzania

4]



III. CZESC DOSWIADCZALNA

3) budowa maszyny wnioskujacej

a) uzycie modelu neuronowego w charakterze maszyny
wnioskujacej

b) selekcja optymalnej architektury sieci neuronowej w toku
eksperymentow numerycznych
- zdefiniowanie architektury sieci neuronowej
- trening z zadanymi parametrami uczenia
- walidacja otrzymanego modelu na zbiorach testowych za

pomoca metody k-krotnego wzajemnego sprawdzania
- modyfikacja wektora wejSciowego na podstawie analizy
wrazliwosciowej [94]

c) budowa systemow, w ktorych sieci wyzszego rzedu bazuja na
odpowiedziach sieci uczonych bezposrednio na danych
pochodzacych z bazy wiedzy (tzw. komitet ekspertow)

4) budowa interfejsu uzytkownika

a) graficzny interfejs uzytkownika projektowany dzieki bibliotekom

VCL jezyka Borland Delphi® 5.0

b) automatyzacja pracy

W celu realizacji niniejszej pracy wytrenowano i przetestowano ok. 50 000

sieci neuronowych.

1.2. WERYFIKACJA MODELI NEURONOWYCH

Weryfikacje modeli neuronowych przeprowadzano zgodnie z metoda k-
krotnego wzajemnego sprawdzania gdzie k przyjmowalto wartos¢ 10 lub bylo
rowne iloSci formulacji wchodzacych w skilad danego zbioru bazowego
(metoda leave-one-out).

IstotnoS¢ statystyczna roznicy Srednich btedow sieci neuronowych

sprawdzano za pomoca testu t-Studenta (a=0,05) oraz analizy wariancji.
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Prezentowane wyniki modeli predykcyjnych stalych rozproszen i
mikroemulsji sa wynikami testowania sieci neuronowych na zbiorach
wylaczonych 2z wuczenia, czyli przedstawiaja generalizacje systemu. W
modelach aproksymacyjnych cytowane sa wyniki testowania na zbiorach

uczacych.

1.3. NOoTACJA

Wprowadzono ujednolicony opis architektur sieci neuronowych wedlug

nastepujacego schematu:

{liczba komérek warstw ukrytych} hid {funkcja aktywacji} {inne}

Zgodnie z tym architekture przedstawiona na rycinie 7 nalezy zapisac jako
»3_2 hid tanh”, przy zatozeniu, ze sieC neuronowa posiada tangens
hiperboliczny jako funkcje aktywacji i jest siecia typu MLP. Architektura ta
okreSlana jest mianem sieci trojwarstwowej, poniewaz liczone sa obie
warstwy ukryte i wyjSciowa (bez warstwy wejSciowej). Oznaczenie ,fuzzy” w
miejscu funkcji aktywacji notuje sie¢ oparta na logice rozmytej. Oznaczenia
{inne} moga dotyczy¢ maksymalnej ilosci iteracji, lub metody defuzyfikacji
sieci rozmytych (np. M-SLIDE). Sekcja {inne} moze zawiera¢ rowniez opis
metod skanowania uzytych do otrzymania zbiorow danych dla modeli
mikroemulsji: ,,_Intelliscan” (algorytm Intelliscan) i ,_scan_2_2” (skanowanie
rownomierne co 2%).

W celu wuproszczenia schematu graficznego architektury sieci
pominicto element progowy. W przypadku duzych sieci uzyto schematu
przedstawionego na rycinie 7B.

W przedstawianych rownaniach matematycznych zastosowano system
notacji, w ktorym duze litery oznaczaja wielkoSci wektorowe, zas mate litery

wielkosci skalarne.
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Rycina 7. Réwnowazne schematy architektury 3_2 hid tanh.

2. OPRZYRZADOWANIE

Sztuczne sieci neuronowe pracuja w sposob rownolegly. Ten sposob
pracy rozni je od krokowego systemu pracy klasycznych komputerow.
Obecnie istnieja juz specjalizowane komputery neuronowe, jednakze ich
wykorzystanie jest jeszcze ograniczone, z uwagi na malq elastycznosc¢ i
wysoka cene. W zwigzku z tym stosuje sic w dalszym ciagu odpowiednie
programy symulujgace sztuczne sieci neuronowe na komputerach PC.
Niektorzy autorzy z powodzeniem postuguja sic w badaniach nad sieciami
neuronowymi oprogramowaniem wlasnej konstrukcji [27, 130]. Aktualnie
dostepny jest szeroki zakres narzedzi programistycznych typu RAD (Rapid
Application  Development) pozwalajacych na szybkie i efektywne
projektowanie aplikacji. Sklonilo to do zaprojektowania i napisania
oprogramowania wtasnej konstrukcji w postaci symulatora Nets2003. Z
uwagi na to, ze praca z sieciami neuronowymi wymaga obrobki duzych ilosci
danych, zaprojektowano i napisano zestaw programoéw narzedziowych
ulatwiajacych zaréwno akwizycje jak i pozniejsza transformacje danych w
celu ich prezentacji sieciom neuronowym. Jezyk Borland Delphi® 5.0, ktory
wybrano do napisania oprogramowania zapewnit elastycznosc¢ i efektywnosc

pracy jak tez i duza wydajnoS¢ otrzymanych aplikacji. Arkusz kalkulacyjny
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MS Excel® 2000 okazat sie niewystarczajacy zarowno pod wzgledem iloSci
danych mozliwych do obrobki jak tez i szybkosci dzialania.
W celu realizacji zatlozen niniejszej pracy zaprojektowano i napisano w
jezyku Borland Delphi® 5.0 nastepujace aplikacje:
a) symulator sieci neuronowych Nets2003
b) programy do digitalizacji danych graficznych: Phase_diagr i
Graph_read
¢) aplikacje do wstepnego przetwarzania danych: Preproc, Eddan3,
Erase O
d) programy do manipulacji plikami tekstowymi w celu przygotowania
zbioréw uczacych i testowych: Split_file, Learn_conv
e) programy do obrobki wynikow pracy sieci neuronowych:
Classif compute, Gen_compute

f) inne: Launch_file

2.1. SYMULATOR SIECI NEURONOWYCH

Nets2003 jest systemem do symulacji, testowania i analizy sztucznych
sieci neuronowych. Jest rozwinieciem programu Sieci95 opracowanego po
raz pierwszy w 1995 r. Aktualnie liczy ok. 14 000 linii kodu i jest stale
udoskonalany. Posiada mozliwoSci pracy w trybie wsadowym tj. treningu i
analizy zestawow sieci bez ingerencji uzytkownika. Na podstawie wczesSniej
zdefiniowanych plikéw konfiguracyjnych jest w stanie podja¢ prace nawet po
przerwie w zasilaniu komputera. Po skonczonej pracy moze wylaczy¢
komputer. W zaleznosci od wielkosci wektora wejsciowego moze pracowac na
zbiorach danych liczacych ok. 1-5 mln rekordow. Zaimplementowano
rowniez system monitorowania kluczowych punktow petli programu z
wyprowadzaniem komunikatow diagnostycznych do pliku zewnetrznego
(Error_log.txt) w celu pozniejszej analizy przyczyn nieprawidlowej pracy.
Program posiada graficzny, intuicyjny interfejs uzytkownika pozwalajacy na

szybkie zdefiniowanie struktury sieci neuronowej i jej parametrow uczenia.
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Nets2003 wyposazony zostal w mozliwoSci symulacji nastepujacych typow
sieci neuronowych:

a) percpetronow wielowarstwowych (MLP)

b) sieci z kontrapropagacja (CP)

¢) sieci z warstwami kontekstu typu Jordana-Elmana

d) sieci rozmytych (neuro-fuzzy)

Podstawowy algorytm uczenia to propagacja wsteczna z modyfikacjami:
a) technika momentu
b) zanikajace wspotczynniki uczenia

c) algorytm delta-bar-delta

Dla sieci typu MLP zaimplementowano metode analizy wrazliwoSciowej [94].

W zakresie sieci rozmytych, Nets2003 oferuje rozne metody
defuzyfikacji jak: COA, MOM, M-SLIDE, a takze metody inicjalizacji regut:

a) bezposrednio na danych uczacych

b) metoda gorska

c) metoda lookup table [49, 79, 129]

d) potaczenia tych metod
Zaimplementowano rowniez kryterium Fishera redukcji ilosci regul
rozmytych. Do uczenia sieci z kontrapropagacja (CP) symulator posiada
takze opcje gazu neuronowego.

Nets2003 moze symulowac sieci neuronowe z maksymalna liczbg 10
warstw ukrytych i 2500 komorek w kazdej warstwie. Wartosci te moga by¢ w
razie potrzeby modyfikowane. Wszystkie komorki w przylegajacych

warstwach sa zawsze polaczone na zasadzie ,kazdy z kazdym”.

Zaimplementowano nastepujace funkcje aktywacji:
a) sigmoida (funkcja logistyczna)
b) a*x
c) a/x
d) In(Ixl)

e) sin(x)
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f) cos(x)
g) tangens hiperboliczny tanh(x)
h) funkcja fsr wg Bilskiego [12]

Zasadniczo wszystkie komorki posiadaja jednakowe funkcje aktywacji
chociaz kazda warstwa moze mie¢ zdefiniowane indywidualne parametry dla
swoich komorek (funkcja aktywacji, wspotczynniki uczenia). Jako funkcje
kosztu zaimplementowano:

a) klasyczna funkcje kwadratowa

b) funkcje logarytmiczna

¢) funkcje Hampela

Weryfikacji systemu Nets2003 dokonano z uzyciem Kklasycznych
problemow testowych jak np. problem XOR, czy nauka dodawania. Wyniki
jego pracy nie odbiegaly znaczaco od otrzymanych przez profesjonalne
systemy SNNSv4.2 [55] czy PDP++ [54].

Glowne okno programu przedstawiono na rycinie 8, zaS dodatkowe

opcje zobrazowano na rycinie 30 ze str. 160.

"7 Nets2003_1 - [D:\..15_7_5 hid tanh No_albendazc!l added insol sol 17 v add on. 53 E = FS
File Data Tools Options Confi'gurl Nets2003_1 - [D:4...115°7 _5 hid tanh No_albendazol_added _insol_sol_17_in_Smin_add|
Basic parameters Algonithms and modifications
Learn parameters | Sensihivity analysis | Alopex
et file autosaved Total cormputation time
Er'rorl after 'i-terl | ’7 I 0h 18min 47sec |

~Algorithm
#BP C8CG O TD()

|Status:: |Backpropagation |
Ewor | 0.0E+0000 %

Cancel | Tnit et |
Tteration 4902 000 START | Full resetl
I~ Loop cormputations Files frorm list open mode:

Bave parametets | ‘ I" Beadonly F Fullopetn T Conbine

[Ready —_ ——

Rycina 8. Widok gtéwnego okna programu Nets2003.
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2.2. OPROGRAMOWANIE NARZEDZIOWE

SPECJALISTYCZNE OPROGRAMOWANIE NAPISANE NA POTRZEBY NINIEJSZEJ PRACY

a)

Gen_compute (Rycina 34 str. 162) zostal zaprojektowany do obrobki
wynikow testowania sieci neuronowych w programie Nets2003 w celu
stworzenia zbiorow uczacych dla sieci drugiego rzedu (komitet
ekspertow). Pozwala rowniez na obliczenie Sredniej i odchylen
standardowych z wynikow testowania wielu architektur sieci
neuronowych. Jego kod zrodlowy liczacy ok. 300 linii zostal
wykorzystany w programach Classif compute i PKB 2.0

Classif compute (Rycina 31 str. 161) to program obliczajacy btedy
klasyfikacji. Wyposazony jest w algorytm automatycznego doboru
progu decyzyjnego zaréwno dla Kklasyfikacji binarnej jak tez i
wielokrotnej. Pozwala na ocene¢ btedu generalizacji calej serii sieci
zgodnie z metodq k-krotnego wzajemnego sprawdzania. Wyniki pracy

zapisywane sa w pliku tekstowym. Kod zrodtowy liczy ok. 1500 linii

Preproc (Rycina 40 str. 165) sluzy do szeroko rozumianego wstepnego
przetwarzania danych. Kod zrodlowy zawiera ok. 2000 linii. Program
zostal wyposazony w nastepujace funkcje:

- odbijanie wzgledem punktu (0,0)

- binaryzacja danych z automatycznym okreSleniem wielkosSci
wektora binarnego na podstawie zbioru danych; mozliwe jest
zadanie dowolnych etykiet w wektorze binarnym (np. -11i 1)

- normalizacja za pomoca normy euklidesowej

- logarytmowanie danych

- dodawanie kolumn na poczatku danych

- mnozenie konkretnej kolumny o stata

- usuwanie jednakowych rekordow danych
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- balansowanie reprezentacji poszczegolnych klas poprzez losowe
usuwanie rekordow klas nadmiarowych lub multiplikacje
rekordow klas mniejszoSciowych

- sprawdzanie poprawnosci danych i usuwanie rekordow
zawierajacych inne niz alfanumeryczne znaki

- usuwanie nadmiarowych rekordow danych, czyli takich ktorych

wszystkie elementy sa identyczne z innym rekordem danych

d) Eddan3 (Rycina 32 str. 161) to drugi program do wstepnego

e)

przetwarzania danych. Kod zrodlowy liczy ok. 800 linii.
Skonstruowany zostal w postaci prostego arkusza i udostepnia
nastepujace funkcje:

- multiplikacja rekordow danych z nakladaniem szumu o zadanej
amplitudzie i znaku. Amplituda szumu moze by¢ zadawana jako
stata wartosc lub procent danej wartosci

- podzial na pary zbiorow testowy-uczacy wzgledem kolumn
zbioru bazowego z rownoczesnym przestawianiem wierszy lub
bez

- podzial na pary zbiorow testowy-uczacy wzgledem wierszy zbioru

bazowego

Split_file (Rycina 41 str. 166) realizuje takze podzial na pary zbioréw
testowy-uczacy wzgledem wierszy zbioru bazowego. Dzicki inaczej
skonstruowanemu algorytmowi operacja ta jest wykonywana
wielokrotnie szybciej niz w programie Eddan3. Kod Zrodtowy liczy 300

linii

Learn_conv (Rycina 36 str. 163) rowniez tworzy pary zbiorow testowy-
uczacy, ale w przeciwienstwie do obu poprzednich programow tworzy
pliki uczace i testowe z serii plikow tekstowych, z ktorych kazdy
opisuje jedna formulacje. Obowigzuja zasady k-krotnego wzajemnego
sprawdzania, gdzie k moze przyjmowal dowolne wartoSci naturalne.

Program pozwala na losowy lub sekwencyjny dobor plikow i generuje
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g

h)

i)

na koncu pracy raport o tym, w ktorym zbiorze testowym znajdujq sie

dane z pierwotnych plikow danych. Zawiera 300 linii kodu

Erase_O (Rycina 33 str. 162) pozwala na usuwanie kolumn danych,
ktorych wartoS¢ maksymalna i minimalna sq rowne sobie — takie
kolumny danych przeszkadzaja w procedurze skalowania uzywanej w

Nets2003. Kod zrodtowy sklada sie z ok. 600 linii

Graph_read (Rycina 35 str. 163) stluzy do digitalizacji wykresow
przebiegu krzywych stezenie-czas publikowanych w piSmiennictwie
fachowym. Graph_read jest skanerem bitmap obstugiwanym przez
uzytkownika za pomoca myszki, gdzie po zadaniu wartosci
rzeczywistych skali na osi wykresu Kkliknieccie w obrebie okna
programu jest przetwarzane na wspolrzedne macierzystego wykresu i
zapisywane do pliku tekstowego. Jego kod zrodlowy zawiera ok. 500

linii

Phase_diagr (Rycina 38 str. 164) zaprojektowano i napisano jako
skaner bitmap specyficznie przeznaczony do digitalizacji trojkatow
fazowych opisujacych sktad mikroemulsji. Odpowiednio przygotowana
bitmapa skanowana jest pod katem kolorow pikseli, ktore
porownywane sa z uprzednio zadanymi wzorcami. Wspotrzedne
prostokatne bitmapy przeliczane sa na wspolrzedne trojkatne
diagramu Gibbsa i nastepnie zapisywane w pliku tekstowym. Program
posiada mozliwoSci kompresowania danych — na potrzeby tej funkcji
opracowano algorytm kompresji wilasnej konstrukcji Intelliscan
pozwalajacy ogranicza¢ rozmiar plikow wyjSciowych za pomocq
arbitralnie ustalanego wspotczynnika kompresji. Phase_diagr stuzy
rowniez do wizualizacji wynikéw predykcji ukladow fazowych przez

sieci neuronowe. Aktualnie kod zrodtowy zawiera ok. 1500 linii
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j) Launch_file (Rycina 37 str. 164) uruchamia inne programy z
potminutowym opoéznieniem, co pozwala uzytkownikowi na decyzje co
do wstrzymania automatycznego uruchomienia danego programu.
Umieszczany jest zazwyczaj w menu ,Autostart” systemu Windows® i
uruchamia symulator Nets2003 z parametrem ”/a” co pozwala na
automatyczne podjecie uczenia zadanych wczesniej architektur sieci
neuronowych. Wykorzystywane jest to w wypadku awarii zasilania lub
systemu operacyjnego, w wyniku czego nalezy ponownie uruchomic
komputer, co jest jedyna czynnoScia wymagana do przywrocenia
procesu uczenia w miejscu ostatniego jego zapisu. Jest to maly

program liczacy ok. 170 linii kodu

INNE OPROGRAMOWANIE

W badaniach uzywano rowniez komercyjnego arkusza kalkulacyjnego
Microsoft Excel® 2000 do statystycznego opracowania wynikow oraz
niektorych przeksztalcen danych. Wstepnej obrobki skanowanych trojkatow

fazowych dokonano za pomoca pakietu graficznego Corel® 9.0.

2.3. SPRZET KOMPUTEROWY

Wszystkie obliczenia zostaly wykonane na 4 dwuprocesorowych
stacjach roboczych Pentium Il 1 GHz pracujacych pod kontrolq Srodowiska
Windows® 2000 Professional w trybie 24h/d przez 7 dni w tygodniu. Stacje
robocze zarzadzane sgq poprzez sieC lokalna dzieki oprogramowaniu VNC
(Virtual Network Computing) firmy AT&T (licencja GPL). Stacje robocze
posiadaty software’owe i hardware’owe zabezpieczenia temperaturowe, w tym
wlasnej konstrukcji program Exit NT auto wylaczajacy komputer w razie

przegrzania.
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3. MODELOWANIE NEURONOWE

Modelowanie neuronowe dotyczylo nastepujacych problemow:

a) zaleznos¢ profilu rozpuszczania substancji leczniczej od

jakosciowego i iloSciowego sktadu statego rozproszenia

b) zaleznoS¢ wystapienia ukladu mikroemulsyjnego od iloSciowego i

jakosciowego skladu formulacji

¢) aproksymacja funkcji stezenie-czas w badaniach in vitro i in vivo

Modele opisujace wlasciwosci formulacji farmaceutycznych zostaty
zaprojektowane tak, aby mogly stuzy¢ jako podstawa dla systemow
doradczych wspomagajacych proces otrzymywania formulacji. Dzialanie
takich systemow polega na przeszukiwaniu parametrow formulacji w
zadanym zakresie i przedstawieniu decyzji uzasadniajacej przeprowadzenie
eksperymentow laboratoryjnych z konkretnym skladem jakoSciowym i
iloSciowym przy wykorzystaniu danej technologii produkcji.

System do aproksymacji funkcji stezenie-czas zaprojektowano w celu
stworzenia narzedzia pozwalajacego na obliczanie dla danej formulacji
parametrow zaréwno testu rozpuszczania jak tez i farmakokinetyczynych,
bez zakladania modelu matematycznego. Dodatkowo, system neuronowy
postuzyt do wstepnego przetwarzania danych dla modeli rozpuszczania
substancji leczniczych ze stalych rozproszen. Potozono nacisk na otrzymanie

uniwersalnego i latwego w obstudze narzedzia.

3.1. STALE ROZPROSZENIA

State rozproszenia sa to uklady dwu- lub trojsktadnikowe zawierajace
substancje lecznicza trudno rozpuszczalna w wodzie, nietoksyczny nosnik

latwo rozpuszczalny i w stosowanych iloSciach pozbawiony wlasnego
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dzialania farmakologicznego. Sporzadza¢ je mozna jedna z nastepujacych
metod: stapiania, odparowania, suszenia rozpylowego, hot-spin mixing
(HSM) oraz ekstruzji topliwej [65]. Termin stale rozproszenia przypisywany
jest roznym uktadom fizykochemicznym takim jak: mieszaniny eutektyczne,
state roztwory, szkliste roztwory, zwiazki kompleksowe lub mieszaniny w/w
form. Dane z piSmiennictwa wskazuja na pelne uzasadnienie stosowania
w/w ukladow w technologii postaci leku, ze wzgledu na mozliwosS¢ znacznej
poprawy nie tylko dostepnosci farmaceutycznej substancji leczniczej, ale

rowniez dostepnosci biologicznej [26, 39, 50, 93, 122].

3.1.1. ZAKRES BADAN

a) Modelowanie profilu rozpuszczania substancji leczniczej ze statych
rozproszen i mieszanin fizycznych zawierajacych nosniki o réznej

budowie chemicznej

Jako modelowa substancje lecznicza przyjeto ketoprofen. Z uwagi
na mozliwoS¢ wplywu na poprawe rozpuszczalnosci substancji
leczniczej uwzgledniono réwniez modelowanie profilu rozpuszczania
ketoprofenu z mieszanin fizycznych .

Baza danych obejmowata wyniki prac doswiadczalnych dotyczacych
statych rozproszen prowadzonych w Katedrze Technologii Postaci Leku
i Biofarmacji CMUJ w Krakowie [66]. Przedmiotem badan byly stale
rozproszenia zawierajace trzy rodzaje nosnikow o roznych masach

czasteczkowych (Tabela 1).
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Tabela 1. Nosniki statych rozproszen.

Nosnik Oznaczenie

Makrogol 4000 PEG 4000
Makrogol 6000 PEG 6000
Makrogol 9000 PEG 9000
Poliwinylopirolidon K15 PVP K15
Poliwinylopirolidon K30 PVP K30
Poliwinylopirolidon K90 PVP K90
Hydroksypropylometyloceluloza HPMC

b) Modelowanie profilu rozpuszczania substancji leczniczych o réznej
rozpuszczalnosci ze stalych rozproszen z nosSnikami o roznej

budowie chemicznej

Zbior danych utworzono na podstawie piSmiennictwa. Ocenie
poddano stale rozproszenia zawierajace substancje lecznicze trudno
lub praktycznie nierozpuszczalne w wodzie. W bazie danych
uwzgledniono rowniez substancje latwo rozpuszczalng w wodzie tj,

chlorowodorek oksprenololu (Tabela 2).
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Tabela 2. Uklady statych rozproszen bedacych przedmiotem badan.

Stale rozproszenie

PiSmien-
Substancja lecznicza Nosnik nictwo
Poliwinylopirolidon
Albendazol [121]
(PVP K-12)
Etyloceluloza (EC-7, EC-10, EC-
22, EC-100),
Chlorowodorek oksprenololu [96, 133]
hydroksypropyloceluloza (HPC-
SL, HPC-L, HPC-M, HPC-H)
Ciprofloksacyna Makrogol (PEG-6000) [41]
Diazepam Fosfatydylocholina (PC) [43]
Poliwinylopirolidon
Dikumarol [111]
(PVP K-15), B-cyklodekstryna
Fenytoina Makrogol (PEG-4000) [132]
Hydroksypropyloceluloza (HPC-
SSL, HPC-SL, HPC-L, HPC-M, [134]
HPC-H)
Flurbiprofen
Politlenek etylenu (PEO) ,
hydroksypropyloceluloza (HPC- [97]
M)
Ibuprofen Makrogol (PEG-10000), Talk [68]
Indometacyna Nikotynamid [37]
Karbamazepina Gelucire 44 /14, Gelucire 50/13 [99]
Kwas mefenamowy Makrogol (PEG-3350), Tween 20 [95]
Makrogol
Mebendazol [24]
(PEG-4000, PEG-6000)
Nitrazepam Fosfatydylocholina (PC) [43]
Oksazepam Makrogol (PEG-6000) [63]
Oksodypina Makrogol (PEG-6000) [128]
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Tabela 2 c.d.
Stale rozproszenie Piémien-
Substancja lecznicza Nosnik nictwo

Makrogol

Papaweryna [35]
(PEG-6000, PEG-20000)
Poliwinylopirolidon

yiop [118]

(PVP K-30)

Piroksykam
Poliwinylopirolidon (119]
(PVP K-17, PVP K-90)

Sulfatiazol Mocznik [25]

¢) Modelowanie profilu rozpuszczania trudno rozpuszczalnych

substancji

nosnika

W zbiorze danych z piSmiennictwa uwzgledniono stale rozproszenia i

leczniczych z ukladow zawierajacych jeden rodzaj

mieszaniny fizyczne zawierajace Makrogol jako nosnik (Tabela 3).

Tabela 3. Uklady statych rozproszen z Makrogolem bedacych przedmiotem badan.

Stale rozproszenie Piémien-—
Substancja lecznicza Nosnik nictwo
Ciprofloksacyna Makrogol (PEG-6000) [41]
Fenytoina Makrogol (PEG-4000) [132]
Ibuprofen Makrogol (PEG-10000) [68]
Mebendazol Makrogol (PEG-4000, PEG-6000) [24]
Oksazepam Makrogol (PEG-6000) [63]
Oksodypina Makrogol (PEG-6000) [128]
Papaweryna Makrogol (PEG-6000, PEG-20000) [35]
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3.1.2. ZDEFINIOWANIE FUNKCJI SYSTEMU NEURONOWEGO

Zadaniem systemu neuronowego bylo przewidywanie szybkosci
rozpuszczania substancji leczniczych ze stalych rozproszen i mieszanin
fizycznych w oparciu o zgromadzone dane dotyczace skladu jakoSciowego,

iloSciowego i technologii sporzadzania formulacji.

3.1.3. PRZYGOTOWANIE DANYCH STANOWIACYCH BAZE WIEDZY

Do utworzenia zbioru danych 2z piSmiennictwa postuzono si¢
skonstruowanym specjalnie w tym celu programem Graph_read, ktory po
zeskanowaniu wykresé6w i ich obrobce graficznej digitalizowal obraz do
plikow tekstowych mozliwych do przedstawienia sieci neuronowe;.

Ostatecznie bazowy zbior danych zawierat ok. 3000 rekordow.

Liczba wejSC sieci wynosila minimalnie siedem, a maksymalnie
szesnascie. Zalezato to od analizowanego zagadnienia i dostepnych dla niego
danych:

a) W przypadku modelowania profilu rozpuszczania ketoprofenu ze
stalych rozproszen i mieszanin fizycznych zawierajacych nosniki o roéznej
budowie chemicznej baza danych zawierala 100 rekordow danych bedacych
wynikiem testu rozpuszczania substancji leczniczej z 25 formulacji. Pelna
charakterystyka opracowywanych formulacji statych rozproszen i mieszanin
fizycznych ~wymagata uzZycia wektora wejSciowego z 7 zmiennymi

wejSciowymi (Tabela 4).
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Tabela 4. Wektor wejsciowy dla modelu neuronowego rozpuszczania ketoprofenu ze stalych

rozproszen i mieszanin fizycznych.

Nr wejscia Kodowana informacja
1 Rodzaj formulacji: stale rozproszenie lub mieszanina fizyczna
2 Stale rozproszenie sporzadzone z mieszaniny fizycznej czy nie
3 Metoda sporzadzania: stapiania, odparowania
4 Warunki chtodzenia: w temperaturze pokojowej lub na tazni lodowej
5 [los¢ substancji leczniczej w 1g formulacji
6 Indeks konektywnosci (CI) nosnika
7 Czas rozpuszczania w minutach

b) Dla modelowania profilu rozpuszczania substancji leczniczych o
roznej rozpuszczalnosci ze stalych rozproszen z nosnikami o réznej budowie
chemicznej uzyto calej dostepnej bazy danych (3000 rekordow). Liczba wejS¢

sieci neuronowej wynosita 16 (Tabela 5).

¢) W przypadku modelowania profilu rozpuszczania trudno
rozpuszczalnych substancji leczniczych z ukladow zawierajacych Makrogol
wyselekcjonowano ze zbioru bazowego 64 formulacje, ktore ztozyly sie na
zbior danych liczacy ok. 800 rekordow. Z wuwagi na brak w
wyselekcjonowanych formulacjach przyktadéw tréjsktadnikowych statych

rozproszen wektor wejSciowy zostal zmniejszony do 12 elementow (Tabela 6).
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Tabela 5. 16-elementowy wektor wejsciowy neuronowego modelu profilu rozpuszczania

substancji leczniczych ze stalych rozproszen.

Nr wejscia Kodowana informacja
1 Masa czasteczkowa substancji leczniczej
2 Indeks konektywnosci (CI) substancji leczniczej
3 Rodzaj formulacji: state rozproszenie lub mieszanina fizyczna
4 Stale rozproszenie sporzadzone z mieszaniny fizycznej czy nie
5 Metoda sporzadzania: stapiania, odparowania, suszenia rozpylowego
6 Warunki chtodzenia: w temperaturze pokojowej lub na tazni lodowej
7 [lo$¢é substancji leczniczej w 1g formulacji
8 Zawartos¢ nosnika nr 1 w 1g formulacji
9 Zawartos¢ nosnika nr 2 w 1g formulacji
10 Indeks konektywnosci (CI) nosnika nr 1
11 Indeks konektywnosci (CI) no$nika nr 2
12 Masa czasteczkowa nosnika nr 1
13 Masa czasteczkowa nosnika nr 2
14 [los¢ obrotow topatki / koszyczka
15 pH medium w tescie rozpuszczania (dissolution test)
16 Czas rozpuszczania w minutach
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Tabela 6. Wektor wejsciowy neuronowego modelu profilu rozpuszczania substancji

leczniczych ze stalych rozproszen z Makrogolem.

Nr wejscia Kodowana informacja
1 Masa czasteczkowa substancji leczniczej
2 Indeks konektywnosci (CI) substancji leczniczej
3 Rodzaj formulacji: state rozproszenie lub mieszanina fizyczna
4 Stale rozproszenie sporzadzone z mieszaniny fizycznej czy nie
5 Metoda sporzadzania: stapiania, odparowania, suszenia rozpylowego
6 [los¢ substancji leczniczej w 1g formulacji
7 Zawartos¢ nosnika nr 1 w 1g formulacji
8 Indeks konektywnosci (CI) nosnika nr 1
9 Masa czasteczkowa nosnika nr 1
10 [los¢ obrotow lopatki / koszyczka
11 pH medium w tescie rozpuszczania (dissolution test)
12 Czas rozpuszczania w minutach

Komorka wyjSciowa byla zawsze tylko jedna i wyrazala iloS¢
rozpuszczonej substanciji leczniczej z uktadow proszkowych w warunkach in
vitro po podanym na wejsciu sieci neuronowej czasie.

Do kodowania substancji leczniczych 1 nosSnikow uzyto mas
czasteczkowych i indeksu konektywnosci (connectivity index - CI). Parametr
ten jest liczba charakteryzujaca strukture chemiczng czasteczki danej
substancji. CI obliczano na podstawie znanej budowy czasteczkowej
substancji chemicznych za pomoca algorytmu zaproponowanego przez Kier i
wsp. [69-73]. W przypadku polimerow CI obliczano dla usrednionej wielkosSci
czgsteczki obliczonej na podstawie Sredniej masy czasteczkowej polimeru. W
przypadku kopolimerow uwzgledniono dodatkowo dane dotyczace Sredniej

zawartosci poszczegolnych monomerow oraz rodzaju podstawnikow [40]. Na
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podstawie danych 2z piSmiennictwa okreslono takze rozpuszczalnosc
substancji leczniczych zaliczajac je do dwoch klas: rozpuszczalne i
nierozpuszczalne w wodzie [21].

Zbiory danych poddawano liniowemu skalowaniu w zakresach
(0,2;0,8) i (-0,8;0,8). Do zbiorow uczacych dodawano rowniez rekordy z
nalozonym szumem o rozkladzie jednostajnym i amplitudzie *5% w
czterokrotnej iloSci w stosunku do wyjsSciowej liczby rekordow.

Bazowy zbior danych podzielono na 10 par zbiorow testowy-uczacy
zgodnie z zasadami metody k-krotnego wzajemnego sprawdzania. Stosowano
rowniez podziat zgodny z metodyka leave-one-out, gdzie wartoS¢ k rownala
sie iloSci formulacji, jaka byla dostepna przy opracowywaniu danego modelu.

Przeprowadzono rowniez eksperymenty z neuronowym wstepnym
przetwarzaniem danych (preprocessing), ktore polegalo na aproksymacji

funkcji stezenie-czas przez system PKB 2.0 (Rycina 9).

/ & Oryginalne —Aproksymowane\

100 -

0]
(@]
|

60 -
s 40
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llo$¢ rozpuszczonej
subst. leczn. [%]

0 5 10 15 20
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Rycina 9. Przyklad aproksymacji przebiegu krzywej rozpuszczania ketoprofenu ze

P

stalego rozproszenia.

Aproksymowane  profile  rozpuszczania  substancji = leczniczej
probkowano co 3 sekundy. Tak uzyskane zbiory danych stuzyly jako baza
wiedzy dla wtaSciwych modeli neuronowych przewidujacych szybkosSc
rozpuszczania substancji leczniczej ze stalych rozproszen i mieszanin

fizycznych.
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3.1.4. BUDOWA MASZYNY WNIOSKUJACEJ

Poszukiwania najlepszej architektury sieci neuronowej prowadzone
byly z uzyciem metodyki 10-krotnego wzajemnego sprawdzania. Technika
leave-one-out stosowana byla do dodatkowej weryfikacji optymalnego modelu
neuronowego. Poszukiwania prowadzone byly w grupie modeli uczonych z
nauczycielem. Testowano liniowe i nieliniowe sieci typu MLP oraz oparte na
logice rozmytej. Jako funkcje aktywacji testowano funkcje liniowe,
logarytmiczne, sigmoide (funkcje logistyczna), tangens hiperboliczny i
funkcje fsr. Wszystkie komorki w sieci posiadaly zawsze te sama funkcje
aktywacji. Komorki w przylegajacych warstwach byly potaczone na zasadzie
.kazdy z kazdym”. Testowano réwniez rozne funkcje kosztu: kwadratowa,
logarytmiczna i Hampela. Liczba warstw ukrytych byla zmienna i wahata sie
od O do 5. Algorytm uczacy stanowila zawsze propagacja wsteczna z technika
momentu oraz algorytmem delta-bar-delta. Zastosowano rowniez technike
Jog-of-weights zapobiegajaca utykaniu sieci w minimum lokalnym. Technika
ta polega na sprawdzaniu szybkosSci uczenia sieci neuronowej. Jesli szybkos¢
uczenia spada, tzn. sie¢ nie poprawila swego wyniku przez zadana ilosc
iteracji (kryterium ,cierpliwosci” systemu), to do wszystkich wag dodawany
jest losowy szum o niewielkiej amplitudzie i rozkladzie gaussowskim.
Chwilowe zaburzenie struktury sieci pozwala czasem na ucieczke z minimum
lokalnego i osiggniecie lepszego rozwiazania w nastepnych krokach uczenia.
Kryterium ,cierpliwosci” wahalo si¢ od 50 000 do 100 000 iteracji.
Maksymalna ilos¢ iteracji wahata sie od 100 000 do 5 000 000. Wszystkie
sieci posiadaly jednostkowa wartoS¢ epoki. Miara bledu uzywana do
weryfikacji modeli neuronowych bylo RMSE (root mean squared error)
obliczane wg rownania 25. Blad w czasie uczenia (on-line error) obliczany na
zbiorze uczacym, a dokladniej na jego niezaszumionej czeSci, byl kryterium
poprawnosci nauczenia danej sieci neuronowej. Kryterium selekcji
optymalnej architektury byl blad generalizacji obliczany na zbiorach
testowych nie bioracych udzialu w procesie uczenia sieci, zgodnie z metoda

10-krotnego wzajemnego sprawdzania.
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n
Z(Si _ Siwzorzec )2

RMSE == ; (25)

gdzie:
si — aktualne wyjScie sieci neuronowej
sivzorzee — zadane wyjScie sieci neuronowej

n - liczba rekordow danych

Optymalne architektury poddawano analizie wrazliwoSciowej w celu

ewentualnej redukcji wektora wejSciowego. Zredukowane modele uczono

ponownie, aby ocenic czy redukcja nie byla nadmierna i czy nie spowodowala

utraty precyzji modelu neuronowego.

[lo§¢ rozpuszczonej

substancji leczniczej [%]

Element przetwarzajgcy sygnaty z sieci uczonych na

oryginalnych danych
JAN JAN JAN JAN

\\ANNl ANN2 ANN3 ANNx

Rycina 10. Schemat komitetu ekspertow. ANN — sztuczna sie¢ neuronowa.

Zaprojektowano rowniez systemy drugiego rzedu, tzw. komitety

ekspertow, Kktore bazowaly na wyjSciach sieci uczonych na danych

oryginalnych (Rycina 10).

Analiza wyjS¢ zestawu sieci stanowiacego komitet ekspertow prowadzona

byla w dwojaki sposob:
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a) uSrednienie wyjS¢ wszystkich sieci
b) podanie wyjSC sieci neuronowych uczonych na oryginalnych danych
na wejScia sieci drugiego rzedu, ktora po wytrenowaniu przewiduje

procent rozpuszczonej substancji leczniczej

3.1.5. BUDOWA INTERFEJSU UZYTKOWNIKA

Zaprojektowano i napisano w jezyku Delphi® system SD_expert
(Rycina 43 str. 167) jako interfejs pomiedzy uZytkownikiem a systemem
neuronowym. System ten wykorzystuje czeS¢C kodu Nets2003 i jest
przeznaczony do odczytywania formatu plikéw sieci neuronowych
zapisywanego przez Nets2003. Aktualnie liczy 12 000 linii kodu. Jako
podstawy systemu uzyto najlepsze modele neuronowe wyselekcjonowane w
czasie badan. Istota dzialania SD_expert jest testowanie modeli
neuronowych poprzez zadawanie pytan systemom neuronowym. Program
wyposazono w funkcje wizualizacji pracy w postaci wykresow liniowych, a
takze zapisywania wynikow do plikow tekstowych. SD_expert posiada
wbudowana funkcje przeszukiwania przestrzeni mozliwych rozwigzan w celu
znalezienia optymalnej formulacji. Kryteria optymalnosci formulacji definiuje
uzytkownik — moga one dotyczy¢ szybkosSci uwalniania substancji leczniczej z
formulacji, sktadu lub technologii przygotowania danej formulacji stalego
rozproszenia. Poszukiwanie optymalnej formulacji odbywa sie w sposo6b
iteracyjny i catkowicie automatyczny.

Przeprowadzono eksperyment numeryczny, ktory polegal na uzyciu
systemu SD_expert do symulowanego poszukiwania optymalnej formulacji
stalego rozproszenia i mieszaniny fizycznej. Wykorzystano w tym celu
komitet ekspertow uczony z uzyciem jednego ze zbiorow danych
wchodzacego w sklad 10 par zbiorow uczacy-testowy zastosowanych w
metodzie 10-krotnego wzajemnego sprawdzania. Kryterium poszukiwan byty
dane dotyczace formulacji stalych rozproszen oraz mieszanin fizycznych

papaweryny, ktore pochodzily ze zbioru testowego. Oznacza to, ze system
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SD_expert musial generalizowa¢ wyniki poza swoja baze wiedzy. Zadaniem
systemu bylo znalezienie optymalnego skiladu iloSciowego nowych formulacji

wzgledem zadanych profili rozpuszczania i sktadow jakoSciowych uktadow z

papaweryna.

3.1.6. WYNIKI BADAN

M ODELOWANIE PROFILU ROZPUSZCZANIA KETOPROFENU ZE STALYCH ROZPROSZEN |
MIESZANIN FIZYCZNYCH Z NOSNIKAM| O ROZNEJ BUDOWIE CHEMICZNEJ

W toku eksperymentow numerycznych wyselekcjonowano optymalna
architekture sieci neuronowej typu MLP 3_2 hid tanh (Rycina 11). Jako
funkcje aktywacji sie¢ ta posiadala tangens hiperboliczny, a jako funkcje

kosztu funkcje Hampela. Sie¢ uczono do 300 000 iteracji.

: N

2 komorki

)

3 komorki

—_— T

| |
000000

\ /

Rycina 11. Optymalna architektura sieci neuronowej typu MLP (3_2 hid tanh).

Najlepsze wyniki modelowania za pomoca sieci rozmytych otrzymano
za pomocq algorytmu lookup table, ktory automatycznie dobiera liczbe regut i
ich parametry. Z uwagi na to nie jest mozliwe okreSlenie jednolitej
architektury optymalnej sieci rozmytej, gdyz dla innej pary zbiorow testowy-
uczacy algorytm lookup table stworzyt inne architektury - liczba regut
rozmytych wahata sie od 40 do 50.
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Wyniki zebrane w tabeli 7 wskazuja, ze sieci rozmyte mozna traktowac
jako réownowazne optymalnej architekturze MLP. Swiadczy o tym nieistotna
statystycznie roznica btedow RMSE otrzymanych w wyniku testowania
obydwu rodzajow sieci neuronowych w procedurze 25-krotnego wzajemnego

sprawdzania (Tabela 7).

Tabela 7. Bledy RMSE najlepszych sieci neuronowych modelu profilu rozpuszczania

ketoprofenu z badanych uktadow.

Sie¢ neuronowa RMSE
3_2 hid tanh 11,8
Siec¢ rozmyta 11,6

Obydwa modele zostaly wytrenowane na danych zawierajacych punkty
czasowe testu rozpuszczania od O do 20 minut. Przeprowadzono
eksperyment polegajacy na testowaniu optymalnych architektur =z
wykorzystaniem zbioru danych opisujacego profil rozpuszczania ketoprofenu
z nieznanej sieci formulacji w zakresie punktéw czasowych od O do 120
minut. Jako formulacje testowa wybrano state rozproszenie ketoprofen + PVP
K30 (1+9). Poréwnanie obserwowanych profili rozpuszczania ketoprofenu z
przewidzianymi przez oba typy sieci neuronowych przedstawiono na rycinie
12.

Zdolnosc¢ predykcyjna to jedna z najistotniejszych wlasnosci modeli
neuronowych umozliwiajaca ich wykorzystanie do wspomagania procesu
formulacji. Jednak oprocz bezposredniego przewidywania zachowania sie
nieznanej formulacji mozna réwniez analizowa¢ sam model neuronowy pod
katem regul opisujacych badany problem. Modele rozmyte nadaja sie
bezposrednio do takiej analizy z uwagi na swojq strukture, ktéra mozna
bezposrednio interpretowac jako zestaw regut logicznych. Dzicki analizie
wybranej sieci rozmytej znaleziono regule opisujaca szybkie rozpuszczanie

ketoprofenu ze stalego rozproszenia w Makrogolu 9000 w stosunku 0,3+9,7.

66



III. CZESC DOSWIADCZALNA

Formulacja ta nie byla obecna w zbiorze uczacym, wobec czego analiza regut

logicznych doprowadzita w tym przypadku do ekstrapolacji.

i

—— Sieé MLP —1—Sieé rozmyta\

llo$€ rozpuszczonego
ketoprofenu [%]

-

100 -

D (o)
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| |
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15 20

/

Rycina 12. Poréwnanie zdolnosci ekstrapolacyjnych modeli sieci MLP i rozmytych na

przykltadzie predykcji
ketoprofen + PVP K30 (1+9).

szybkosci

rozpuszczania Kketoprofenu ze stalego rozproszenia
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A) RMSE = 7,5

B) RMSE = 34,9

Rycina 13. Weryfikacja reguly logicznej utworzonej automatycznie przez system oparty na

logice rozmytej za pomoca sieci MLP.
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Weryfikacja poprawnosci tej reguly polegala na podaniu danych
opisujacych ww. stale rozproszenie sieci typu MLP, ktora przewidziala
podobny stopien rozpuszczenia ketoprofenu w zadanym czasie 8 min. Wyniki
powyzszych eksperymentow przedstawiono na rycinie 13.

Mimo, ze sieci MLP posiadaja charakter ,czarnej skrzynki”, mozliwe
jest rowniez znalezienie pewnych regul jakie modele te tworza do opisu
badanego problemu. Ekstrakcji regul logicznych mozna dokonac¢ poprzez
specyficzng konstrukcje zbioru testowego. Wykonano eksperyment z
podaniem wytrenowanej sieci MLP o optymalnej architekturze numerycznie
stworzonych danych opisujacych trzy state rozproszenia ketoprofenu z PVP o
zmienianych stosunkach iloSciowych substancji leczniczej do nosnika: 4+6,
1+9 i 0,5+9,5. Profile rozpuszczania ketoprofenu wygenerowane przez siec
3_2 hid tanh dla poszczegdlnych formulacji testowych przedstawiono na
rycinie 14. Model neuronowy przewidzial wzrost szybkoSci rozpuszczania

ketoprofenu wraz ze zmniejszeniem jego zawartosci w stalym rozproszeniu.

/ Ketoprofen + PVP K30: \
| —A—4+6 —M—1+9 —0—05+95

100 -
90 - —
80 |
70 |
60
50 |
40 |
30
20
10 |

oLy : : : ‘

0 5 10 15 20
\\ Czas [min] /

Rycina 14. Profile rozpuszczania ketoprofenu z symulowanych numerycznie formulacji
stalych rozproszen z PVP K30.

llo$é rozpuszczonego
ketoprofenu [%]
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Innym sposobem analizy modelu neuronowego jest analiza
wrazliwoSciowa, ktora pozwala okreSlic zmienne kluczowe dla danego
problemu.

Wykonano analize wrazliwoSciowa optymalnej architektury MLP.
Wyniki przedstawione na rycinie 15 pozwalaja na ograniczenie liczby wejS¢
sieci neuronowej. Procedura usuwania wejSC polega na znalezieniu
najwickszego gradientu wzglednej waznoSci wejS¢. Analizujac wzgledne
waznosSci wejs¢ nr 7 i nr 4 mozna dojs¢ do wniosku, ze jest to miejsce
najwickszego spadku wzglednej waznosci wejS¢. Wszystkie wejScia
posiadajace wzgledna waznoSC mniejsza od wejScia nr 4 zostaly usuniete z
wektora wejsciowego sieci neuronowej, co doprowadzilo do redukcji liczby
wejS¢ sieci neuronowej z pierwotnych siedmiu do czterech.

Wejscia zredukowanego modelu wydaja si¢ by¢ zmiennymi kluczowymi
zaleznosSci profilu rozpuszczania ketoprofenu od sktadu i rodzaju formulacji
(Tabela 8). Najistotniejsze okazaly sie: rodzaj formulacji, zawartoS¢ w nich
substancji ~ leczniczej, rodzaj nosnika  oraz  punkty czasowe.
Czteroelementowy wektor wejSciowy stal sie podstawq do wytrenowania
modeli neuronowych o takiej samej architekturze i parametrach uczenia jak
poprzednio otrzymane optymalne modele neuronowe. Jedyna roznice stanowi

liczba wejsc.

Tabela 8. Wektor wejSciowy zredukowany po analizie wrazliwo§ciowej.

Nr wejscia Kodowana informacja
1 Rodzaj formulacji: stale rozproszenie lub mieszanina fizyczna
2 [lo$é substancji leczniczej w 1g formulacji
3 Indeks konektywnosci (CI) nosnika
4 Czas w minutach
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Rycina 15. Wyniki analizy wrazliwosciowej optymalnej architektury MLP.

Bledy generalizacji przedstawione w tabeli 9 mogq SwiadczyC o tym, ze
sie¢ typu MLP wykazuje znacznie mniejszy btad niz przed redukcja wektora
wejSciowego. Tak wiec paradoksalnie: mniejsza iloS¢ informacji na wejsSciu
sieci pozwala otrzymac bardziej precyzyjny model. Takie relacje bledow
pomiedzy modelami o roznej iloSci wejSC moga byC zwiazane z zasada
~przeklenstwa wymiarowosci” (curse of dimensionality) [10, 57]. Sieci rozmyte
tym razem okazaly sie byC gorsze niz MLP chociaz roznica btedow nie jest

istotna statystycznie.

Tabela 9. Bledy RMSE najlepszych sieci neuronowych po redukcji wymiaru wektora

wejsciowego.
Sie¢ neuronowa RMSE
Optymalna sie¢ MLP 8,6
Siec¢ rozmyta 9,2
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W celu wykazania skutecznosci tak otrzymanego modelu neuronowego
przetestowano zredukowana sie¢ MLP na zbiorze danych zawierajacym
zupelnie nieznany nosnik jakim byta hydroksypropylometyloceluloza
(HPMC). Prace dosSwiadczalne prowadzone nad otrzymaniem statego
rozproszenia ketoprofenu z HPMC wykazaly, Ze nosnik ten nie jest
odpowiedni do formulowania stalych rozproszen z ketoprofenem. Wyrazato
sie to m.in. wolniejszym rozpuszczaniem ketoprofenu ze statego rozproszenia
w porownaniu do odpowiedniej mieszaniny fizycznej. Sie¢ neuronowa
prawidlowo przewidziala obserwowang zaleznoS¢ pomiedzy rodzajem
formulacji a szybkosScia rozpuszczania ketoprofenu (Rycina 16).
Przeprowadzono rowniez uczenie sieci neuronowych na zbiorach
przetwarzanych z udzialem systemu PKB 2.0. Eksperyment ten miat na celu
potwierdzenie zalozenia o wplywie neuronowego wstepnego przetwarzania
(preprocessing) danych na jako$s¢ modelu rozpuszczania ketoprofenu.
Uczenie przeprowadzono z uzyciem optymalnej architektury sieci MLP.
Wyniki przedstawiono w tabeli 10. Analiza wariancji wskazuje na istotnq

statystycznie roznice Srednich bledow RMSE dla a=0,1.
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Rycina 16. Poréwnanie profilu rozpuszczania ketoprofenu z mieszaniny fizycznej (MF) i

stalego rozproszenia (SR). (A) dane doswiadczalne, (B) symulowane przez sie¢ neuronowa.
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Tabela 10. Wyniki testowania architektury 3_2 hid tanh uczonej na oryginalnych zbiorach

danych i z wykorzystaniem neuronowego wstepnego przetwarzania.

Zbior testowy

Zbior uczacy

Z wstepnym
przetwarzaniem danych

Bez wstepnego
pPrzetwarzania danych

pPrzetwarzania danych

Z wstepnym 8,1 8,7
przetwarzaniem danych
Bez wstepnego 12,8 8.6

Poprawe zdolnosSci interpolacyjnych sieci MLP po nauczeniu na danych z
wstepnym przetwarzaniem zilustrowano na rycinie 17. Obserwowana
gladkosc profilu rozpuszczania ketoprofenu pomiedzy punktami czasowymi

dostepnymi w danych oryginalnych potwierdza pozytywny wplyw wstepnego

przetwarzania danych na jakoS¢ modelu neuronowego (Rycina 17B).
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Rycina 17. Poréwnanie predykcji profilu rozpuszczania ketoprofenu ze statego rozproszenia

P

otrzymanej przez optymalna sieé MLP uczona na danych oryginalnych (A) i z neuronowym

wstepnym przetwarzaniem (B).
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MODEL ROZPUSZCZANIA SUBSTANCJI LECZNICZYCH O ROZNEJ ROZPUSZCZALNOSCI ZE
STALYCH ROZPROSZEN | MIESZANIN FIZYCZNYCH Z NOSNIKAMI O ZROZNICOWANEJ

BUDOWIE CHEMICZNEJ

Pierwotnym zalozeniem badan bylo przedstawienie sieci wszystkich
dostepnych danych w celu stworzenia przez niq modelu profilu
rozpuszczania dla dowolnej substancji leczniczej. Uzyto tutaj 16-
elementowego wektora wejSciowego (Tabela 5). Nie zdolano jednak otrzymac
reprezentatywnego modelu neuronowego, gdyz minimalny btad RMSE jaki
siec udalo uzyskaC wynosit ponad 19. Wynik ten nalez przypisac
prawdopodobnie obecnosci w bazie danych zaréwno stalych rozproszen z
substancjami leczniczymi trudno- jak tez i dobrze rozpuszczalnymi w wodzie.

W celu poprawy jakosSci modelu neuronowego dodano jeszcze jedna
zmienna do wektora wejSciowego klasyfikujaca substancje lecznicze jako
dobrze lub trudno rozpuszczalne (zmienna binarna) w wyniku czego
ostatecznie otrzymano 17-elementowy wektor wejSciowy (Tabela 11).

Nalezy wspomniec, iz na zadnym etapie eksperymentow nie udato sie
zredukowa¢ wymiaru wektorow wejsciowych poprzez analize wrazliwoSciowa,
jak to miato miejsce w przypadku modelu rozpuszczania ketoprofenu. Mozna
wnioskowac, iz zmienne sterujace, ktore byly prezentowane modelom

neuronowym, sa niezbedne do opisu zagadnienia.

Dodanie zmienng| klasyfikujacel rozpuszczalnosé¢ substancgji leczniczej

Otrzymano uniwersalny model rozpuszczania substancji leczniczych ze
stalych rozproszen o najlepszych jak dotad wlasnosSciach predykcyjnych.
Poszukiwania najlepszej architektury sieci neuronowej zgodnie z metoda 10-
krotnego wzajemnego sprawdzania pozwolily wyselekcjonowaC sie¢ o
skomplikowanej architekturze 80_40_20_10 hid tanh_5mln_scaled+- uczonag
do 5 000 000 iteracji. Architekture optymalnej sieci i jej blad generalizacji

przedstawiono na rycinie 18.
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Tabela 11. 17-elementowy wektor wejSciowy neuronowych modeli rozpuszczania substancji

leczniczych ze stalych rozproszen.

Nr wejscia Kodowana informacja
1 Masa czasteczkowa substancji leczniczej
2 Indeks konektywnosci (CI) substancji leczniczej
Rozpuszczalnosé substancji leczniczej w wodzie
s (rozpuszczalna/nierozpuszczalna)
4 Rodzaj formulacji: stale rozproszenie lub mieszanina fizyczna
5 Stale rozproszenie sporzadzone z mieszaniny fizycznej czy nie
6 Metoda sporzadzania: stapiania, odparowania, suszenia rozpylowego
7 Warunki chtodzenia: w temperaturze pokojowej lub na tazni lodowej
8 [los¢ substancji leczniczej w 1g formulacji
9 Zawartos¢ nosnika nr 1 w 1g formulacji
10 Zawartos¢ nosnika nr 2 w 1g formulacji
11 CI nosnika nr 1
12 CI nosnika nr 2
13 Masa czasteczkowa nosnika nr 1
14 Masa czasteczkowa nosnika nr 2
15 [los¢ obrotow lopatki / koszyczka
16 pH medium w tescie rozpuszczania (dissolution test)
17 Czas rozpuszczania w minutach

74



III. CZESC DOSWIADCZALNA

A
Iil RMSE = 14,7

10 komorek

_ =

20 komoérek

e —

40 komoérek

—

80 komorek

e N

| |
OO00000O0OO0O0OO0OO0DO0OO0OO0OO0O0

Rycina 18. Optymalna architektura sieci uniwersalnego modelu rozpuszczania
réznych substancji leczniczych (80_40_20_10 hid tanh_5mln_scaled+-).
W celu poprawy wyniku uzyskanego przez optymalna architekture sieci
neuronowej uzyto 10 mnajlepszych architektur do stworzenia komitetu
ekspertow:
1. 15_7_5 hid tanh_5min
20_16_8_4 hid tanh_b5min
40_10_5 hid tanh_5mlin
60_20_8 hid tanh_10min
60_20_8 hid tanh_bmlin_scaled+- (dane skalowane od —0,8 do 0,8)
80_20_10 hid tanh_10mln_scaled+-
80_20_10 hid tanh_b5min
80_40_20_10 hid tanh_10mlIn
80_40_20_10 hid tanh_5mlIn_scaled+-
10. 80 40 20 10 hid fsr_1mlIn_scaled+-

© ©® N o 0k Wb
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W wyniku uzycia komitetu ekspertow po usSrednieniu wynikow sieci
uczonych na danych oryginalnych uzyskano wartosci RMSE = 13,4 czyli o
1,3 jednostki mniejsze niz najlepszej, pojedynczej sieci neuronowej. Uzycie
innej sieci neuronowej w roli elementu przetwarzajacego wyjScia sieci
uczonych na danych oryginalnych nie wptyneto na poprawe tego wyniku.
Opisany powyzej komitet ekspertow stanowi podstawe dzialania systemu
SD_expert stuzacego do wspomagania formulacji stalych rozproszen.

Symulowano uzycie systemu SD_expert do poszukiwania optymalnych
formulacji stalych rozproszen (SR) i mieszanin fizycznych (MF). Jako
przyklady wybrano uktady papaweryny (Pap) z Makrogolem 6000 i
Makrogolem 20000 (0,5+0,95 oraz 1+1). Przyktady formulacji przedstawione
zostaly na rycinie 19. Przewidziane przez SD_expert sklady iloSciowe byty
zblizone do danych doswiadczalnych w 6 przypadkach na 8 testowanych
formulacji (Tabela 12).

Tabela 12. Porownanie doswiadczalnych skladow ilosciowych wybranych formulacji z

przewidzianymi przez system SD_expert.

Sklad ilosciowy (subst. leczn. + nosnik)
Formulacja
Doswiadczalne Znalezione

MF Pap+PEG 6000 1+1 1+1 lub 1+1,5
SR Pap+PEG 6000 1+1 1+2,3 lub 1+9
MF Pap+PEG 6000 0,5+9,5 2+8 lub 7,5+2,5
SR Pap+PEG 6000 0,5+9,5 0,5+9,5 lub 1,5+8,5
MF Pap+PEG 20000 1+1 1+1 lub 1+0,9
SR Pap+PEG 20000 1+1 1+1,2 lub 1,9+1
MF Pap+PEG 20000 0,5+9,5 1+9 lub 4+6

SR Pap+PEG 20000 0,5+9,5 0,5+9,5 lub 8,3+1,7
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Rycina 19. Wyniki przewidywania profilu rozpuszczania papaweryny z ukladow z

Makrogolem 6000 przez system SD_expert. MF - mieszanina fizyczna. SR - stale

rozproszenie.

Przeprowadzono rowniez eksperyment z uczeniem kilku najlepszych

architektur metoda leave-one-out. Wyniki przedstawiono w tabeli 13.

Tabela 13. Wyniki uczenia kilku architektur metoda leave-one-out.

Architektura RMSE
20_16_8_4 hid tanh_5mln 10,8
40_10_5 hid tanh_b5miln 12,3
60_20_8 hid tanh_5miIn 11,5
80_20_10 hid tanh_5mln 10,7
80_40_20_10 hid fsr_1mln_scaled+- 11,9

Uczenie metoda leave-one-out pozwolilo na ocene zdolnosci modeli
neuronowych do generalizacji skladu iloSciowego stalego rozproszenia.
Wynika to z obecnosci w kazdym zbiorze uczacym informacji o wszystkich
substancjach leczniczych, gdyz podczas tworzenia par zbiorow uczacy-
testowy za kazdym razem wyltaczana byla tylko jedna formulacja. W celu

oceny zdolnoSci do generalizacji skladu jakoSciowego dokonano podzialu
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zbioru bazowego na 18 par zbiorow uczacy-testowy. Kazdy zbior testowy
zawieral dane dotyczace formulacji z jedna tylko substancja lecznicza, a
odpowiadajacy mu zbior uczacy zostal calkowicie pozbawiony informacji o
danej substancji leczniczej. Tak przygotowane zbiory danych postuzyly do
wytrenowania zespotow sieci skladajacych sie na opisany powyzej komitet
ekspertow. Przeprowadzono 18-krotne wzajemne sprawdzanie. W wyniku
testowania wytrenowanych komitetow ekspertow otrzymano wartos¢ bledu
RMSE = 35,9. Dodatkowy eksperyment zmierzajacy do oceny zdolnosSci
generalizacyjnej systemu neuronowego polegal na dodaniu do zbioru
uczacego jednego rekordu ze zbioru testowego. Wyniki generalizacji tak
nauczonych sieci neuronowych sg lepsze (RMSE = 27,1), chociaz spadek

btedu nie jest istotny statystycznie.

MODEL ROZPUSZCZANIA TRUDNO ROZPUSZCZALNYCH SUBSTANCJI LECZNICZYCH Z
UKLADOW ZAWIERAJACYCH MAKROGOL

Rownolegle z modelami  caloSciowymi, opisanymi powyzej,
zaprojektowano model profilu rozpuszczania stabo lub praktycznie
nierozpuszczalnych w wodzie substancji leczniczych ze stalych rozproszen
formulowanych z nosnikami naleZacymi do grupy polioksyetylenoglikoli. Na
rycinie 20 przedstawiono optymalng architekture 20_7 hid tanh, ktorej btad
RMSE otrzymany w procedurze 10-krotnego wzajemnego sprawdzania jest
mniejszy niz w przypadku komitetu ekspertow uniwersalnego modelu profilu
rozpuszczania substancji leczniczych rozpuszczalnych i nierozpuszczalnych
w wodzie ze stalych rozproszen i mieszanin fizycznych (RMSE = 13,4). Tak

wiec model bardziej wyspecjalizowany jest tez bardziej precyzyjny.
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Rycina 20. Optymalna architektura sieci neuronowej dla modelu rozpuszczania réznych

substancji leczniczych ze stalych rozproszen zawierajacych Makrogol.
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3.2. MIKROEMULSJE

Mikroemulsje to izotropowe, termodynamicznie trwate uklady fazy
wodnej, olejowej oraz od jednego do trzech tenzydow [23, 32, 74, 90, 105].
Powstaja spontanicznie po zmieszaniu skladnikéw w odpowiednich
proporcjach. Sa to przezroczyste lub lekko opalizujace ciecze, albo zele, ktore
znajduja coraz wiecksze zastosowanie jako postacie leku [11, 64].
Zainteresowanie mikroemulsjami jako postaciami leku wiaze sie z ich
trwaloScia oraz zdolnosciq do solubilizacji i przedtuzania, badz kontroli
uwalniania substancji leczniczej. Obszar mikroemulsji przedstawiany jest
zwykle na tzw. diagramach Gibbsa, ktore sa wykresami w trojkatnym
ukladzie wspotrzednych: olej, woda, tenzydy.

tenzyd : kotenzyd 1:1

Tenzyd 20%
Kotenzyd 20%
Olej 20%
Woda 40%

Rycina 21. Przykladowy diagram fazowy.
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Przykltadowo na rycinie 21 przedstawiono diagram fazowy z zaznaczonym
punktem o sktadzie mikroemulsji: 20% tenzydu, 20% kotenzydu, 20% oleju i
40% wody.

3.2.1. ZAKRES BADAN

Zbior danych stanowily wyniki prac dosSwiadczalnych prowadzonych w
Katedrze Technologii Postaci Leku i Biofarmacji CMUJ w Krakowie oraz dane
z piSmiennictwa. Wyselekcjonowano 118 formulacji, ktére opisane zostaly
jako uktady izotropowe (Tabela 14) i staly sie podstawa do konstrukcji bazy
wiedzy systemu neuronowego. Z uwagi na to, ze pojecie mikroemulsji jest
roznie definiowane przez autoréw, przyjeto na potrzeby niniejszej pracy

pojecie mikroemulsji rownoznaczne z roztworem micelarnym nie bedacym

cieklym krysztalem.

3.2.2. ZDEFINIOWANIE FUNKCJI SYSTEMU NEURONOWEGO
Zadaniem sieci neuronowych bylo przewidywanie wystapienia uktadu

izotropowego dla danego sktadu jakoSciowego i iloSciowego substancji

pomocniczych.
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Tabela 14, Zestawienie sktadow jakosciowych mikroemulsji w bazie wiedzy.

Mirystynian izopropylu

,oktanoilo-lecytyna” (m-PC8), ,,dekanoilo-

lecytyna” (m-PC10), ,heksadekanoilo-
lecytyna” (m-PC16)

PiSmien
Faza olejowa Tenzyd Kotenzyd .
-nictwo
Kwas olejowy, oleinian etylu, olej sojowy,
Miglyol® 812, kwas oktanowy, oktanian | Ovothin® 200 n-butanol, n-propanol [2]
etylu
Metakrylan metylu Laurylosiarczan sodowy 2-hydroksyetylo-akrylan metylu [127]
Mirystynian izopropylu Tween® 60 n-butanol [75]
Epikuron® 200 (lecytyna sojowa),
Mirystynian izopropylu Etanol [110]
Ovothin® 200 (lecytyna z jaj kurzych)
Mirystynian izopropylu Tween® 40 Sorbitol (9]
n-propanol, izopropanol, n-butanol,
Mirystynian izopropylu Epikuron® 200, Ovothin® 200 sec-butanol, izobutanol, tert-butanol, [1]
n-pentanol
Epikuron® 200, Epikuron® H100,
L,butanoilo-lecytyna” (m-PC4),
Myritol® 318 .heksanoilo-lecytyna” (m-PC6),
Y Yy Etanol [123]
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3.2.3. PRZYGOTOWANIE DANYCH STANOWIACYCH BAZE WIEDZY

Z uwagi na to, ze uklady fazowe prezentowane sq w postaci graficznej
jako trojkaty Gibbsa, do digitalizacji trojkatow fazowych uzyto
zaprojektowanego specjalnie w tym celu programu Phase_diagr.
Zastosowano dwa systemy digitalizacji trojkatow fazowych:

a) skanowanie rownomierne z Kkrokiem co 2% zawartoSci danego
sktadnika

b) skanowanie z kompresjq za pomoca napisanego specjalnie w tym celu
algorytmu Intelliscan zaimplementowanego w programie

Phase_diagr

Na rycinie 22 zobrazowano roéznice w algorytmach skanowania trojkatow

fazowych.

/

\_

Rycina 22. Digitalizacja tréjkatow fazowych. A - oryginalna bitmapa; B - skanowanie

rownomierne co 2%; C — Intelliscan. Kolor czarny oznacza obszar mikroemulsji.

Skanowanie rownomierne pozwolilo na stworzenie bazy danych, ktorej
calkowity rozmiar wynosil okolo 130 000 rekordow danych. Algorytm
Intelliscan zaprojektowano tak, aby przy najwiekszym nawet wspotczynniku
kompresji wykrywal granice przejS¢ fazowych i umieszczat je w plikach
wynikowych. Z tego wzgledu, mimo wysokiej, ustalonej arbitralnie wartosci
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wspotczynnika kompresji (50), rozmiar bazy danych wyniost ok. 65 000

rekordow.

Tabela 15. Wektor wejsciowy modeli neuronowych sktadu mikroemulsji.

Nr wejscia Kodowana informacja
1 Indeks konektywnosci (CI) kotenzydu
2 Indeks konektywnosci (CI) fazy olejowej
3 Indeks konektywnosci (CI) tenzydu gléwnego
4 Indeks konektywnosci (CI) tenzydu pomocniczego
5 HLB mieszaniny tenzydow
6 Gestosc¢ fazy olejowej
7 Sita jonowa fazy wodnej
8 Ilos¢ fazy olejowej [%]
9 [los¢ kotenzydu [%]
10 [losé tenzydu gtownego [%0]
11 [los¢ tenzydu pomocniczego [%]
12 [los¢ fazy wodnej [%]

Dane w postaci plikow tekstowych obrobiono nastepnie za pomocq arkusza
kalkulacyjnego MS Excel® 2000 tak, aby przeksztalcic zestaw trzech
wspotrzednych trojkatnych do pelnego opisu 4- lub 5-cioskladnikowego
ukladu fazowego. Pelny opis wektora wejSciowego sieci neuronowych
sktadajacy sie z 12 zmiennych przedstawiono w tabeli 15. Sktad jakoSciowy
kodowano w postaci indeksu konektywnosci (CI) obliczanego na podstawie
znanej budowy chemicznej. W przypadku substancji pomocniczych
pochodzenia naturalnego lub poélsyntetycznych, bedacych niejednokrotnie
mieszaninami Kkilku skladnikow okreSlano S$rednia mase czasteczkowa
substancji. Wartosci HLB tenzydow i gestosci faz olejowych zostaty

znalezione w piSmiennictwie. Sila jonowa fazy wodnej byta obliczana na
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podstawie znanego skladu iloSciowego i jakoSciowego fazy wodnej. WyjScie
sieci stanowila jedna komorka, gdzie oczekiwana byla binarna decyzja
(TAK/NIE). Decyzja ,TAK” oznaczala obecnoSc¢, zaS decyzja ,NIE” brak

obecnosci mikroemulsji.

Testowano rozne sposoby wstepnego przetwarzania danych (data
preprocessing):

a) skalowanie liniowe w zakresach (0,2;0,8)

b) normalizacja wektorow wejsciowych

c) binaryzacja

d) wzbogacanie za pomoca regul zdroworozsadkowych

PROCEDURA SKALOWANIA LINIOWEGO

Skalowanie liniowe jest standardowa procedura dostosowywania
wektorow wejsciowych i wyjSciowych do dziedziny funkcji aktywacji.
Procedura jest realizowana przez system Nets2003. Rownanie 26
przedstawia sposob wyznaczania przeskalowanej wartoSci wspotrzednej

wektora wejSciowego lub wyjSciowego.

) ) R_max _R_min
Xisc — Rimm +(Xi _X_mm) i i )

_ 2
! (leax _Ximln) ( 6]

gdzie:
x:* - skalowana warto$¢ i-tej sktadowej wektora
X, - oryginalna wartosc i-tej sktadowej wektora
x™i x™ - minimalna i maksymalna wartos¢ i-tej sktadowe;j

wektora znaleziona dla wszystkich rekordow
zbioru danych
R™ji RM™-ustalona arbitralnie minimalna i maksymalna

wartoSC zakresu skalowania dla i-tej skladowej

wektora
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PROCEDURA NORMAL IZACJI
Normalizacja dotyczyla tylko wektorow wejsciowych sieci neuronowych

i przeprowadzona zostala za pomoca rownania 27 [94] z uzyciem programu

Preproc.
n _ Xi
Xj = (27)
>
i=1
gdzie:

X"

- znormalizowana i-ta skladowa wektora wejSciowego

X, - i-ta sktadowa wektora wejSciowego

N — rozmiar wektora wejSciowego

PROCEDURA BINARYZACJI

Binaryzacja danych polegala na przeksztalceniu reprezentacji
wektorow wejsSciowych i wyjSciowych o skladowych ciaglych w wektory o
sktadowych binarnych. Dokonano tego za pomoca przeksztatcenia liczb
rzeczywistych zaokraglonych do najblizszych im wartosSci catkowitych w ich
dwojkowe reprezentacje. Procedura ta spowodowata zwieckszenie iloSci wejS¢
z 12 do 75. Binaryzacja przeprowadzona zostala za pomoca programu

Preproc.

PROCEDURA WZBOGACANIA ZBIORU UCZACEGO O REGULY ZDROWOROZSADK OWE

W celu sprawdzenia mozliwosci implementacji wiedzy eksperta do
systemu przewidujacego sklad mikroemulsji rozbudowano zbiory uczace
wszystkich 10 par zbiorow uczacy-testowy otrzymanych za pomoca systemu
skanowania Intelliscan. Polegalo to na przeksztalcaniu zbioru uczacego
poprzez zerowanie kolejno: zawartosci tenzydu, fazy olejowej i wodnej, a
takze ich opisow jakoSciowych. Kolumny wyjSciowe zostaly rowniez
wyzerowane. Oznaczalo to decyzje ,NIE”, czyli brak mikroemulsji. Tak

przeksztalcone zbiory zostaly nastepnie dotaczone do oryginalnego zbioru
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uczacego. Opisana wyzej procedura przeksztalcania zbioru uczacego miala
za zadanie dostarczyC sieci informacji o niemoznoSci stworzenia
mikroemulsji bez obecnosci ktoregokolwiek ze sktadnikéw: tenzydu, fazy
olejowej i wodnej. Wytrenowano rowniez sieci na bazowym zbiorze danych
poddanym wzbogaceniu o reguly zdroworozsadkowe i okreslano nastepnie

btad na zbiorze testowym PRAKT.

3.2.4. BUDOWA MASZYNY WNIOSKUJACEJ

Optymalny model neuronowy znaleziony zostal w toku szeroko
zakrojonych eksperymentow numerycznych prowadzonych zgodnie z metoda
10-krotnego wzajemnego sprawdzania. Testowano sieci uczone z
nauczycielem, typu MLP, jak tez i oparte na logice rozmytej. W przypadku
tych ostatnich ustalono metode defuzyfikacji jako M-SLIDE oraz metode
inicjalizacji regul na podstawie losowo wybranych rekordow danych. Sieci
MLP posiadaty od O do 5 warstw ukrytych. Algorytmem uczacym byla zawsze
propagacja wsteczna z technika momentu i algorytmem delta-bar-delta. Jako
funkcje aktywacji testowano sigmoide (funkcje logistyczna), tangens
hiperboliczny i fsr [12]. Wszystkie komorki w danej sieci posiadaly zawsze te
sama funkcje aktywacji. Komorki w przylegajacych warstwach byly
polaczone na zasadzie ,kazdy z kazdym”. Funkcja kosztu byla zawsze
funkcja kwadratowq. Zastosowano technike jog-of-weights z kryterium
cierpliwosci ustalonym na 300 000 iteracji. Poniewaz na wyjSciu sieci

neuronowej jest zmienna binarna przyjeto jako miare btedu btad klasyfikacji.

Stosowano trzy miary sprawnosci modeli neuronowych klasyfikacji:
a) blad catkowity (EG) obliczany  jako procent blednie
sklasyfikowanych rekordéw niezaleznie od decyzji sieci na
TAK lub na NIE, obliczany wzgledem caloSci zbioru testowego
(réwnanie 28)
b) iloS¢ decyzji falszywie pozytywnych (FD*) tj. wtedy, gdy siec

przewiduje istnienie mikroemulsji, ktorej w rzeczywistosci nie
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zaobserwowano - obliczana jako procent caloSci zbioru
testowego (rownanie 29)

c) ilos¢ poprawnie sklasyfikowanych mikroemulsji (GD*) obliczana
jako procent ilosci wszystkich zaobserwowanych mikroemulsji

w zbiorze testowym (rownanie 30)

EG = T4 100% 28)
n

gdzie:
EG - btad calkowity [%]
Ea — ilos¢ wszystkich biednie sklasyfikowanych rekordow

n - catkowita iloS¢ rekordow testowych

E

FD* = —*[100% (29)
n
gdzie:

FD* — iloS¢ decyzji falszywie pozytywnych [%]

E+ - ilos¢ blednie sklasyfikowanych rekordow z decyzja o
wystapieniu mikroemulsji w przypadku jej fizycznego
braku

n — catkowita iloS¢ rekordow testowych

GD" = C. [100% (30)
n,
gdzie:

GD* - ilos¢ decyzji poprawnych [%]
G+ — iloS¢ poprawnie sklasyfikowanych rekordow z decyzja o
wystapieniu mikroemulsji

n+ — iloS¢ przypadkow stwierdzenia obecnosci mikroemulsji
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Kryterium selekcji optymalnej architektury byt blad generalizacji obliczany
zgodnie z metodq 10-krotnego wzajemnego sprawdzania. Mimo, iz w
zalozeniu odpowiedz sieci neuronowej miata byC binarna, to uzycie sieci
neuronowych z ciaglymi funkcjami aktywacji spowodowalo otrzymanie
wartosci wyjSciowych nalezacych do zbioru liczb rzeczywistych. Powstala
koniecznoS¢ wuzycia progu decyzyjnego, ktory separowalby pobudzenia
komorki wyjSciowej interpretowane jako odpowiedz ,TAK” od odpowiedzi
LNIE”. Dobor progu decyzyjnego przeprowadzono dwojako:

a) arbitralnie ustalona wartoS¢C - mediana przedzialu wartosSci

pobudzenia komorki wyjSciowej
b) indywidualnie dla danej architektury z uzyciem kryterium bledu

catkowitego

O ile pierwszy sposob z arbitralnym, jednakowym progiem pobudzenia
jest standardowa metoda, o tyle kontrowersje moze budzi¢ drugi sposob.
Indywidualny dobor progu decyzyzjnego dla kazdej architektury nie pozwala
obliczy¢ btedu generalizacji, gdyz wykorzystuje sie tu informacje o wartosci
oczekiwanej ze zbiorow testowych. Metoda ta wynikala z obserwacji
wlasnych, wg  ktorych rozne  architektury sieci  neuronowych
charakteryzowaly si¢ roznymi optymalnymi progami decyzyjnymi, ktore
pozwalaly na osiagniecie znacznie wickszej sprawnosci modelu niz w
stosunku do zalozonego sztywnego progu w postaci mediany przedzialu
pobudzenia komorki wyjSciowej. Zatozono, iz w pewnych przypadkach prog
decyzyjny moze byC charakterystyczny dla architektury sieci neuronowe;j.
Zalozenie to zostalo zweryfikowane na osobnym zbiorze walidacyjnym, ktéry
nie bral udzialu ani w uczeniu sieci neuronowej ani w procesie doboru
optymalnego progu decyzyjnego. Optymalizacja progu decyzyjnego pozwolila
na oszacowanie maksymalnej sprawnosci modelu neuronowego. Prog
wyrazany byl w procentach wielkoSci przedziatlu odpowiedzi komorki

wyjSciowej (rownanie 31).
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A- X min

Thr(%) = [100% 31)

max min

gdzie :
Thr(%) — prog pobudzenia [%]
Xmin — Warto§¢ minimalna przedzialu obserwowanych pobudzen
komorki wyjSciowej
Xmax — wartoS¢C minimalna przedzialu obserwowanych pobudzen
komorki wyjSciowej

A - aktualna wartosc liczbowa progu

3.2.5. BUDOWA INTERFEJSU UZYTKOWNIKA

Zaprojektowano i napisano w jezyku Borland Delphi® 5.0 system
ME_expert (Rycina 42 str. 166) liczacy 14 000 linii kodu. Funkcjonalnie
system ten odpowiada systemowi SD_expert. Obok wspolnych elementow
jak odczytywanie formatu plikow 2z systemu Nets2003, iteracyjne
poszukiwanie optymalnej formulacji, czy tez obstuga komitetu ekspertow,
system ME_expert pozwala na binaryzacje zbiorow danych w czasie pracy
oraz graficzna prezentacje wynikow pracy w postaci diagramow fazowych.
Optymalizacja formulacji mozZe by¢ prowadzona zaréwno ze wzgledu na sktad

jakosciowy jak i iloSciowy.

3.2.6. WYNIKI BADAN

DANE Z INTELLISCAN

Skalowanie liniowe w zakresie (0,2:0.8)

Budowa modelu neuronowego skladu mikroemulsji zostala rozpoczeta
od danych otrzymanych za pomoca algorytmu Intelliscan z uwagi na

mniejszy koszt obliczeniowy zwiazany z mniejszym rozmiarem zbioru
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uczacego. Wyselekcjonowano optymalna architekture sieci neuronowej

typu MLP 20_16_8_4 hid tanh uczona do 5 000 000 iteracji (Rycina 23).

a A I

4 komorki

]

8 komoérek

—_

16 komoérek

e —

20 komoérek:

\\oooooooooooy

Rycina 23. Optymalna architektura sieci neuronowej dla zbioré6w danych po

skanowaniu algorytmem Intelliscan.

Btad generalizacji optymalnej architektury okreSlony za pomoca

proceduryl0-krotnego wzajemnego sprawdzania przedstawiono w tabeli 16.

Tabela 16. Wyniki 10-krotnego wzajemnego sprawdzania dla architektury 20_16_8_4 hid
tanh.

EG FD* GD* Thr(%)
17,4% 4,7% 62,3% 50%
17,3% 4,7% 62,3% 359%*

* optymalny prog

Powyzsza sieC postuzyla jako narzedzie do projektowania formulacji
mikroemulsji, ktore nastepnie zostaly wykonane w laboratorium.

Wytrenowano sie¢ 20_16_8_4 hid tanh na calym dostepnym zbiorze danych,
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a nastepnie przygotowano 55 formulacji, ktore zostaly wskazane przez siec¢
20_16_8_4 hid tanh jako izotropowe uklady fazowe. Formulacje te ztoZyly sie
na zbior PRAKT, ktory liczyl ok. 4200 rekordow danych (Tabela 17).

Tabela 17. Zestawienie skladoéw jakosciowych 55 formulacji zaproponowanych przez siec¢

20_16_8_4 hid tanh.

Faza olejowa Tenzyd Kotenzyd

Brij® 96, laurylosiarczan

Mirystynian izopropylu Glikol propylenowy
sodowy

Mirystynian izopropylu Brij® 58 Glikol propylenowy

Mirystynian izopropylu Tween® 60 -
Tween® 60, laurylosiarczan

Mirystynian izopropylu -
sodowy

Mirystynian izopropylu Tween® 60 Glikol propylenowy

Mirystynian izopropylu Tween® 60 Makrogol (PEG 4000)

Parafina ciekla Brij® 96 -

Parafina ciekla Brij® 96 Makrogol (PEG 4000)

Parafina ciekla Brij® 58 -

Parafina ciekla Brij® 58 Makrogol (PEG 4000)

Parafina ciekta Brij® 58 Glikol propylenowy

Parafina ciekta Tween® 60 Glikol propylenowy

Parafina ciekta Arlacel® 20 Glikol propylenowy
Arlacel® 20, laurylosiarczan

Parafina ciekta Glikol propylenowy
sodowy

Parafina ciekta Tween® 20 -

Parafina ciekta Tween® 20 Glikol propylenowy

Parafina ciekla Tween® 20 Makrogol (PEG 4000)
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Sposrod zaproponowanych przez sie¢ neuronowa 55 ukladéw fazowych 15
okazalo sie by¢ ukladami izotropowymi. Nalezy zaznaczyC, iz w zbiorze
PRAKT znajdowaly sie formulacje 2z zupelnie nieznanymi sieciom
neuronowym substancjami pomocniczymi jak Brij® 58 czy Arlacel® 20.
Oznacza to, ze sieci musialy generalizowac¢ zarowno skltad iloSciowy jak i
jakosciowy mikroemulsji. Wyniki testowania sieci sieci 20_16_8_4 hid tanh

na zbiorze PRAKT przedstawiono w tabeli 18.

Tabela 18. Wyniki testowania na zbiorze PRAKT dla architektury 20_16_8_4 hid tanh.

EG FD* GD* Thr(%)
60,4% 59,2% 73,7% 50%
6,7% 0,3% 3,2% 90%

Ustalenie progu 90% wynikato z niemoznosSci znalezienia optymalnej
jego wartosci dla zalozonego kryterium bledu calkowitego EG. W
przeciwienstwie do 10-krotnego wzajemnego sprawdzania, gdzie prog
optymalny byl mniejszy od maksymalnego, w tym przypadku prog
maksymalny pozwalal na uzyskanie najmniejszej wartoS¢ EG, wobec czego
zrezygnowano z procedury optymalizacji.

Rownoczesnie z eksperymentami laboratoryjnymi prowadzono
eksperymenty numeryczne zmierzajace do poprawy jakoSci modelu
neuronowego. Zbudowano komitet ekspertow, w ktorym jako elementu
przetwarzajacego wyjscia sieci uczonych na danych oryginalnych uzyto sieci

neuronowej drugiego rzedu.
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W sklad komitetu ekspertow wchodzily nastepujace architektury sieci
neuronowych:
15_7_4 4 hid tanh
15_7 4 4 hid fsr
15_7_4 hid tanh
15_7_4 hid fsr
20_16_8_4hid tanh
20 _16_8_4hid fsr
60_20_8hid tanh
60_20_8hid fsr
80_20_10_4hid tanh
10. 80_20_10_4hid fsr

© ® N o ok Wb =

Tabela 19. Wyniki testowania na zbiorze PRAKT dla sieci drugiego rzedu 7_5_3 hid fsr.

EG FD* GD* Thr(%)
29,8% 26,8% 35,3% 50%
7,0% 3,3% 20,0% 90%

Analiza wynikow testowania komitetu ekspertow na zbiorze PRAKT
przedstawionych w tabeli 19 pozwala stwierdzi¢, ze ustalenie progu
decyzyjnego sieci neuronowej na 90% pozwolilo na prawie 3-krotne
zmniejszenie bledu catkowitego EG. IloS¢ poprawnie przewidzianych ukladow
izotropowych ulegla zmniejszeniu do 20%. Istotna jest tutaj niska wartos¢
FD*, ktora wyniosta 3,3%.

Przy uzyciu komitetu ekspertow przeprowadzono poszukiwania uktadu
izotropowego zawierajacego duze ilosci fazy wodnej. Zadaniem systemu
ME_expert uzytego do tego zadania bylo znalezienie optymalnego skladu
jakosciowego tenzydow, kotenzydu i fazy olejowej dla zadanego skladu
iloSciowego. Dzieki iteracyjnej pracy systemu ME_expert znaleziono 8
formulacji potencjalnych mikroemulsji (Tabela 20). IloSciowy skiad
wszystkich formulacji byl taki sam i zostal przedstawiony na diagramie

fazowym (Rycina 24).
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Tabela 20. Formulacje wyselekcjonowane przez system ME_expert jako

mikroemulsje. Stosunek kotenzydu do tenzydu 1:4.

Faza olejowa Tenzyd Kotenzyd
Triacetyna Pluronic® F68 Arlacel® 20
Triacetyna Pluronic® F68 Makrogol (PEG 400)
Mirystynian

sty Pluronic® F68 Arlacel® 20
izopropylu
Mirystynian
Pluronic® F68 Makrogol (PEG 400)
izopropylu
Triacetyna Solutol® HS 15 Makrogol (PEG 400)
Triacetyna Solutol® HS 15 Arlacel® 20
Mirystynian
Solutol® HS 15 Makrogol (PEG 400)
izopropylu
Mirystynian
sty Solutol® HS 15 Arlacel® 20
izopropylu

potencjalne

Weryfikacja doswiadczalna potwierdzila obecnoS¢ mikroemulsji dla 4
ukladow. Wyniki prac doswiadczalnych stanowily zbior PRAKT1. Trafnosc
przewidywan systemu ME_expert na zbiorze PRAKT1 przedstawiono w tabeli
21. Na uwage zastuguje fakt, iz Pluronic® F68 i Solutol® HS 15 sa tenzydami
zupelnie nieznanymi systemowi neuronowemu tak samo jak uzycie

Makrogolu 400 w charakterze kotenzydu.

Tabela 21. Btedy systemu ME_expert w przewidywaniu zbioru PRAKT1.

EG FD* GD* Thr(%)

23,1% 1,6% 76,8% 50%

Prog 50% (Tabela 21) ustalony zostal arbitralnie w celu selekcji szerszego

zakresu formulacji.
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lej
100% 0%

100%
Tenzyd: Kotenzyd 1:4

100%
0%

Woda

Rycina 24. Sktad ilosciowy formulacji zaproponowany przez system ME_expert.

Normalizacja

W celu wykazania wplywu sposobu wstepnego przetwarzania danych
wytrenowano architekture 20_16_8_4 hid tanh na danych poddanych

normalizacji. Pary zbiorow uczacy-testowy odpowiadaly uprzednio uzytym

zbiorom danych. Wyniki 10-krotnego wzajemnego sprawdzania wytrenowanej

sieci neuronowej przedstawiono w tabeli 22.

Tabela 22. Wyniki 10-krotnego wzajemnego sprawdzania dla architektury 20_16_8_4 hid

tanh uczonej na znormalizowanych danych.

EG FD* GD* Thr(%)
18,0% 7.,6% 69,2% 50%
17,9% 6,5% 66,2% 55%*

* optymalny prog
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Sie¢ 20_16_8_4 hid tanh wytrenowano na calym zbiorze danych i
przetestowano na zbiorze PRAKT poddanemu rowniez normalizacji (Tabela
23).

Tabela 23. Wyniki testowania na zbiorze PRAKT architektury 20_16_8_4 hid tanh uczonej

na danych znormalizowanych.

EG FD* GD+ Thr(%)
9,1% 4,5% 0,0% 50%
4,5% 0,0% 0,0% 90%
Binaryzacia

W zwigzku 2z poczynionymi zatozeniami dotyczacymi wstepnego
przetwarzania danych wytrenowano architekture 20_16_8 4 hid tanh na
danych binarnych. Pary zbiorow testowy-uczacy odpowiadaly uprzednio
uzytym zbiorom danych. Przeprowadzono rowniez 10-krotne wzajemne

sprawdzanie i obliczono btedy generalizacji (Tabela 24).

Tabela 24. Wyniki 10-krotnego wzajemnego sprawdzania dla architektury 20_16_8_4 hid

tanh uczonej na danych binarnych.

EG FD* GD* Thr(%)
17,6% 6,3% 66,5% 50%
17,6% 5,9% 65,5% 59%*

* optymalny prog

Dane z piSmiennictwa wskazuja na dobre zdolnosci klasyfikacyjne sieci
rozmytych pracujacych z uzyciem binarnych danych uczacych [42]. Podjeto
wiec poszukiwania optymalnej architektury sieci rozmytej. Poszukiwania
architektury odbywaly sie metoda prob i bledow z uwagi na to, ze algorytmy
automatycznej konstrukcji architektury sieci rozmytych tworzyly zbyt duze
sieci neuronowe. Jako optymalna znaleziono sie¢ z 60 regulami rozmytymi:

60 hid fuzzy M-SLIDE. Analiza wynikéw 10-krotnego wzajemnego
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sprawdzania sieci 60 hid fuzzy M-SLIDE przedstawionych w tabeli 25
pozwala stwierdzic¢, ze uzycie sieci rozmytych jest korzystne w przypadku
danych binarnych. Swiadcza o tym wartosSci btedu catkowitego EG mniejsze
o ponad 1% w stosunku do otrzymanych przez sie¢ 20_16_8_4 hid tanh.

Tabela 25. Wyniki 10-krotnego wzajemnego sprawdzania dla architektury 60 hid fuzzy_ M-
SLIDE.

EG FD* GD* Thr(%)
16,4% 5,2% 67.0% 50%
16,4% 5,9% 69,1% 48%*

* optymalny prog

Kontynuujac prace nad binarna reprezentacja danych zbudowano komitet
ekspertow w oparciu o 6 najlepszych architektur sieci neuronowych:

a) 15_7_5 hid tanh

b) 20_16_8_4 hid fsr

c) 80_40 20_10 hid fsr

d) 60 hid fuzzy_ M-SLIDE

e) 80 hid fuzzy_ M-SLIDE

f) 100 hid fuzzy M-SLIDE

Jako elementu przetwarzajacego wyjScia sieci uczonych na danych
oryginalnych uzyto sieci neuronowej drugiego rzedu. Wybrano sie¢ o
architekturze 7_5_3 hid fsr. Wyniki testowania komitetu ekspertow na
zbiorze PRAKT przedstawiono w tabeli 26

Tabela 26. Wyniki testowania sieci drugiego rzedu 7_5_3 hid fsr na zbiorze PRAKT. Dane

binarne.
EG FD+ GD+ Thr(%)
7,6% 4,1% 22,6% 50%
4,4% 0,3% 9,5% 90%
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Interesujqace wyniki uzyskano rowniez w przypadku sieci 15_7_5 hid tanh
(Tabela 27). Cecha wyrdzniajaca te architekture jest brak koniecznosSci
ustalania progu decyzyjnego komorki wyjSciowej wynikajacy z praktycznie
binarnych odpowiedzi komorki wyjSciowej — odchylenia od wartosci 1 lub O
byly nieistotne. Wyniki testowania tej architektury na zbiorze PRAKT

przedstawione w tabeli 27 Swiadcza o dobrej zdolnosci do generalizacji.

Tabela 27. Wyniki testowania sieci drugiego rzedu 15_7_5 hid tanh na zbiorze PRAKT. Dane

binarne.

EG FD* GD* Thr(%)

9,3% 6,3% 34,2% Brak

Podobny efekt stwierdzono w przypadku architektury 30_20_10 hid tanh,
jednakze blad calkowity (EG) byl wiekszy o ok. 2%.

W celu stwierdzenia wplywu binaryzacji na jakoS¢ modeli neuronowych
dobrano tak prog decyzyjny dla sieci drugiego rzedu, aby blad calkowity (EG)
byl taki sam jak dla sieci drugiego rzedu opracowujacej wyjScia sieci
trenowanych na zbiorze danych skalowanym od 0,2 do 0,8 dla progu 90%
(Tabela 28). Dowodem na wplyw procesu binaryzacji bylyby rozne wartosci
GD* oraz btedow FD*.

Tabela 28. Wyniki testowania na zbiorze PRAKT dla sieci drugiego rzedu 7_5_3 hid fsr.

Dane EG FD+ GD* Thr(%)
SCALE 7,0% 3,3% 20,0% 90%
BINAR 7,0% 3,4% 21,6 65%

SCALE - sie¢ trenowana na zbiorze danych Intelliscan skalowanym w zakresie od 0,2 do 0,8

BINAR - sie¢ trenowana na zbiorze danych Intelliscan poddanym binaryzacji

Analogiczng procedure przeprowadzono dla sieci 15_7_5 hid tanh, z tym ze
tutaj dobierano prog pobudzenia sieci 15_7_5 hid tanh uczonej na danych

skalowanych od 0,2 do 0,8 z uwagi na niewrazliwoS¢ na wartosS¢ progu sieci
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uczonej dla danych binarnych. Wyniki eksperymentu numerycznego

przedstawiono w tabeli 29.

Tabela 29. Wyniki testowania na zbiorze PRAKT dla sieci drugiego rzedu 15_7_5 hid tanh.

Dane EG FD+ GD* Thr(%)
SCALE 9,3% 5,7% 21,0% 99%
BINAR 9,3% 6,3% 34,2% Brak

SCALE - sie¢ trenowana na zbiorze danych Intelliscan skalowanym w zakresie od 0,2 do 0,8

BINAR - sie¢ trenowana na zbiorze danych Intelliscan poddanym binaryzacji

Przeprowadzono dodatkowe porownanie optymalnych architektur sieci
drugiego rzedu komitetow ekspertow opracowanych dla danych skalowanych
w zakresie 0,2 do 0,8 i binarnych. Uzyto analogicznej procedury doboru
progu decyzyjnego. Bledy architektury 7_5_3 hid fsr (skalowanie od 0,2 do
0,8) i 15_7_5 hid tanh (dane binarne) przedstawiono w tabeli 30.

Tabela 30. Wyniki testowania na zbiorze PRAKT dla najlepszych sieci drugiego rzedu.

Dane EG FD+ GD* Thr(%)
SCALE 9,3% 5,7% 20,5% 86%
BINAR 9,3% 6,3% 34,2% Brak

SCALE - sie¢ 7_5_3 hid fsr trenowana na zbiorze danych Intelliscan skalowanym w zakresie od 0,2 do 0,8

BINAR - sie¢ 15_7_5 hid tanh trenowana na zbiorze danych Intelliscan poddanym binaryzacji

Reguty zdroworozsadkowe

Przetestowano sie¢ 20_16_8_4 hid tanh nauczona na bazowym zbiorze
danych z dodatkiem regut zdroworozsgqdkowych. Testowanie przeprowadzono
na zbiorach zawierajacych tylko rekordy opisujace reguty zdroworozsadkowe.
Bylo to rownoznaczne z zadaniem sieci pytania, czy moze istniec
mikroemulsja bez jednego z jej sktadnikow, tj. fazy wodnej, olejowej, czy tez

tenzydu. Wyniki testowania przedstawiono w tabeli 31. Z uwagi na
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jednakowe odpowiedzi dla wszystkich rekordow testowych przedstawiono
usrednione wyniki testowania. Brak progu oznacza, ze nie byt on potrzebny z
uwagi na jednolity charakter wyjScia, ktore w tym przypadku przyjmowalo
wartosci bliskie O.

Tabela 31. Testowanie sieci 20_16_8_4 hid tanh uczonej na danych wzbogaconych o reguly

zdroworozsadkowe.
EG FD* GD* Thr(%)
0,0% 0,0% 0,0% Brak

W celu wykazania wplywu dodatku regul zdroworozsadkowych uzyto
tej samej procedury testowania dla sieci 20_16_8_4 hid tanh uczonej na
zbiorze bazowym bez dodatku regut zdroworozsadkowych. Wyniki
przedstawione w tabeli 32 charakteryzuja si¢ takim samym rozkladem

odpowiedzi.

Tabela 32. Testowanie sieci 20_16_8_4 hid tanh uczonej na zbiorze bazowym bez dodatku

regul zdroworozsadkowych.

EG FD* GD* Thr(%)

0,0% 0,0% 0,0% Brak

Sie¢ 20_16_8_4 hid tanh uczona na danych wzbogaconych o reguly
zdroworozsadkowe zostata przetestowana rowniez na zbiorze PRAKT. Wyniki
testowania dla dwoch progow decyzyjnych przedstawiono w tabeli 33. Brak
pozytywnych odpowiedzi moze byC spowodowany niejednolita dystrybucja
klas w zbiorze uczacym, w ktorym tylko ok. 8,5% rekordow opisywalo
istniejaca mikroemulsje. W celu wykluczenia tego efektu przeprowadzono
rownowazenie iloSci klas za pomoca procedury .,balance+” programu
Preproc. Procedura ta spowodowala dodanie do zbioru wuczacego

nadmiarowej iloSci rekordow mniej licznie reprezentowanej klasy w taki
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sposob, aby sumarycznie liczba rekordow dla obu klas byla rowna. Jakos¢
informacji nie zmienila sie. Zmianie ulegla tylko czestotliwosS¢ spotykania sie
sieci z kazdq klasaq w czasie uczenia. Wyniki testowania sieci 20_16_8_4 hid
tanh nauczonej na tak przeksztalconym zbiorze danych przedstawiono w

tabeli 34.

Tabela 33. Wyniki testowania na zbiorze PRAKT sieci 20_16_8_4 hid tanh uczonej na

zbiorze bazowym z dodatkiem regut zdroworozsadkowych.

EG FD* GD* Thr(%)
4,6% 0,0% 0,0% 50%
4,6% 0,0% 0,0% 90%

Tabela 34. Wyniki testowania na zbiorze PRAKT sieci 20_16_8_4 hid tanh uczonej na

zbiorze bazowym z dodatkiem regut zdroworozsadkowych i rownowazeniem klas.

EG FD* GD* Thr(%)
53,0% 51,7% 71,0% 50%
49,0% 47,6% 70,0% 90%

DANE ZE SKANOWANIA ROWNOMIERNEGO CO 2%

W celu wykazania wplywu sposobu skanowania bitmap wytrenowano
sie¢ 20_16_8_4 hid tanh na zbiorze uczacym pochodzacym ze skanowania
rownomiernego co 2% (scan_2_2).

Wyniki generalizacji po 10-krotnym wzajemnym sprawdzaniu
przedstawione w tabeli 35 Swiadcza o dobrych wlasciwoSciach
generalizacyjnych tak przygotowanego modelu. Prog decyzyjny 39% zostal
znaleziony jako optymalny.
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Tabela 35. Wyniki generalizacji sieci 20_16_8_4 hid tanh scan_2_2 po 10-krotnym

wzajemnym sprawdzaniu.

EG FD* GD* Thr(%)
10,5% 4,8% 74,9% 50%
10,4% 4,4% 77.2% 39%*

* optymalny prog

Siec 20_16_8_4 hid tanh wuczong na zbiorze bazowym scan_2_2
przetestowano rowniez na zbiorze PRAKT. Wyniki testowania zamieszczono w

tabeli 36.

Tabela 36. Wyniki testowania na zbiorze PRAKT sieci 20_16_8_4 hid tanh scan_2_2 uczonej

na zbiorze bazowym.

EG FD* GD* Thr(%)
24,8% 22.2% 42,1% 50%
23,4% 20,7% 40,5% 90%

Charakter zbiorow testowych wulegl zmianie w stosunku do danych
uzyskanych ze skanowania algorytmem Intelliscan, zaréwno z uwagi na
losowy dobér formulacji do kazdej pary zbiorow testowy-uczacy, jak tez i z
powodu roznej wielkoSci zbiorow testowych. Z tego powodu dokonano
poroéwnania obu systemow skanowania na podstawie metody leave-one-out z
zamiang zbiorow testowych. Procedura polegala na wytrenowaniu
architektury 20_16_8_4 hid tanh zarowno z uzyciem danych scan_2_2 jak
tez i Intelliscan, a nastepnie przetestowaniu obydwu zestawow sieci na
zbiorach testowych scan_2_2 i Intelliscan. W wyniku opisanego wyzej
postepowania otrzymano 4 zestawy wynikow przedstawionych w tabelach 37
do 40.
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Tabela 37. Wyniki generalizacji sieci 20_16_8_4 hid tanh scan_2_2 w metodzie leave-one-

out. Test na zbiorach scan_2_2.

EG

FD*

GD+

Thr(%)

9,6%

3,6%

62,%

50% *

* optymalny prog

Tabela 38. Wyniki generalizacji sieci 20_16_8_4 hid tanh Intelliscan w metodzie leave-one-

out. Test na zbiorach Intelliscan.

EG FD* GD* Thr(%)
17,1% 6,4% 56,0% 50%
16,9% 5,7% 54,2% 539%*

* optymalny prog

Tabela 39. Wyniki generalizacji sieci 20_16_8_4 hid tanh Intelliscan w metodzie leave-one-

out. Test na zbiorach scan_2 2.

EG

FD+*

GD+

Thr(%)

10,6%

4,4%

61,8%

50% *

* optymalny prog

Tabela 40. Wyniki generalizacji sieci 20_16_8_4 hid tanh_scan_2_2 w metodzie leave-one-

out. Test na zbiorach Intelliscan.

EG FD* GD* Thr(%)
15,6% 6,1% 58,7% 50%
15,4% 5,5% 57,2% 56%*

* optymalny prog

Poroéwnano Srednie btedy catkowite (EG) sieci testowanych na zbiorach

pochodzacych

samych

systemow

skanowania.

Zadne z

odpowiadajacych sobie Srednich btedow w tescie t-Studenta nie roznily sie

od siebie istotnie statystycznie.
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W wyniku binaryzacji zbiorow danych scan_2_2 zbudowano komitet

ekspertéw analogicznie jak dla danych z Intelliscan. Nie otrzymano jednak

lepszych wynikow. Zadna z sieci drugiego rzedu nie wykazywala tez braku

wrazliwoSci na wartoSC progu decyzyjnego. Wyniki generalizacji zbioru

PRAKT przez optymalng sie¢ 5 hid tanh scan_2_2 zestawiono w tabeli 41.

Tabela 41. Wyniki testowania na zbiorze PRAKT sieci drugiego rzedu 5 hid tanh scan_2_2

uczonej na zbiorze bazowym. Dane binarne.

EG FD* GD* Thr(%)
6,4% 2,8% 18,9% 50%
6,4% 2.,7% 18,4% 90%
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3.3. APROKSYMACJA FUNKCJI STEZENIE-CZAS W BADANIACH IN VITRO I

IN VIVO

3.3.1. ZAKRES BADAN

Przeprowadzono eksperymenty z aproksymacja funkcji jednej zmiennej
stezenie-czas dla badan in vitro i badan in vivo.

W zakresie badan in vitro wykorzystano wyniki badan szybkosSci
rozpuszczania ketoprofenu z dwuskladnikowych stalych rozproszeh. W
zakresie badan in vivo uzyto danych dotyczacych dozotadkowego podania

szczurom mupirocyny zamknietej w liposomach

3.3.2. ZDEFINIOWANIE FUNKCJI SYSTEMU NEURONOWEGO

Celem badan bylo stworzenie uniwersalnego systemu bazujacego na
sieciach neuronowych do oceny dowolnej krzywej przedstawiajacej zaréwno
zmiany szybkosci uwalniania substancji leczniczej z postaci leku in vitro jak

tez i zmiany stezen substancji leczniczej in vivo.

3.3.3. PRZYGOTOWANIE DANYCH STANOWIACYCH BAZE WIEDZY

Dane pochodzily zarowno z badan doswiadczalnych przeprowadzonych
w Katedrze Technologii Postaci Leku i Biofarmacji CMUJ, jak i symulacji
numerycznych. Symulacje numeryczne prowadzono w celu zweryfikowania
sprawnosci systemu neuronowego i porownania aproksymacji neuronowej z
klasyczngq metoda statystyczngq. Symulowane krzywe byly probkowane z
zadanym krokiem na osi czasu i nastepnie poddawane zaszumianiu.
Porownywano takie parametry jak: stezenie maksymalne (Cmax), czas
osiagniecia stezenia maksymalnego (tmax), pole pod krzywa stezenie-czas
(AUC) obliczone wg modelu statystycznego i neuronowego, ktore powstaly na

podstawie zaszumionych danych. WartoSci ww. parametrow porownywano
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rowniez z otrzymanymi dla oryginalnych danych. Wektor wejSciowy byl
zawsze jednoelementowy i wyrazat czas w minutach, po ktérym sie¢ miata za
zadanie przewidzieC stezenie substancji leczniczej oznaczone w danym
medium. Sie¢ posiadala zawsze tylko jedno wyjScie. Dane poddawano
wstepnemu przetwarzaniu, ktore polegalo na odbijaniu wspoétrzednych
stezenie-czas wzgledem punktu (0,0), co nadawalo sigmoidalny ksztalt
danym uczacym zgodny z charakterem funkcji aktywacji uzytych w
modelach neuronowych. Dane poddawano rowniez liniowemu skalowaniu w
zakresie od -0,8 do 0,8 i zaszumianiu z amplituda 5%. Do zbioru

oryginalnych danych dodawano czterokrotna iloS¢ rekordow zaszumionych.

3.3.4. BUDOWA MASZYNY WNIOSKUJACEJ

Przeprowadzono serie eksperymentow numerycznych w celu
znalezienia optymalnej architektury sieci neuronowych. Liczba warstw
ukrytych byla zmienna i wahata sie od O do 6. Testowano rézne funkcje
aktywacji: liniowa, sigmoide (funkcje logistyczna), tangens hiperboliczny, fsr,
sinus i cosinus. Kolejne warstwy ukryte posiadaly niekiedy rézne funkcje
aktywacji. Algorytm uczacy stanowila zawsze propagacja wsteczna z technika
momentu oraz algorytmem delta-bar-delta. Zastosowano rowniez technike
Jog-of-weights z kryterium cierpliwosci ustalonym na 5000 iteracji. Kryterium
btedu byt btad RMSE obliczany wg rownania 25 lub absolutny biad catkowity
(MAE) obliczany wg rownania 32.

wzorzec

MAE=>» ~— — (32)

si — aktualne wyjScie sieci neuronowej
sivzorzec — zadane wyjScie sieci neuronowej

n - liczba rekordow danych
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Podstawq do selekcji optymalnej architektury byl btad nauczenia sieci
na réznych zbiorach reprezentujacych zaréwno profile uwalniania substancji
leczniczej in vitro jak i stezenie w plynach ustrojowych. Zadaniem sieci
neuronowej bylo jak mnajwierniejsze reprezentowanie wynikow ro6znych
przebiegow stezen. Oceniano rowniez wizualnie gladkoS¢ aproksymacji.

Po etapie selekcji optymalnej architektury rozpoczeto testowanie na
zbiorach danych symulowanych i pochodzacych z badan doswiadczalnych.
Symulacje prowadzono w celu weryfikacji prawidtowosci aproksymacji przez
sieci neuronowe. Dla przebiegow krzywych stezenie-czas in vitro uzyto do
symulacji funkcji logarytmicznej, ktorej parametry dobierano a priori.
Funkcje logarytmiczne nastepnie probkowano na osi czasu z krokiem o
nierownej dtugosci. Mialo to na celu utrudni¢ zadanie aproksymacji jak tez i
zblizy¢ charakter danych symulowanych do rzeczywistych wynikow
obserwowanych w czasie prac eksperymentalnych. Otrzymany zestaw
wartosSci funkcji zaszumiano z amplituda *10% i poddawano regresji za
pomoca arkusza kalkulacyjnego MS Excel® 2000. RoéwnoczeSnie zbior
zaszumionych danych podawano na wejScie opisanemu ponizej systemowi
PKB 2.0, ktory uzywal uprzednio wyselekcjonowanych sieci neuronowych.
Rezultaty pracy systemu probkowano co 0.5 jednostki czasu i dobierano
parametry funkcji logarytmicznej za pomoca tego samego narzedzia MS
Excel® 2000. Rownanie 33 przedstawia funkcje logarytmiczng z parametrami
A i B. Poréwnanie parametrow funkcji logarytmicznej (A i B) dobranych na
danych zaszumionych i na danych poddanych neuronowej aproksymacji z
oryginalnymi, zalozonymi a priori, postuzylo do oceny przydatnosci
neuronowej aproksymacji w analizie przebiegow krzywych stezenie-czas in

vitro. Za miare btedu postuzyt btad MAE (rownanie 32).
y =Aln(x)+B (33)

gdzie:
A i B - parametry funkcji logarytmiczne;j
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Analogicznie przygotowywano symulowane dane dla przebiegow czasowych in
vivo, z tym ze tutaj wykorzystano rownanie dwuwykladnicze dla modelu

jednokompartmentowego i podania pozanaczyniowego [30] — rownanie 34.

y = Aexp(Bx) +C exp(Dx) (34)
gdzie:

A,B,C,D - stale rownania dwuwykladniczego

Zarowno dla modelu matematycznego jak tez i neuronowego obliczano
parametry takie jak: stezenie maksymalne (Cmax), czas osiagniecia stezenia
maksymalnego (tmax) i pole pod krzywa stezenie-czas w zakresie od O do
okresSlonego czasu (AUC%Y), czyli bez pola resztkowego. Porownanie wartosci
tych parametrow pomiedzy modelem neuronowym a matematycznym
postuzylo do okresSlenia jakoSci modelu neuronowego. WartoSci tmax i Cmax
obliczano dla modelu matematycznego wyliczajac pochodnqg z rownania 34 i
przyrownujac ja do wartosci 0. W przypadku modelu neuronowego system
PKB 2.0 przeszukuje wszystkie dostepne punkty testowania znajdujac
najwicksza wartoSC Cmax i odczytujac dla niej tmax. WartoSci AUCO-t dla
modelu matematycznego obliczano catkujac rownanie 34 w granicach od O
do t. Dla modelu neuronowego uzyto metody trapezow.

W drugim etapie badan uzyto danych z badan wplywu postaci leku na
dostepnoS¢ biologiczna mupirocyny. Uzyto systemu PKB 2.0 do
aproksymacji przebiegu stezen mupirocyny w osoczu szczura po podaniu

dozoladkowym zawiesiny liposomow z mupirocyna.

3.3.5. BUDOWA INTERFEJSU UZYTKOWNIKA

Do pracy z neuronowymi systemami aproksymujacymi zaprojektowano
i napisano w jezyku Borland Delphi® 5.0 system PKB, ktorego aktualna
wersja PKB 2.0 liczy ok. 10 000 linii kodu (Rycina 39 str. 165). Jest to
system bazujacy aktualnie na dwoch wyselekcjonowanych sieciach

neuronowych. Sposob pracy rozni sie od poprzednio przedstawionych
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systemow SD_expert i ME_expert. Korzystajac z doswiadczen z komitetem
ekspertow zaprojektowano sposob pracy PKB 2.0 jako wielokrotne uczenie
sieci neuronowych i uSrednianie wynikow ich testowania na zbiorze
uczacym, ktory jest rownoczeSnie zbiorem danych poddawanym
aproksymacji. IlosS¢ powtorzen uczenia danej architektury moze by¢ dowolnie
regulowana - standardowo obie architektury uczone sa po 10 razy.
Wyciagniecie Sredniej i obliczenie 99% przedzialu ufnosci pozwala na
otrzymanie  ostatecznego modelu  aproksymujacego i  okreslenie
powtarzalnosci uczenia sieci neuronowych. Dokladnos¢ probkowania modelu
jest okreSlana przez uzytkownika za pomocq osobnego pliku testowego.
Wstepne przetwarzanie danych (preprocessing) oraz proces uczenia sq

zautomatyzowane i nie wymagaja ustawiania jakichkolwiek parametrow.

3.3.6. WYNIKI BADAN

SELEKCJA OPTYMALNYCH ARCHITEKTUR SIECI NEURONOWY CH

W toku eksperymentow numerycznych wyselekcjonowano dwie
architektury sieci neuronowych. Sieci A i B (Rycina 25) sq czterowarstwowe i
roznia sie od siebie tylko obecnoSciqa w pierwszej warstwie ukrytej sieci A
tangensa hiperbolicznego jako funkcji aktywacji. Obie sieci posiadaja funkcje
liniowa jako funkcje aktywacji komorki wyjSciowej, ktoéra reprezentuje
wartoSC stezenia odpowiadajacego podanemu na jedyne wejScie sieci

punktowi czasowemu.
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Rycina 25. Optymalne architektury sieci neuronowych uzytych do aproksymacji funkcji
stezenie-czas. Sie¢ A — pierwsza warstwa ukryta z tangensem hiperbolicznym jako funkcja

aktywacji. Sie¢ B — wszystkie warstwy ukryte posiadaja funkcje fsr.

M ODEL OWANIE PRZEBIEGOW KRZYWYCH STEZENIE-CZASIN VITRO

W pierwszym etapie badan symulowano przebieg krzywych
stezenie-czas za pomoca funkcji logarytmicznej. Przeprowadzono 10
symulacji krzywych dla réznych parametrow A i B funkcji logarytmiczne;j.
Obliczono btedy dla parametrow A i B otrzymanych zaréwno w procedurze
regresji, jak tez i modelowania neuronowego. Wyniki przedstawiono w tabeli

42.
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Tabela 42. Srednie btedy absolutne (MAE) przewidywania parametréow réwnania

logarytmicznego Ai B.

Parametr REG NOISED REG ANN
A 0,16 0,28
B 0,24 0,87

REG NOISED - regresja na danych zaszumionych.

REG ANN - regresja na danych po aproksymacji neuronowe;j.

Chociaz bledy dla aproksymacji neuronowej sq wicksze, to jednak ich roznica
w stosunku do bledow regresji nie jest istotna statystycznie. Przyklad
aproksymacji neuronowej zaszumionych danych przedstawiono na rycinie
26. Uzycie systemu PKB 2.0 pozwolilo na wzbogacenie zbioru danych dla
ketoprofenu dzieki probkowaniu modelu neuronowego z dokladnoscig
wicksza niZz w oryginalnych danych. Przykiad aproksymacji funkcji
stezenie-czas dla badan nad stalymi rozproszeniami przedstawiono na

rycinie 9 ze str. 61.

/ ——ANN m Zaszumione m  Zaszumione ——Regresja Iog\
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2} Rl
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Rycina 26. Porownanie aproksymacji neuronowej i regresji logarytmicznej dla danych

obrazujacych symulowany przebieg stezen in vitro. ANN — aproksymacja za pomoca modelu

neuronowego. Regresja log — regresja logarytmiczna.
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M ODEL OWANIE PRZEBIEGOW KRZYWYCH STEZENIE-CZASIN VIVO

Przebadano 10 symulowanych modeli farmakokinetycznych. Obliczono
Srednie parametry i poréwnano ze soba obliczone na podstawie
symulowanych krzywych z wyznaczonymi dla modelu neuronowego. Wyniki

porownania przedstawiono w tabeli 43.

Tabela 43. Porownanie srednich parametrow Cunax, tmax i AUCOt dla symulowanych danych

i modelu neuronowego.

Parametr Symulacja Model neuronowy
Chnax 9,04 9,23
tmax 1,14 1,18
AUCOt 34,17 34,03

Jak widac roznice sa bardzo mate, a ponadto nieistotne statystycznie.
Przyklad aproksymaciji jednego z symulowanych przebiegow krzywych

stezenie-czas przedstawiony zostal na rycinie 27.

@
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Rycina 27. Porownanie symulowanego (A) przebiegu krzywej stezenie-czas in vivo z

aproksymowanym przez sie¢ neuronowa (B). ANN — aproksymacja neuronowa.
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Nastepnym etapem pracy byla proba aproksymacji przebiegow zmian stezen
W zywym organizmie zmierzonych u szczurow po podaniu dozoladkowym
mupirocyny w postaci liposomow. Wyniki te zostaly wybrane z powodu
trudnosci w modelowaniu klasycznymi modelami kompartmentowymi.
Przyklad aproksymacji przez sieC neuronowa jednego z tych przebiegow

przedstawiono na rycinie 28.
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Rycina 28. Aproksymacja przebiegu zmian stezefi mupirocyny w osoczu szczura po podaniu

i

dozotadkowym w postaci liposomow. ANN — aproksymacja neuronowa.
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IV. OMOWIENIE I DYSKUSJA WYNIKOW

1. STALE ROZPROSZENIA

Model profilu rozpuszczania ketoprofenu ze stalych rozproszen i
mieszanin fizycznych postuzyl jako ilustracja mozliwoSci odkrywania przez
sieC neuronowsa regul zdroworozsadkowych tj. ogolnie znanych zaleznoSci
dotyczacych danego zagadnienia. Jedna z doswiadczalnie ustalonych regut
jest odwrotnie proporcjonalna zaleznoS¢ szybkosci rozpuszczania substancji
leczniczej od jej zawartoSci w stalym rozproszeniu. Testowanie optymalne;j
architektury sieci 3_2 hid tanh (Rycina 11) na odpowiednio przygotowanym
zbiorze danych potwierdzilo zdolnos¢ modelu neuronowego do identyfikacji
tej reguly mimo, iZ numerycznie stworzone formulacje statych rozproszen nie
byly znane w czasie uczenia (Rycina 14). Najszybsze rozpuszczanie
ketoprofenu wykazata formulacja ketoprofen PVP K30 (0,5+9,5). Zwraca tez
uwage nieliniowy przebieg symulowanych krzywych, co potwierdza zdolnos¢
sieci neuronowej do identyfikacji zaleznosci nieliniowych.

Z uwagi na to, ze sieci uczono w zakresie punktow czasowych od O do
20 min. istotne bylo ustalenie odpowiedzi systemu neuronowego w reakcji na
dane obejmujace punkty czasowe powyzej 20 min. Stabilne zachowanie sieci
neuronowej (Rycina 12A), wyrazone asymptotycznym dazeniem wykresu do
wartosci 100% iloSci rozpuszczonej substancji leczniczej, pozwala na
okreSlenie modelu neuronowego jako wykazujacego ,zdrowy rozsadek”.
Okreslenie to wiaze sie z zachowaniem empirycznego modelu, ktory jest w
stanie generalizowac reguly obserwowane w rzeczywistosci, w oparciu o dane
eksperymentalne, bez wykorzystania wiedzy a priori na temat badanego
zagadnienia. Wydaje si¢ na pierwszy rzut oka oczywiste, ze zadna z wartosci
na osi Y nie powinna przekracza¢ 100% iloSci rozpuszczonej substancji
leczniczej. Jednak sieC neuronowa nie posiada zadnej wiedzy na temat
fizycznej interpretacji stosowanych jednostek (ilosci w procentach). Tak wiec
regute o nieprzekraczaniu 100% iloSci rozpuszczonej substancji leczniczej

sieC neuronowa musiala stworzyC empirycznie, na podstawie danych.
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Dodatkowym i zamierzonym utrudnieniem podczas testowania omawianej
sieci 3_2 hid tanh bylo to, iz w calym zbiorze bazowym obecne byly tylko
dwie formulacje stalego rozproszenia ketoprofenu z PVP K30, rozniace sie
sktadem iloSciowym: ketoprofen + PVP K30 (1+1) i ketoprofen + PVP K30
(1+9). Aby prawidlowo przewidzie¢ zachowanie si¢ formulacji 1+9, system
neuronowy musial bazowa¢ na informacji o formulacji 1+1 oraz o
formulacjach 149 sporzadzonych 2z innymi nosnikami. Prawidlowe
przewidywanie zachowania sie¢ formulacji 1+9 jest przykladem dobrych
zdolnoSci systemow neuronowych do generalizacji nieznanych formulacji.
Mozna stwierdziC, ze analiza regul tworzonych przez modele neuronowe jest
w stanie dostarczy¢ dodatkowego narzedzia do walidacji. Jezeli reguly
systemu neuronowego sa zgodne z doswiadczeniem empirycznyn zebranym
na dany temat, to moze to stanowi¢ posredni dowod na poprawnos¢ modelu
neuronowego.

Ze wzgledu na to, ze blad RMSE architektury 3_2 hid tanh byl wyzszy
od 10% maksymalnej wartosci zmiennej wyjSciowej podjeto proby poprawy
zdolnosci predykcyjnych modelu neuronowego. Zastosowanie sieci rozmytych
nie przyniosto oczekiwanych rezultatow (Tabela 7), gdyz w tym przypadku nie
posiadaja one zadowalajacych zdolnosci do ekstrapolacji (Rycina 12B).
Zaobserwowano spadek przewidywanych iloSci rozpuszczonego ketoprofenu
ze stalego rozproszenia po czasie 20 minut. W przeciwienstwie do sieci
rozmytych, sie¢c MLP (Multi Layer Perceptrony prawidlowo przewidziala
powolne dazenie iloSci rozpuszczonej substancji leczniczej do wartosci 100%.

Mimo to uzycie sieci rozmytych okazato sie cenne, dzicki bezposredniej
analizie i interpretacji regut logicznych znalezionych przez system rozmyty.
Stanowi to podstawowa przewage nad sieciami MLP. Zalozenia prac
badawczych dotyczyly poprawy szybkoSci rozpuszczania ketoprofenu ze
stalych rozproszen. W zwiazku z tym otrzymany zestaw regul logicznych
systemu rozmytego przeszukano pod katem powyzszych zatozen. Pozwolilo to
znalez¢ nowa, hipotetyczna formulacje charakteryzujaca sie duza szybkoscig
rozpuszczania ketoprofenu z zaproponowanego uktadu (Rycina 13).

Wobec trudnosci zwiazanych z poprawa jakosci modelu neuronowego

przydatna okazata si¢ tzw. analiza wrazliwoSciowa jako narzedzie redukcji
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wektora wejSciowego. Jest to procedura matematyczna okreslajaca wzgledny
wplyw danego wejScia na otrzymana wartoS¢ wyjsSciowa. Zgodnie z zasadq
~przeklenstwa wymiarowosci” (curse of dimensionality) [10, 57], im wickszy
jest rozmiar wektora wejSciowego, tym trudniej jest go systemowi
neuronowemu opracowacC. Mimo, iz sieci neuronowe radza sobie z analiza
wielowymiarowych danych znacznie lepiej niz metody statystyczne, to jednak
mozliwoS¢ redukcji liczby wymiarow powinna byC zawsze rozwazana jako
proba poprawy jakosci modelu neuronowego. Usuniecie mato znaczacych
zmiennych poprawia zwykle zdolnoSci generalizacyjne sieci neuronowych,
poniewaz przyczynia sie do zmniejszenia stopnia komplikacji sieci (liczby
wag) w stosunku do wielkosSci zbioru uczacego [94]. W konsekwencji, mniej
skomplikowana sieC uczy sie tylko podstawowych zaleznosci, a nie
szczegotlow opisujacych dany problem, czyli jest w stanie tworzyC bardziej
ogolne reguly opisujace dane zagadnienie. Powyzsze rozwazania wiaza sie z
udowodniona zaleznosSciq zdolnosci do uogélniania sieci neuronowej od tzw.
krytereium Vapnika-Chervonenkisa (VCdim), ktore jest miara wielkosSci sieci
neuronowej [94]. ZaleznoSc ta jest odwrotnie proporcjonalna. Bezposrednie
obliczenie wartosci VCdim dla sieci wielowarstwowej jest trudne. Wzor na
oszacowanie dolnej i gornej granicy VCdim wiaze jego wartoS¢ m.in. z iloScia
wejSC sieci neuronowej. Z uwagi na to, ze jest to zaleznoSc wprost
proporcjonalna, redukcja liczby wejS¢ przyczynia sie do zwickszenia
zdolnosci generalizacyjnych sieci neuronowe;j.

Pierwotny model profilu rozpuszczania ketoprofenu ze stalych
rozproszen i mieszanin fizycznych posiadal 7 wejs¢ (Tabela 4). Wykonanie
analizy wrazliwoSciowej doprowadzito do redukcji liczby wejs¢ do 4 (Rycina
15, Tabela 8). Wyselekcjonowane zmienne (Tabela 8) mozna okreslic mianem
zmiennych Kkluczowych. Testowanie zredukowanego modelu neuronowego
wykazalo przydatnoS¢ analizy wrazliwoSciowej. Wykazano, iz blad
generalizacji byl mniejszy niz dla modelu z 7 wejSciami, a roznica bledow
byla istotna statystycznie (Tabela 9). Mimo znacznej redukcji liczby wejsc
mozliwe bylo efektywne uczenie, gdyz pozostale wejScia pozwalaly na
zroznicowanie formulacji przedstawianych sieci neuronowej. Nalezy

zaznaczyC, ze o ile redukcja wartosci VCdim poprzez usniecie czeSci wejS¢
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jest korzystna z punktu widzenia zdolnoSci generalizacji sieci neuronowej, to
jednak nadmierna redukcja moze spowodowacC usuniecie istotnych
informacji niezbednych do otrzymania prawidtowego modelu zagadnienia. W
celu potwierdzenia zasadnoSci redukcji wejSC¢ przeprowadza sie zwykle
weryfikacje zredukowanego modelu 2z wuzZyciem zbioru danych nie
przedstawianego sieci podczas uczenia [94].

Weryfikacja zredukowanej sieci neuronowej zostala przeprowadzona z
uzyciem zbioru danych, zawierajacego informacje na temat szybkoSci
rozpuszczania ketoprofenu ze stalych rozproszefi i mieszanin fizycznych
zawierajacych jako nosnik hydroksypropylometyloceluloze (HPMC). Nosnik
ten stanowil nowa struktura chemiczna dla sieci neuronowej. Wyniki prac
doswiadczalnych w tym zakresie wykazaly, ze szybkoSC rozpuszczania
ketoprofenu ze stalego rozproszenia ketoprofen + HPMC (1+1) byta mniejsza
niz z mieszaniny fizycznej o takim samym skladzie. Sie¢ neuronowa, mimo ze
nie przewidziata dokladnie przebiegu profilu rozpuszczania ketoprofenu, to
jednak byla w stanie w zadowalajacy sposob przewidzie¢ lepsze wyniki
rozpuszczania ketoprofenu z mieszaniny fizycznej niz z odpowiadajacego jej
skltadem stalego rozproszenia (Rycina 16).

Uzycie neuronowego wstepnego przetwarzania danych mialo stuzyc¢
dalszej poprawie jakosci neuronowego modelu profilu rozpuszczania
ketoprofenu. Wstepne przetwarzanie danych jest rozumiane jako wszelkie
transformacje danych pozwalajace sieciom na latwiejsze uczenie. Dotyczy to
m.in. dostosowywania zakresé6w danych do dziedziny funkcji aktywaciji,
normalizacji rozkladow statystycznych, kompresji itd. Tak dlugo, jak nie
zostanq zatracone jakiekolwiek istotne wlasciwosci danych, dopuszczalne sa
dowolne procedury wstepnego przetwarzania [81, 91]. W zwigzku z tym w
niniejszych badaniach testowano mozliwosci uzycia sieci neuronowych jako
narzedzi przetwarzajacych dane dla innych modeli neuronowych. Celem
aproksymacji przebiegu funkcji stezenie-czas przez system PKB 2.0 (Rycina
9) byla poprawa jakosci neuronowego modelu rozpuszczania ketoprofenu ze
stalych rozproszen. Dla zredukowanego do 4 wejS¢ modelu 3_2 hid tanh
wykazano, ze poprawa nie dotyczyla bezposrednio wlasciwosci

predykcyjnych, a raczej zdolnosci interpolacyjnych sieci neuronowej (Rycina
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17). Swiadcza o tym statystycznie istotnie roznice wynikow testowania
modeli neuronowych na zbiorach danych z wstepnym przetwarzaniem
(Tabela 10). Otrzymany blad testowania sieci uczonych na zbiorach
oryginalnych roznil sie o ok. 3 jednostki od sieci uczonych na danych z
wstepnym przetwarzaniem. Neuronowe wstepne przetwarzanie danych
wzbogacito wtasciwy model profilu rozpuszczania ketoprofenu ze stalych
rozproszei i1 mieszanin fizycznych dzieki dostarczeniu informacji
niedostepnej w danych oryginalnych.

Wyniki powyzszych badan sklonily do rozbudowy bazy wiedzy.
Uzyskano zbior danych liczacy 3000 rekordow, ktore opisuja 269 formulacji
stalych rozproszefi i mieszanin fizycznych. Pozwolilo to na stworzenie
uniwersalnego modelu zaleZnosci profilu rozpuszczania substancji
leczniczych z ukladow z nosnikami o zréznicowanej budowie chemiczej. Z
uwagi na wymagania zwigzane z opisem skladu formulacji liczbe wejsc
zwickszono do 16. Niezbedne okazalo sie wprowadzenie m.in. zmiennych
charakteryzujacych substancje lecznicza i warunki prowadzenia badan
szybkosci rozpuszczania (Tabela 5). Proba modelowania tak przygotowanych
danych skonczyla sie¢ niepowodzeniem. System neuronowy nie potrafit
rozrozni¢ substancji leczniczej charakteryzujacych sie dobra lub stabg
rozpuszczalnoscia na podstawie tylko indeksu konektywnosci (CI) i masy
czgsteczkowej. W wiekszosSci przypadkow stosowanie stalych rozproszen ma
na celu zwickszenie rozpuszczalnoSci substancji leczniczej trudno
rozpuszczalnej w wodzie. Znane sa jednak przyklady zastosowania metody
sporzadzania stalych rozproszen w celu spowolnienia szybkosSci
rozpuszczania substancji leczniczych dobrze rozpuszczalnych w wodzie [65].
Tak wiec obecnoS¢ w jednym zbiorze uczgacym dwoch rodzajow statych
rozproszeni moze nastrecza¢ problemy w kompleksowej analizie szybkosSci
rozpuszczania substancji leczniczej. W zwiazku z tym celowa byta rozbudowa
wektora wejSciowego o zmienna klasyfikujaca rozpuszczalnoS¢ substancji
leczniczej.

Poprzez dodanie zmiennej kodujacej rozpuszczalnoSC¢ substancji
leczniczej spowodowano zwickszenie liczby wejS¢ modelu neuronowego do 17

(Tabela 11). Tak sformatowane dane pozwalaja na zachowanie
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uniwersalnosci modelu neuronowego. Poszukiwanie optymalnej architektury
sieci neuronowej doprowadzilo do wyselekcjonowania picciowarstwowej sieci
80_40_20_10 hid tanh_bmlIn_scale+- (Rycina 18). Zwraca uwage jej stopien
komplikacji skorelowany z rozmiarem bazy wiedzy liczacej ok. 3000
rekordow. Jest to jedna z najwickszych sieci neuronowych uzytych w
niniejszej pracy. Dla zobrazowania jej stopnia komplikacji wystarczy
przytoczyC catkowita liczbe wag, ktora wynosi 5570. Mimo, iz zanotowano
znaczny spadek btedu generalizacji w stosunku do sieci opartych na 16-
elementowym wektorze wejsciowym (z RMSE = 19 na RMSE = 14,7), do
poprawy zdolnoSci predykcyjnej modelu neuronowego opartego na 17-
elementowym wektorze wejSciowym uzyto komitetu ekspertow. Komitet
ekspertow zlozony z 10 sieci neuronowych okazal sie bardziej skutecznym
narzedziem przewidywania szybkoSci rozpuszczania substancji leczniczych
ze statych rozproszen i mieszanin fizycznych. Uzyto Sredniej arytmetycznej
jako elementu przetwarzajacego komitetu ekspertow, gdyz zastosowanie
innej sieci neuronowej w tym charakterze nie przyniosto spodziewanej
poprawy jakosci modelu. Wartos¢ bledu generalizacji RMSE wyniosta 13,4.
Uzyskano wiec dodatkowy spadek bledu o 1,3 jednostki.

Otrzymano znacznie lepsze wyniki modelu neuronowego opartego na
wektorze wejsciowym skladajacym sie z 17 elementow i zawierajacym
zmienng klasyfikujaca rozpuszczalnos¢ substancji leczniczej (Tabela 11), niz
dla sieci opartej na 16-elementowym wektorze wejSciowym bez klasyfikacji
rozpuszczalnosci substancji leczniej w wodzie (Tabela 5). Stwierdzone btedy
wskazuja na to, ze CI i masa czasteczkowa substancji leczniczej nie sq
wystarczajaco  reprezentatywnymi  zmiennymi dla  okresSlenia @ jej
rozpuszczalnosci.

Weryfikacja  zdolnoSci  generalizacyjnych  otrzymanych  modeli
neuronowych przeprowadzona zostala w celu oceny mozliwosci
przewidywania nieznanych skladow iloSsciowych, jak tez i jakoSciowych
stalych rozproszen. Wyniki testowania niektorych architektur sieci
neuronowych za pomoca procedury leave-one-out pozwalajq stwierdzi¢, ze
modele neuronowe sg w stanie dobrze przewidywac profil rozpuszczania

substancji leczniczych z nieznanych sktadow iloSciowych stalych rozproszen
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(Tabela 13). Zastosowanie specyficznego podziatu zbioru bazowego ze
wzgledu na substancje lecznicze ujawnito gorsze zdolnoSci generalizacyjne w
zakresie sktadow jakoSciowych formulacji. Dotyczy to przypadku, kiedy nie
jest znana systemowi neuronowemu budowa chemiczna substancji
leczniczej, ktorej profil rozpuszczania ze stalego rozproszenia nalezy
przewidziec.

Weryfikacja systemu SD_expert przeprowadzona na wybranych
przykltadach pozwolita na stwierdzenie przydatnosci SD_expert do
optymalizacji iloSciowego skladu formulacji wzgledem zadanego profilu
rozpuszczania substancji leczniczej (Rycina 19). Praca systemu polegata na
rownoczesnej optymalizacji wartoSci dwoch wejSC okreslajacych zawartos¢
substancji leczniczej i nosSnika. Nie zawsze wartoSC jednego parametru
stanowila dopelmienie wartosci drugiego do jednosSci. Warunek taki zawsze
powinien byc¢ spelniony dla dwuskladnikowych stalych rozproszen. Stad tez
w kolumnie ,Znalezione” (Tabela 12) jako odpowiedzi systemu podano dwie
propozycje systemu przyjmujac raz przewidziana zawartoSC substancji
leczniczej, a drugi raz zawartos¢ nosnika za podstawe do obliczenia sktadu
formulacji. Znalezienie wtasciwych skladéow ilosciowych w 6 na 8
testowanych przypadkow wskazuje na dobre wlasnoSci generalizacyjne
systemu SD_expert w zakresie wspomagania doboru sktadu iloSciowego w
nieznanej formulacji. Nalezy w tym miejscu przypomniec, Zze sieci neuronowe
uzyte w tym eksperymencie nie mialy w swojej bazie wiedzy formulacji
przedstawianych im do znalezienia. Tym samym potwierdzona zostala
funkcja doradcza systemu SD_expert.

Eksperyment z dodawaniem jednego rekordu zbioru testowego do
zbioru uczacego pozwolil na ukazanie mozliwoSci zastosowania systemu
neuronowego do screeningu in silico [80] w celu znalezienia optymalnej
postaci leku. Niewielki dodatek informacji uczacej spowodowatl spadek btedu
testowania o ok. 6 jednostek. Prowadzi to do wniosku, ze aby wykorzysta¢ w
pelni mozliwoSci systemu neuronowego nalezy wykonac limitowana serie
badan doswiadczalnych, ktorych wyniki postuza nastepnie do douczenia
sieci neuronowych. Tak douczony system neuronowy jest bardziej precyzyjny

i moze znacznie efektywniej wspomagac¢ poszukiwania nowej formulacji.
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Neuronowy model profilu rozpuszczania dowolnej substancji leczniczej
ze statych rozproszen z wybranymi nosnikami postuzyt jako kolejny przyktad
zaleznosSci stopnia komplikacji optymalnej architektury od wielkoSci zbioru
uczacego. W oparciu o wyselekcjonowane dane opisujace jedna grupe
nosnikow, tj. polioksyetylenoglikole, zbudowano specjalistyczny model
neuronowy przewidujacy profil rozpuszczania réznych substancji leczniczych
ze statych rozproszen. Bazowy zbior danych liczyl ok. 800 rekordow. Sposrod
20 wytrenowanych architektur sieci neuronowych wybrano optymalna
architekture 20_7 hid tanh (Rycina 20). Architektura ta okazala sie znacznie
mniejsza niz sie¢ 80_40_20_10 hid tanh_bmln_scale+- bedaca optymalna dla
opisanego powyzej uniwersalnego modelu profilu rozpuszczania substancji
leczniczych ze stalych rozproszen z nosnikami o réoznej budowie chemiczne;j

(Rycina 18).

2. MIKROEMULSJE

Modele neuronowe opracowane dla ukladow mikroemulsyjnych sa,
podobnie jak dla stalych rozproszen, modelami predykcyjnymi. Z punktu
widzenia metodyki, budowa neuronowego modelu zaleznoSci powstawania
mikroemulsji od rodzaju i iloSci poszczegolnych skladnikow opierata sie na
takich samych zasadach jak dla statych rozproszen. Jednak pomimo uzycia
w procesie poszukiwania najlepszego modelu niejednokrotnie identycznych,
jak dla stalych rozproszen, architektur sieci neuronowych, optymalne
architektury dla ukladow mikroemulsyjnych znacznie sie roznity.

Skonstruowano opis jakosciowego i ilosciowego skladu mikroemulsji z
uzyciem wektora wejSciowego liczacego 12 zmiennych (Tabela 15). Rozmiar
wektora wejSciowego okazal sie wystarczajacy do zroznicowania 118
formulacji mikroemulsji znajdujacych sie w bazie wiedzy. Dane =z
piSmiennictwa jako baza wiedzy systemu stuzyly trenowaniu i selekcji sieci
neuronowych.

Optymalna sieC neuronowa, znaleziona w toku eksperymentow

numerycznych, posiadata pieciowarstwowa, skomplikowana architekture
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20_16_8_4 hid tanh (Rycina 23). Jej blad catkowity (EG) wyniost okoto 17%
(Tabela 16) przy optymalnym progu decyzyjnym dla tej architektury.
Architektura sieci z czterema warstwami ukrytymi jest rzadko spotykana w
piSmiennictwie. Znane jest twierdzenie o tym, iz wystarczy jedna warstwa
ukryta do przyblizenia dowolnej funkcji przez sie¢ neuronowa [52]. Jednak z
doswiadczen wlasnych jak i z pojawiajacych sie ostatnio doniesien o uzyciu
wiecej niz jednej warstwy ukrytej w sieciach typu MLP [5, 31] wynika, ze
bardziej skomplikowane sieci moga byC skuteczniejsze w modelowaniu niz
sieci dwuwarstwowe. Tak tez i stalo sie w przypadku modelowania ukladow
mikroemulsyjnych, gdzie pieciowarstwowa sieC neuronowa okazala sie byc¢
najlepsza sposrod testowanych sieci jedno- i wielowarstwowych (testowano
sieci z liczba warstw maksymalnie do 6). Istota powodzenia
wielowarstwowych architektur wydaje sie¢ byc ich elastycznos¢ wynikajaca z
bardziej zroznicowanej topologii oraz poszczegolnych przeksztatcen
realizowanych przez kolejne warstwy ukryte. Przeksztalcenia te mozna czesto
utozsamiaC z kompresjqa danych, ktora jesSli jest odpowiednio
przeprowadzona, moze ulatwi¢c prace dalszym warstwom i pozwoli¢ na
wyluskanie najistotniejszych informacji. Jest to analogiczny proces jak w
przypadku sieci z kontrapropagacja [52, 114], z tym ze tutaj kompresja
informacji jest bardziej stopniowa. NaleZy tez w tym miejscu zauwazyc¢, ze
nadmierna iloS¢ warstw moze przyczyniac sie¢ do destabilizacji sieci
neuronowej [77] objawiajacej sie np. jednakowa odpowiedzia na wszystkie
wzorce uczace 1 testowe. Takie zachowanie bylo niejednokrotnie
obserwowane w czasie eksperymentow numerycznych, chociaz dotyczylo
zazwyczaj nadmiernie dlugiego treningu, podczas ktorego pojawial sie tzw.
efekt ,zmeczenia” sieci [81].

Sporzadzono 55 formulacji mikroemulsji, kierujac si¢ przewidywaniami
optymalnej architektury 20_16_8_4 hid tanh, ktore =zlozyly sie na
weryfikacyjny zbiéor danych (PRAKT). Potwierdzono obecnos¢ uktadow
izotropowych w 15 sposrod 55 zaproponowanych formulacji. Duza wartos¢
btedu calkowitego osiagnieta podczas testowania zbioru PRAKT (Tabela 18)
wynikala z obecnosSci formulacji zawierajacych skladniki, ktore nie

wystepowaly dotychczas w zbiorze uczacym, jak np. Brij® 58. Oznacza to, ze
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sie¢ 20_16_8_4 hid tanh jest w stanie stosunkowo poprawnie generalizowac
sktad iloSciowy mikroemulsji, natomiast generalizacja skladu jakoSciowego
jest trudniejsza. Z uwagi na to, zmodyfikowano model neuronowy poprzez
budowe komitetow ekspertow i wstepne przetwarzanie danych.

Komitety ekspertow budowano w oparciu o najlepsze z trenowanych
architektur sieci podczas 10-krotnego wzajemnego sprawdzania jako
alternatywne rozwiazanie w stosunku do pojedynczej sieci 20_16_8_4 hid
tanh. Wykazano znacznie mniejszy blad calkowity testowania na zbiorze
PRAKT niz osiagniety przez pojedyncza sie¢ neuronowaq (Tabela 19). Mimo, iz
ilos¢ trafnych odpowiedzi zmniejszala sie wraz z bledem catkowitym EG, to
jednak byta ona wyzsza niz w przypadku pojedynczej sieci 20_16_8_4 hid
tanh przy wartosci progu decyzyjnego 90%. Prog ten zostal wybrany a priori z
uwagi na napotkane trudnoSci w jego optymalizacji, jak tez i zalozenia
dotyczace funkcji systemu neuronowego. Z punktu widzenia funkcji
doradczej systemu Kkorzystne jest, aby jak najmniejsza iloS¢ odpowiedzi
falszywie pozytywnych FD* przypadata na jak najwicksza liczbe trafien GD*.
Dzicki temu decyzja systemu o wystepowaniu mikroemulsji charakteryzuje
sie wysokim prawdopodobienstwem trafienia.

Opisany komitet ekspertow stal sie podstawa systemu ME_expert
zaprojektowanego z myslq o poszukiwaniu optymalnego sktadu mikroemulsji
wzgledem  zadanych  kryteriow. Przeprowadzono eksperymenty =z
poszukiwaniem mikroemulsji o duzej zawartosci fazy wodnej. Iteracyjna
praca systemu ME_expert polegala na doborze skladu jakoSciowego do
zalozonego skladu iloSciowego. W wyniku eksperymentow numerycznych
zaproponowane zostato 8 formulacji potencjalnych mikroemulsji (Tabela 20),
ktore charakteryzowaly sie jednakowym skladem iloSciowym (Rycina 24).
Weryfikacja doswiadczalna przewidywan systemu neuronowego
przedstawiona w tabeli 21 w pelni potwierdza skutecznoS¢ neuronowego
systemu wspomagania poszukiwania skladu mikroemulsji. Blad catkowity
EG rzedu 23% przy trafnosci GD* ok. 77% to wynik, ktéry nalezy uznac za
bardzo dobry. Nalezy rowniez podkresSlic, ze zaproponowane przez system
ME_expert formulacje zawieraja skladniki mikroemulsji nieznane systemowi

neuronowemu. Potwierdza to, ze dobrze wytrenowany model neuronowy
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moze ekstrapolowac wlasciwosci substancji pomocniczych i generalizowa¢ w
spos6b prawidlowy powstajace na ich bazie formulacje. Zwraca réwniez
uwage niski poziom iloSci odpowiedzi fatszywie pozytywnych FD*.

Masters [81] oraz Marciniak i wsp. [91] zwrdcili uwage, ze dobor wlasciwej
metody przetwarzania danych moze decydowacC o poprawie jakoSci modelu
neuronowego. Z tych wzgledow zastosowano modyfikacje wstepnego
przetwarzania danych, ktore dotyczyly zaro6wno sposobu skanowania danych
z graficznych plikow obrazujacych trojkaty fazowe jak tez i pozniejszej
obrobki danych cyfrowych.

Opracowane dwa rozne algorytmy skanowania plikow graficznych
obrazujacych trojkaty fazowe znacznie sie od siebie réznia (Rycina 22).
Skanowanie rownomierne co 2% na osi zawartosci skltadnikow mikroemulsji
(scan_2_2) pozwala na otrzymanie jednolitego obrazu trojkata fazowego
niezaleznie od wielkoSci obszaru zajmowanego przez mikroemulsje, za$
algorytm Intelliscan wykrywa gléwnie granice przejs¢ fazowych. Procedura
Intelliscan programu Phase_diagr zostala zaprojektowana z mySla o
znacznej kompresji danych z jednoczesnym zachowaniem dokladnosSci opisu
trojkata fazowego. Algorytm Intelliscan wykorzystuje prosta redukcje ilosci
pikseli z zeskanowanej linii poprzez podzielenie ich iloSci przez wartosc
wspotczynnika kompresji. Jedynymi odstepstwami od tej reguly sa piksele,
ktorych sasiedzi maja inny kolor, co jest rownoznaczne z zachowaniem
granic jednakowych obszarow. Zalozono, iz sieci neuronowe beda w stanie
nauczy¢ sie zasady, ze w Srodku obszaru ograniczonego pikselami
opisujacymi obecnos¢ mikroemulsji lub jej brak, nie ma zadnych przejS¢
fazowych. Mimo swej prostoty Intelliscan pozwolil na efektywna digitalizacje
danych graficznych i przedstawienie tak przetworzonych danych sieciom
Neuronowym.

Wyniki 10-krotnego wzajemnego sprawdzania dla sieci 20_16_8_4 hid
tanh_scan_2_2 uczonej na zbiorze danych scan_2 2 sa znacznie lepsze niz
dla tej samej sieci uczonej na danych uzyskanych z algorytmu Intelliscan
(Tabela 16 i 35). Blad catkowity EG wynosil ok. 10%. Podczas testowania na
zbiorze PRAKT blad calkowity EG przy progu decyzyjnym 90% wyniost ok
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23% (Tabela 36). Jest to ponad trzykrotnie wicksza wartos¢ bledu EG w
poréwnaniu do architektury uczonej na danych Intelliscan (Tabela 18 i 36).
Bezposrednie porownywanie tych dwoch sieci jest jednak niemozliwe z
uwagi na inny rozmiar zbiorow testowych i dystrybucje klas wynikajaca z
odmiennego charakteru algorytmow skanowania. Inny jest tez sklad zbiorow
testowych z powodu losowej procedury wyboru formulacji podczas tworzenia
par zbiorow uczacy-testowy przez program Learn_conv. Biorac pod uwage
opisane powyzej wlasciwosci zbiorow danych, przeprowadzono trening sieci
20_16_8_4 hid tanh w systemie leave-one-out zaréwno na danych
pochodzacych ze skanowania Intelliscan jak tez i scan_2_2. Mialo to na
celu udowodnienie wptywu algorytmu skanowania bitmap na jakoS¢ modelu
neuronowego. Kazdy z wytrenowanych modeli przetestowano na danych
testowych Intelliscan i scan_2_2. Trenowanie architektury 20_16_8_4 hid
tanh w trybie leave-one-out zapobieglo problemom z dystrybucjq danych w
zbiorach testowych, poniewaz iloS¢ formulacji w obydwu przypadkach byla
taka sama (118), a tryb wyboru danych do zbioréow testowych byl
deterministyczny. KolejnoS¢ wylaczania poszczegonych formulacji ze zbioru
bazowego do testowego podczas tworzenia par zbiorow uczacy-testowy byla
taka sama zaréwno w przypadku danych Intelliscan jak i scan_2_2. Dzieki
temu, testowanie np. sieci uczonej na zbiorze Intelliscan z uzyciem zbioru
testowego Intelliscan, czy odpowiadajacego mu scan_2_2 jest zawsze
generalizacjq. Umozliwilo to bezposSrednie poréwnanie Srednich wynikow
generalizacji sieci 20_16_8_4 hid tanh uczonych na danych Intelliscan z
sieciami uczonymi na danych scan_2_2 (Tabela 37 do 40). Analiza wynikow
wskazuje, ze mniejszy jest blad testowania na danych scan_2 2 niz na
danych Intelliscan. Stwierdzono, ze rodzaj zbiorow uczacych nie jest w tym
przypadku czynnikiem istotnym. Testowanie na danych Intelliscan zalezy
od danych uczacych. Sieci uczone na danych scan_2_ 2 uzyskaly lepsze
wyniki generalizacji danych Intelliscan. Réznica bledow catkowitych EG ok.
1,5 % dla optymalnych progow decyzyjnych nie jest istotna statystycznie
(Tabela 38 i 40). Wskazuje to na brak wptywu sposobu skanowania danych
graficznych na jako$¢ modelu neuronowego. Z uwagi na mniejszy rozmiar

zbioréw uczacych Intelliscan, a tym samym mniejszy naklad obliczeniowy
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niezbedny do stworzenia modelu neuronowego. Korzystniejsze wydalo sie
wiec stosowanie tak otrzymanych zbiorow uczacych do przygotowania modeli
neuronowych.

Modyfikacje danych liczbowych polegaly na przeksztalcaniu tych
danych w celu utatwienia uczenia sieci neuronowych. Wszystkie modyfikacje
przeprowadzono tylko dla danych z Intelliscan, co wynikalo z poprzednich
rozwazan dotyczacych braku wptywu algorytmu skanowania bitmap na
jakosc¢ sieci neuronowych. Jedynym wyjatkiem byla procedura binaryzaciji,
ktorej uzyto rowniez w przypadku zbiorow scan_2 2, co mozna z kolei
uzasadnic¢ znaczna roznica ilosci wejS¢ w stosunku do reprezentacji ciagle;j.
Inna iloS¢C wejs¢ moze mie¢ ewentualny wplyw na wrazliwoS¢ tak
skonstruowanych sieci na sposob skanowania bitmap, co nalezalo
zweryfikowac.

Skalowanie linowe w zakresie od 0,2 do 0,8 stosowane bylo rutynowo
wszedzie tam, gdzie nie dokonywano innych przeksztalcen danych, jako
podstawowy sposob dostosowywania danych do dziedziny funkcji aktywacji
modeli neuronowych.

O ile procedury normalizacji i binaryzacji stanowia matematyczne
przeksztalcenia, o tyle dodawanie regul zdroworozsadkowych to juz
Swiadoma ingerencja uzytkownika w dane uczgce polegajaca na dodaniu
informacji o niemoznosSci stworzenia mikroemulsji bez jednego z trzech jej
podstawowych skladnikow.

Wyniki badan wykazaly, ze normalizacja (Tabela 22) nie jest lepszym
rozwiazaniem od skalowania liniowego (Tabela 16). System neuronowy
oparty na  znormalizowanych  danych nie  posiada  zdolnoSci
generalizacyjnych, co uwidocznilo rowniez testowanie na zbiorze PRAKT
(Tabela 23). Przyczyna moze tu by¢ m.in. rodzaj zastosowanej normy
euklidesowej. Doniesienia na temat neuronowych modeli skladu
mikroemulsji zdaja sie potwierdza¢ mala skutecznoS¢ normalizacji danych
jako metody wstepnego przetwarzania [106].

Binaryzacje potraktowano w niniejszej pracy jako zmian¢ reprezentacji
wektora wejSciowego z cigglej na binarna poprzez przekodowanie danych z

systemu dziesictnego na dwojkowy. Wprawdzie w wyniku zastosowania
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referencyjnej sieci 20_16_8_4 hid tanh nie uzyskano mniejszego btedu
(Tabela 24) niz sie¢ uczona na danych ciagtych (Tabela 16), to jednak juz siec
rozmyta 60 hid fuzzy M-SLIDE wykazywala nieznaczna poprawe wynikow
badan (Tabela 25).

Zaprojektowano komitet ekspertow dla modeli opartych na danych
binarnych. Jako element przetwarzajacy wybrano sieC neuronowq o takiej
samej architekturze jak dla danych ciaglych - 7_5_3 hid fsr. Wyniki
testowania na zbiorze PRAKT (Tabela 26) nie odbiegajq znacznie od wynikow
uzyskanych dla komitetu ekspertow opartego na danych skalowanych linowo
w zakresie od 0,2 do 0,8 (Tabela 19). Widoczne jest to zwlaszcza dla progu
decyzyjnego 90%.

W celu wykazania wplywu procesu binaryzacji na jakoS¢ modelu
neuronowego przeprowadzono eksperyment 2z doprowadzeniem bledu
calkowitego EG komitetu ekspertow uczonego na danych binarnych, do
takiego samego poziomu, co blad komitetu ekspertow uczonego na danych
cigglych. Dokonano tego poprzez zmiane progu decyzyjnego. Obydwa
systemy neuronowe wykazaly podobna charakterystyke odpowiedzi zaréwno
FD* jak i GD* (Tabela 28). Uzycie sieci o architekturze 15_7_5 hid tanh w
charakterze elementu przetwarzajacego komitetu ekspertow dla danych
binarnych pozwolilo poprawi¢ wyniki. Testowanie na zbiorze PRAKT
wskazuje, ze odpowiedzi sieci 15_7_5 hid tanh sa praktycznie binarne, tj. nie
wystepuja wartosci posrednie pomiedzy O a 1 (Tabela 27). Spontaniczna
dychotomizacja odpowiedzi systemu neuronowego jest niezwykle cenna z
uwagi na brak problemu optymalizacji progu decyzyjnego. Wprawdzie btad
uzyskany dla tej sieci jest wyzszy (EG = 9%), ale za to poziom prawidlowych
decyzji GD* jest znacznie wyzszy, bo az ok. 34%. Stosujac opisana wyzej
procedure doprowadzania bledu catkowitego do jednakowego poziomu
porownano  architektury 1575 hid tanh bedace elementami
przetwarzajacymi komitetow ekspertow opracowanych dla danych binarnych
i cigglych. Osiagnieto roznice ok. 13% prawidlowo sklasyfikowanych
odpowiedzi GD* (Tabela 29) na korzySC systemow opartych na danych

binarnych.
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Komitet ekspertow dla danych skalowanych linowo w zakresie od 0,2 do
0,8 skladat sie z 10 sieci neuronowych uczonych na danych oryginalnych,
podczas gdy komitet ekspertow dla danych binarnych zbudowano w oparciu
0 6 sieci uczonych na danych oryginalnych. Z tego wzgledu zdecydowano, ze
obok poréwnywania odpowiadajacych sobie architektur sieci drugiego rzedu,
nalezy porownacC ze soba optymalne architektury sieci drugiego rzedu.
Zasada eksperymentu polegala na doprowadzeniu jednej 2z sieci
neuronowych do poziomu btedu -catkowitego EG drugiej. Kryterium
zroznicowania byly wartosci GD* i FD*. Wyniki zastosowania powyzszej
procedury do poréwnania miedzy soba sieci 15_7_5 hid tanh (dane binarne)
z siecia 7_5 3 hid fsr (dane skalowane liniowo w zakresie od 0,2 do 0,8)
Swiadcza o przydatnosci techniki binaryzacji w konstruowaniu neuronowego
modelu mikroemulsji (Tabela 30). Roznica w wartosci GD* pomiedzy
obydwiema sieciami wynosila 14%. Dodatkowo wykazano, iz dla kazdej
reprezentacji danych istnieje inna, optymalna architektura sieci neuronowe;j.

Mimo zastosowania binaryzacji danych pochodzacych ze skanowania
rownomiernego co 2% nie uzyskano lepszych wynikow predykcji (Tabela 41).
Stanowi to potwierdzenie skutecznoSci stworzonego algorytmu kompresji
Intelliscan. Wydaje sie¢ on w zupelnoSci wystarczajacy do digitalizacji
danych z tréjkatow fazowych bez utraty jakosci modelu neuronowego.

Dodawanie regul zdroworozsadkowych potraktowano jako metode
wstepnego przetwarzania danych majaca za zadanie wzbogacenie wiedzy
systemu neuronowego o doswiadczenia empiryczne. Jako przyklad wzieto
pod uwage znang zasade o niezbednosci trzech podstawowych skladnikow
(tenzyd, faza olejowa i wodna) do powstania mikroemulsji. Odpowiednio
zmodyfikowane dane dodane zostaly do zbioru uczacego, za pomoca ktorego
wytrenowano  wyselekcjonowana  wczeSniej optymalna  architekture
20_16_8_4 hid tanh. Wyniki testowania sieci 20_16_8_4 hid tanh na danych
obrazujacych reguly zdroworozsadkowe wskazuja na to, ze sieC jest w stanie
prawidtlowo przewidywaC brak mikroemulsji podczas nieobecnosci
ktoregokolwiek z podstawowych sktadnikow (Tabela 31). Na tym samym
zbiorze przetestowano sie¢ 20_16_8_4 hid tanh uczona bez dodatku regut

zdroworozsadkowych. Wyniki testowania (Tabela 32) nie pozostawiaja
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watpliwosci, ze sieci uczone na oryginalnych danych, same w czasie procesu
uczenia stworzyly reguly zdroworozsadkowe dotyczace koniecznosci uzycia
poszczegolnych skladnikow do powstania mikroemulsji. Uzasadnieniem
powyzszego stwierdzenia sa zerowe wartosci btedow EG i FD* oraz GD*, ktore
wynikaja z odpowiedzi sieci reprezentujacych brak mikroemulsji dla
wszystkich rekordow zbioru testowego, co jest zgodne z zalozona postaciaq
reguly zdroworozsadkowe;j.

Testowanie sieci 20_16_8_4 hid tanh uczonej na danych wzbogaconych o
reguly zdroworozsadkowe na zbiorze PRAKT ujawnilo trudnosci z
generalizacjq tak przygotowanego systemu (Tabela 33). Wskazuje na to
zerowa wartosci GD*, ktora oznacza, ze system nie przewidzial w zadnym
przypadku obecnosci mikroemulsji. Obserwowana nadmierna
zachowawczoS¢ sieci neuronowej moze wynikac z niewielkiej liczby rekordow
opisujacych wystepowanie mikroemulsji w stosunku do wielkoSci calego
zbioru uczacego. Oznacza to nierownq dystrybucje klas w zbiorze uczacym.
Moze to spowodowac, ze mniej licznie reprezentowana klasa bedzie w czasie
uczenia traktowana przez sieC neuronowsa jako zaklocenie, a nie wazna
przeslanka do stworzenia reprezentatywnego modelu mikroemulsji.
Niebezpieczenstwo potraktowania waznej informacji jako szumu przez siec¢
neuronowa wynika ze sposobu uczenia sieci. Uczenie polega na iteracyjnym
przedstawianiu sieci neuronowej poszczegolnych rekordow danych i
dobieraniu wartoSci wag po obliczeniu bledu sieci dla danego wzorca
uczacego. Prezentacja rekordow danych do uczenia odbywa sie w sposob
losowy z wylqczaniem [81] tj. kazdy rekord raz prezentowany sieci jest
wylaczany z uczenia dopoki nie zostanie przedstawiony sieci caty zbior
uczacy. Nie ma wiec tutaj preferencji dla zadnych rekordéw danych, co
oznacza, ze to ile razy sieC spotka sie z danq klasa wartoSci wyjSciowych
zaleze¢ bedzie tylko od dystrybucji klas w zbiorze uczacym. Od iloSci
prezentacji danej klasy zalezy to, czy sieC zapamieta te klase jako istotna, czy
tez potraktuje jako chwilowe zaburzenie w danych. Pewnym paradoksem jest
to, ze w takiej sytuacji zdolnoSci generalizacyjne sieci neuronowej, za ktore
odpowiedzialna jest m.in. umiejetnoS¢ ignorowania rzadko wystepujacych

klas wyjS¢, moga stac sie przyczyna ztego uwarunkowania modelu.
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W celu wyjasnienia, czy nierowna dystrybucja klas w zbiorze uczacym jest
przyczyna  trudnosci z  generalizacja, przeprowadzono dodatkowo
eksperyment z rownowazeniem iloSci rekordow dla kazdej z klas odpowiedzi
systemu neuronowego.

Wyniki testowania na zbiorze PRAKT sieci 20_16_8_4 hid tanh uczonej na
zbiorze wzbogaconym o reguly zdroworozsadkowe i poddanym rownowazeniu
klas (Tabela 34) odbiegaja od poprzednio uzyskanych dla sieci bez
rownowazenia Kklas (Tabela 33). Rownowazenie klas doprowadzilo do
nadmiernego ,optymizmu” sieci neuronowej popelniajacej teraz znacznie
wiecej bledow FD*. Wydaje sie, ze takie zachowanie moze by¢ spowodowane
znaczna roznica w wielkosci zbiorow uczacych. Zbior danych wzbogacony o
reguly zdroworozsadkowe liczyl ok. 250 000 rekordow, za$ ten sam zbior
poddany procesowi rownowazenia klas ok. 470 000 rekordow. Architektura
20_16_8_4 hid tanh, chociaz optymalna dla oryginalnych danych (zbior
bazowy ok. 65 000 rekordow), jest niewystarczajaca dla wiekszych zbiorow
danych. Pewna przestanka uzsadniajaca powyzsze twierdzenie jest fakt
zakonczenia uczenia sieci 20_16_8_4 hid tanh uczonej na danych z
rownowazeniem klas, juz po ok. 6 mln. iteracji, chociaz trenowano ja do 20
mln iteracji. Nalezy wiec stwierdzi¢, ze wprowadzenie dodatkowo sztucznie
utworzonych danych nie wptynelo na poprawe jakosSci modelu neuronowego.
Sztuczne dodawanie rekordow uczacych okazato sie nie tylko szkodliwe dla
modelu neuronowego, ale rowniez niepotrzebne z uwagi na to, iz sieC
neuronowa stworzyla samodzielnie regule o niezbednosci podstawowych

skltadnikow mikroemulsji.
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3. APROKSYMACJA FUNKCJI STEZENIE-CZAS W BADANIACH
IN VITRO1 IN VIVO.

Sieci neuronowe sa nazywane uniwersalnymi aproksymatorami z
uwagi na swoje wlasnoSci adaptacyjne bedace rezultatem zdolnosci do
uczenia sie [52, 77, 91, 94, 109, 114, 136]. Aproksymacja roznego rodzaju
funkcji stala sie podstawowym zadaniem, w Kktorym sieci neuronowe
udowodnily swoja przydatnosc. Jest to rowniez jeden z gtownych sposobow
testowania jakoSci nowych algorytmow uczacych.

Do aproksymacji funkcji stezenie-czas wykorzystano w wickszym
stopniu zdolnosci sieci neuronowych do interpolacji niz do ekstrapolacji.
Oznacza to, ze model neuronowy powinien dokladnie przewidywac przebieg
krzywej stezenie-czas w zakresie bazy wiedzy. Nie jest wymagane od modelu
neuronowego, aby przewidywal wyniki spoza zakresu bazy wiedzy.

System PKB 2.0 skonstruowany do przeprowadzenia aproksymacji
funkcji stezenie-czas bazowal na dwoch sieciach neuronowych (Rycina 25),
ktore pracowaly w charakterze komitetu ekspertow. Zalozono, ze ta sama
architektura uczona wielokrotnie od losowo dobranych startowych wartosSci
wag znajdzie inne minimum lokalne funkcji celu, bliskie minimum
globalnemu. Taki typ pracy sieci znany jest pod nazwq multistartu [77, 94].
Dodatkowo, obie sieci A i B roznilty sie kryteriami zatrzymania uczenia: siec A
uczona byla maksymalnie do 500 00O iteracji i minimalnego btedu RMSE =
0,02, podczas gdy sieC B uczona byla maksymalnie do 1mln iteracji i bledu
RMSE = 0,01. Tak wiec model neuronowy aproksymowanej funkcji
powstawal dwuetapowo: w pierwszej kolejnosci dobierany byl ogolny
charakter modelu przez sie¢c A, a w drugim etapie sieCc B dopasowywala
szczegotowq posta¢ modelu neuronowego.

Przyklad aproksymacji przebiegu stezen mupirocyny w osoczu szczura
(Rycina 29) ilustruje opisany powyzej tok pracy systemu neuronowego. Na
rycinie 29A przedstawiono wstepny etap uczenia sieci neuronowej. Widoczne
jest stabe dopasowanie modelu do danych w przeciwienstwie do dokladnej

aproksymacji przedstawionej na rycinie 29B, ktora obrazuje koncowy etap
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uczenia i uSredniania modeli neuronowych. Zwraca uwage takze zdolnos¢
sieci neuronowych do odrzucania wynikow obarczonych duzymi btedami
(outliers).

Wykorzystanie danych symulowanych pozwolito na weryfikacje
dokladnosSci aproksymacji zarowno przebiegu krzywej stezenie-czas in vitro
jak i in vivo. Porownanie parametrow obliczonych bezpoSrednio z rownan
symulowanych przebiegow krzywych stezenie-czas z otrzymanymi przez sieci
neuronowe pozwala stwierdzi¢, ze system neuronowy jest w stanie dorownac
regresji logarytmicznej (Rycina 26, Tabela 42), jak réwniez prawidlowo
przewidywac¢ proste modele kompartmentowe (Rycina 27, Tabela 43).
Przyklad regresji logarytmicznej wskazuje, ze jeSli jest znana postac
matematyczna modelu opisujacego dane zjawisko, to metody statystyczne
daja dokladniejsze wyniki niz sie¢ neuronowa, chociaz roznica pomiedzy
obydwoma modelami nie jest istotna statystycznie. Nalezy rowniez zwrocic¢
uwage na niewielka iloS¢ danych na podstawie ktorych sieci musiaty
stworzy¢C modele przebiegu zmian stezen, tj. 11 punktow czasowych w

przypadku badan in vitro i 6 w przypadku badan in vivo.
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Rycina 29. Dwa etapy aproksymacji funkcji stezenie-czas przez system PKB 2.0. A - etap
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poczatkowy. B - etap koncowy. Przebieg stezefi mupirocyny w osoczu szczura po podaniu

dozoladkowym mupirocyny w postaci liposomow.
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Modele neuronowe mozna probkowa¢ z dowolna dokladnoscia co
znajduje zastosowanie przede wszystkim w calkowaniu numerycznym.
System PKB 2.0 jest wyposazony w modul obliczania pola powierzchni pod
krzywa stezenie-czas (AUC). Wykorzystano do tego celu metode trapezow
nalezaca do tzw. kwadratur Newtona-Cotesa. DokladnosS¢ metody trapezow
zalezy odwrotnie proporcjonalnie od dlugosci przedzialu probkowania
calkowanej funkcji [38]. Istotne jest wiec probkowanie aproksymowanej
funkcji matymi przedzialami o jednakowej dlugosci. Stanowi to wymog
prawidlowego stosowania metody trapezow. Witasciwosci takie sq oferowane
przez system PKB 2.0.

Modelowanie danych doswiadczalnych réowniez okazalo sie mozliwe do
wykonania za pomocqa systemu PKB 2.0. Uzycie tego systemu pozwolilo
dopasowaC krzywa stezenie-czas do bardziej skomplikowanego przebiegu
zmian stezen mupirocyny w osoczu szczura po podaniu dozoladkowym
(Rycina 28). Nie powiodlo sie modelowanie powyzszych danych z uzyciem
prostych modeli kompartmentowych. W tej sytuacji uzywajac klasycznych
narzedzi  nalezaloby  znalezC  odpowiedni, niestandardowy model
farmakokinetyczny i dobrac¢ jego parametry. Jest to zadanie trudne, z uwagi
na to, ze przestrzen mozliwych rozwigzan jest nieograniczona. W celu
znalezienia  odpowiedniego modelu byloby konieczne testowanie
nieskonczenie wielu postaci funkcji stezenie-czas. Zastosowane sieci
neuronowe znalazly samodzielnie optymalny model zmian stezen mupirocyny
w osoczu szczura. Warto wiec podkreslic raz jeszcze automatyczny proces
znajdywania postaci modelu, ktory wobec zmudnego poszukiwania
odpowiedniej funkcji metodami klasycznymi staje sie podstawowowq
przewaga sieci neuronowych uzytych w zadaniach aproksymacyjnych.

W zakresie prac dotyczacych biofarmaceutycznych aspektow
formutowania postaci leku dotychczas wykorzystywano tylko predykcyjne
wlasciwosci modeli neuronowych [22, 33, 116]. W tym kontekScie cenne
wydaja sie mozliwoSci aproksymacyjne udostepniane przez system PKB 2.0
dla badan in vitro i in vivo, tym bardziej wobec faktu, Ze iloS¢ prac

dotyczacych tego zagadnienia nie jest znaczna. ByC moze jest to
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spowodowane koniecznoscia posiadania duzych baz danych, co w przypadku

danych pochodzacych z badan in vivo nierzadko jest trudne do osiagniecia.

PODSUMOWANIE

Zaleta wykorzystania sieci neuronowych jest fakt, iz stopien
komplikacji hipotetycznej funkcji opisujacej dane zagadnienie jest mniej
istotny niz w przypadku modelowania statystycznego. Sieci neuronowe sq w
stanie identyfikowac¢ wielowymiarowe zaleznosci w sposéb automatyczny i w
oparciu o dane doswiadczalne je modelowac i generalizowa¢. Rownie wazna
jest zdolnosS¢ sieci neuronowych do tworzenia modeli nieliniowych, ktore sa
trudne do otrzymania metodami klasycznymi [36, 52, 77, 94, 114].

Na przykladzie aproksymacji funkcji logarytmicznej stwierdzono, ze
jezeli znany jest model statystyczny zagadnienia, to nie jest mozliwe
uzyskanie lepszego modelu neuronowego niz wyspecjalizowany model
statystyczny. Tak wiec zastosowanie sieci neuronowych powinno sie
ograniczaC do problemow, ktore nie moga byC opisane przez modele
statystyczne, lub gdy zakladane modele nie sa wystarczajaco precyzyjne.

Modelowanie neuronowe moze tez byC rozpatrywane jako wstepny etap
opracowywania teorii opisujacej dane zagadnienie. W tym KkontekScie
atrakcyjngq wydaje sie by¢ mozliwos¢ ekstrakcji regut z sieci rozmytych lub
MLP, co moze dostarczy¢ tatwej do interpretacji wiedzy nabytej przez system
W czasie uczenia.

Z uwagi na pozytywne wyniki badan nad modelowaniem neuronowym
mozna sadzi¢, ze opracowane neuronowe systemy ekspertowe ME_expert,
SD_expert znajda zastosowanie w projektowaniu formulacji mikroemulsji i
statych rozproszen na zasadzie screeningu in silico [80]. Swiadczg o tym m.in.
zakonczone sukcesem poszukiwania nowych skladow mikroemulsji
przeprowadzone za pomoca systemu ME_expert. Wykazana skutecznosSc
systemu PKB 2.0 w zadaniach aproksymacyjnych pozwala sadzic, ze system
ten znajdzie zastosowanie w opracowywaniu roznorodnych przebiegow
krzywych stezenie-czas w badaniach in vitro i in vivo. Dodatkowym polem

zastosowan systemu PKB 2.0 stanie si¢ tez prawdopodobnie wstepne
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przetwarzanie danych dla modeli neuronowych rozpuszczania substancji
leczniczych ze statych rozproszen.

Zakres zastosowan sieci neuronowych jest praktycznie nieograniczony,
co potwierdzaja doniesienia z piSmiennictwa [91, 114]. Wydaje si¢, ze modele
empiryczne, jakimi sgq sieci neuronowe, staja sie coraz powszechniej
akceptowanym narzedziem modelowania w sytuacjach, gdy nie ma
statystycznej alternatywy [36, 78].

Powyzsze rozwazania oraz przedstawione wyniki badan wskazuja, ze
opracowane oprogramowanie i metodyka wuzycia sieci neuronowych w
technologii postaci leku i biofarmacji pozwola w przysztoSci konstruowac
modele dla innych postaci leku. Dzieki temu zostangq uzyskane cenne
narzedzia wspomagajace proces optymalizacji postaci leku. Przygotowanie
modeli neuronowych opisujacych inne postacie leku jest mozliwe m.in. dzicki
opracowanej bazie specjalistycznych programow narzedziowych stuzacych do
przeksztalcania danych na potrzeby sieci neuronowych. Wraz ze
skonstruowanym symulatorem Nets2003 stanowia one standardowe
narzedzia do modelowania neuronowego.

Z drugiej strony bezposrednia ingerencja w kod zrodlowy pozwoli na
ewentualne dostosowywanie tych mnarzedzi do specyfiki konkretnego
problemu. Przykladem moze tu by¢ program Phase_diagr zaprojektowany
specjalnie z mysla o skanowaniu trojkatow fazowych w celu digitalizacji
danych graficznych. Edycja kodu Zrédlowego opracowanego symulatora sieci
neuronowych Nets2003 pozwala na jego ulepszanie i wykorzystanie
najnowszych trendow w uczeniu sieci neuronowych.

Skonstruowane neuronowe systemy ekspertowe ME_expert,
SD _expert i PKB 2.0 sa tzw. systemami o otwartej architekturze. Oznacza
to, ze po drobnych modyfikacjach interfejsu oraz wyposazeniu ich w
odpowiednio przygotowane sieci neuronowe, mozna modelowa¢ za ich
pomoca zupelnie inne niz dotychczas zaleznosSci. Tak wiec elastycznos¢
opracowanych  neuronowych  systemow  ekspertowych  wynika 2z
automatycznego procesu budowy maszyny wnioskujacej polegajacego na
uczeniu sieci neuronowych z uzyciem odpowiednich danych. Proces ten

wymaga minimalnej interwencji uzytkownika w porownaniu do zmudnego i
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czasochtonnego kodowania wiedzy w klasycznych systemach ekspertowych

[78, 89].
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1. Opracowane oprogramowanie pozwala na skuteczna symulacje
modeli neuronowych niezbednych do analizy danych w technologii
postaci leku, a takZe biofarmacji. Systemy ekspertowe ME_expert i
SD_expert oraz PKB 2.0 spelniaja prawidlowo zadania, do ktorych

zostaly zaprojektowane.

2. Neuronowe modele predykcyjne moga by¢ wykorzystane do
ukierunkowania prac doswiadczalnych, ktorych celem jest
znalezienie optymalnej formulacji danej postaci leku. W tym
kontekScie modele neuronowe mozna traktowac jako maszyny
wnioskujace neuronowych systemow ekspertowych. Wspomaganie
procesu formulacji postaci leku odbywa sie na drodze screeningu in

silico.

3. Mozliwos¢ stosowania jednolitej metodyki modelowania neuronowego
oraz jednolitego oprogramowania zarowno w przypadku modelowania
sktadu mikroemulsji, jak i zaleznoSci profilu rozpuszczania
substancji leczniczej od skladu stalych rozproszen, wskazuje na

uniwersalny charakter sieci neuronowych.

4. Sieci neuronowe pozwalaja na budowe uniwersalnego modelu
zaleznoSci profilu rozpuszczania substancji leczniczej od skladu

stalych rozproszen.
5. Modele neuronowe, opracowane dla ukladow mikroemulsyjnych

moga generalizowa¢ sklad nowych formulacji. Model neuronowy

15_7_5 hid tanh nalezy uznac jako optymalny.
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10.

11.

Generalizacja przez modele neuronowe ilosciowego skladu nowych
formulacji farmaceutycznych jest bardziej precyzyjna od generalizacji

nowego skladu jakoSciowego.

Aproksymacyjne modele neuronowe wykorzystane do obliczania
parametrow krzywych stezenie-czas w badaniach in vitro i in vivo
charakteryzuja sie porownywalng dokladnoscia 2z metodami
statystycznymi. Uniwersalny charakter modeli neuronowych pozwala
na aproksymacje dowolnych przebiegow krzywych przez jeden system

neuronowy.

Sieci neuronowe zdolne sa do selekcji zmiennych kluczowych za
pomoca analizy wrazliwoSciowej. WtaSciwa selekcja zmiennych

kluczowych moze poprawic jakoS¢ modelu neuronowego.
Dodawanie regut zdroworozsadkowych do danych uczacych w celu
poprawy jakosci modelu neuronowego nie jest potrzebne jezeli model

juz takie reguly sam znalazl na podstawie danych empirycznych.

Zespoty sieci neuronowych w postaci komitetu ekspertow sa z reguty

sprawniejsze niz pojedyncze sieci neuronowe.

Sieci neuronowe oparte na logice rozmytej moga stanowic

komplementarne narzedzie modelowania wraz z sieciami typu MLP.
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Niniejsza praca dotyczyla modelowania neuronowego w technologii
postaci leku i biofarmacji.

W celu oceny zdolnoSci sieci neuronowych do generalizacji nowych
formulacji farmaceutycznych przygotowano neuronowe modele profilu
rozpuszczania substancji leczniczych ze stalych rozproszen oraz skladu
mikroemulsji. Opracowanie neuronowych modeli aproksymujacych krzywe
stezenie-czas w badaniach in vitro i in vivo stuzylo weryfikacji zalozenia o
uniwersalnosci modelowania neuronowego w zakresie aproksymacji funkcji
jednej zmienne;.

Szeroki zakres podejmowanych zagadnien wymagal uzycia
roznorodnego oprogramowania takiego jak: symulator sieci neuronowych,
skanery bitmap, arkusze kalkulacyjne, czy tez narzedzia obrobki plikow
tekstowych. W celu zapewnienia maksymalnej elastycznosci i wydajnosci
oraz dostosowania do specyficznych wymogow prowadzenia eksperymentow
numerycznych, podjeto prace nad zaprojektowaniem i wykonaniem zestawu
niezbednych programow komputerowych. Realizacja powyzszego zadania
obejmowata projektowanie algorytmow, struktur danych, formatéw plikow,
graficznych interfejsow uzytkownika, a takze implementacje metod
numerycznych. Jako jezyk programowania wybrano Borland Delphi® 5.0.

Opracowano neuronowe modele predykcyjne przewidujace sklad
mikroemulsji i profil rozpuszczania substancji leczniczej ze stalych
rozproszen.

Wykazano, ze zastosowanie odpowiednio przygotowanych systemow
neuronowych, przede wszystkim w formie zespolow sieci neuronowych,
stanowi interesujace rozwiazanie przy opracowywaniu postaci lekow.
Zaprojektowano tez specjalne programy ME_expert i SD_expert stuzace do
prowadzenia screeningu in silico dla odpowiednich postaci leku:
mikroemulsji i stalych rozproszen. Obydwa systemy oparte na sieciach
neuronowych pozwolily na generalizacje nowych formulacji. Skutecznosc

przewidywan nowych skladow mikroemulsji za pomocq modelu neuronowego
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wynosila 77%. Tym samym zostala potwierdzona doradcza funkcja
neuronowych systemow ekspertowych.

Opracowany na potrzeby modeli skladu mikroemulsji algorytm
Intelliscan pozwolil na uzyskanie znacznej kompresji danych bez utraty
jakosci kodowanej informacji. Dzieki temu mozliwe bylo szybsze uczenie sieci
neuronowych z uwagi na mniejszy koszt obliczeniowy opracowania zbiorow
danych z mniejszq iloSciq rekordow.

W modelowaniu skladu mikroemulsji wykazano, ze sieci neuronowe z
czterema warstwami ukrytymi stanowia optymalne architektury niezbedne
do rozwigzania postawionego problemu.

Oprocz wlasnosci predykcyjnych, wykorzystano z powodzeniem takze
zdolnosci sieci neuronowych do aproksymacji funkcji w analizie danych w
technologii postaci leku, jak réwniez w biofarmacji. Skonstruowano system
PKB 2.0, ktory uzywajac dwoch sieci neuronowych pozwala na
aproksymacje praktycznie dowolnego przebiegu krzywych stezenie-czas w
badaniach in vitro i in vivo z zadana dokladnosciqa. Wykazano, iz
aproksymacja neuronowa, jakkolwiek nieco mniej precyzyjna, moze byc¢
utozsamiana z metoda regresji. Przedstawiono tez przyklad uzycia systemu
PKB 2.0 do aproksymacji przebiegu krzywej stezenie-czas in vivo, dla ktorego
nie udalo sie znalezé prostego modelu farmakokinetycznego. System PKB
2.0 znalazl automatycznie odpowiedni model przebiegu krzywej stezenie-czas
i pozwolil na obliczenie odpowiednich parametrow farmakokinetycznych.
Dodatkowo uzyto z powodzeniem systemu PKB 2.0 do wstepnego
przetwarzania danych na potrzeby modeli profilu rozpuszczania substancji
leczniczych ze statych rozproszen. Wykazano pozytywny wplyw neuronowego
wstepnego przetwarzania danych na zdolnosci interpolacyjne modeli
neuronowych profilu rozpuszczania substancji leczniczych ze stalych
rozproszen.

Wyniki badan potwierdzaja shlusznos¢ postawionych zalozen.
Potwierdzono mozliwos¢ skutecznego zastosowania sieci neuronowych w
technologii postaci leku, a takze w biofarmacji. Wykazano uniwersalny

charakter sieci neuronowych uzywajac jednolitej metodyki, a takze
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oprogramowania do skonstruowania modeli neuronowych roznych postaci

leku.
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VII. SYMBOLE

Spis symboli uzytych w pracy:

ART - rodzaj sieci uczonej bez nadzoru (Adaptive Resonance Theory)
AUC - pole pod krzywa stezenie-czas

BAM - typ sieci rekurencyjnej (Bidirectional Associative Memory)
Cmax — stezenie maksymalne

CP - sieC z kontrapropagacja

d - blad sieci neuronowej

E - funkcja btedu

EG - catkowity btad klasyfikacji

FD* — ilos¢ falszywych decyzji o wystapieniu mikroemulsji

fsr — logarytmiczna funkcja aktywacji wg Bilskiego

GD* - iloS¢ prawidlowych decyzji o wystapieniu mikroemulsji

i,j — indeksy komorek w sieciach neuronowych

k — krotnos¢ podziatu zbioru bazowego w metodzie wzajemnego sprawdzania
MAE - miara bledu (mean absolute error)

MLP - preceptron wielowarstwowy (Multi Layer Perceptron)

M-SLIDE - metoda defuzyfikacji stosowana w sieciach rozmytych
RMSE - miara btedu (root mean squared error)

S — wektor stanow ukladu i rownoczesnie wyjS¢ sieci neuronowych
t — krok uczenia sieci neuronowej

tmax — Czas osiggniccia stezenia maksymalnego

W — wektor wag

wij — pojedyncza waga

X — wektor parametrow uktadu i rownoczesSnie wejs¢ sieci neuronowych
Xi — pojedyncze wejScie sieci neuronowej

a i n — wspotczynniki uczenia

Awj; — zmiana wagi
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IX. OPROGRAMOWANIE

1. ALGORYTM BUDOWY SYSTEMU SD_EXPERT

Budowa systemu wspomeagania
decyzji w celu optymalizagji
sktadu formulacji

' Definicja zagadnienia

. Dane z pismiennictwa
przeszukiwanie baz danych
skanowanie i digitalizacja
wykresdw (Graph_read)

. Dane eksperymentalne.

. Definicja wektora
Zgromadzenie i wejsciowego i wyjsciowego.
opracowanie danych . Kodowanie zmiennych

. Przygotowanie zbiorow

danych do 10-krotnego
wzajemnego sprawdzania;
podziat zbiorow danych i
zaszumianie (Learn_conv,
Eddan3)

H

. Symulacja ANN za pomoca
Nets2003 na komputerach PC

. Reczna lub pétautomatyczna
definicja architektur ANN
przeznaczonych do treningu
(MLPi sieci rozmytych)

. Uczenie ANN i weryfikacja
zdolnosci generalizacyjnych
zgodnie z metodg 10-krotnego
wzajemnego sprawdzania.

4. Budowa komitetéw ekspertow z

najlepszych ANN.

Weryfikacja zdolnosci

generalizacyjnych j.w.

(Gen_compute)

N

w

Poszukiwanie optymalnej

architektury sieci neuro-
nowej (ANN)

1
1
1
1
1
1
1
1
1
1
1
|
v
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1. Wykorzystanie czesci kodu
Nets2003

2. Uzycie komitetdw ekspertéw
ANN w charakterze maszyny
whnioskujacey.

3. Automatyzacja pracy przy
poszukiwaniu optymalnej
formulagji. Iteracyjne

Opracowanie przeszukiwanie przestrzeni

ostatecznego ksztattu rozwiazan

systemu SD_expert 4. Wykres profilu rozpuszczania
substancji leczniczg jako
Kryterium optymalnosci
formulagji

5. Mozliwos¢ wielowymiarowe)
optymalizacji zarowno dla
sktadu jakosciowego jak i
ilosciowego

6. Weryfikacja systemu na

wybranych przyktadach

2. ZRZUTY EKRANOWE NAPISANYCH PROGRAMOW

" Nets2003 - [D#...115_7_5 hid tanh No_albendazol__added_insol sol 17" t] ‘fé — =]

Fle Data Tonk Options Corfiguration Help
STATUS | Sensitivity analysis | Alopex | e | o e | e |
Basic paremeters Hgonthens and modfications | Leam pesametess P s | Leamparameters
jphoeat I Disabled ~Tni lo ole-up table Modifications - Struletura sieci
I~ Mountain data grouping I™ Disabled ": 7 rzedy [ | Hidden layers number [3
ae Mo of hidden nodes inthe layer[] |15 =

Gaa [0 am] 500 i ok st adesmaber [T e o
Badpoinf5 | Bed 500 e | F

I™| Use ool loolp rules e r Mz ifer, |5000000

I™ kontrapropagacja Mode | Action =

™ Tnitfrom randoraly shosen.rer 2 ?;t;}:::i?m Lict

Deflizzyfination method Lic2

¢ COA M.SLIDE = Yog of weights" —— |  Shift value |

Rules optimize on ® hojos 100 % Lica Errortype [EMS | s
© MOM CM-SLIDE4 | #1 C O €O L1C4 =l
- every| 300000 e =
MO+ . Set params — | Perform operation Min.blad 0.0000000010 %

Fisher class separation criterion
’]’ Auto pruns Analyze Threshold [S0 % mas value

[Ready T

[Ready

Rycina 30. Opcje dostepne w programie Nets2003
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=10ix]

M Classification error

Choose outputfile

| default_out fxt ‘

~Threshold search

™ tultiple threshalds
Shitvalug [50 Fram [0 E

Class Step Threshal
Mode———————————— Step.|1 El
2
To |1DD

" walua

" straight classification Autd choice | | ]
Means I All data as one dataset
All False+ |Good+ |Sensit |S_pecif |PF’\f |NF’\»’ |Efric |AUROC |

~UOptirnization critetion
“ L 7 (" @ L & C |

START | CANCEL | Al False+ |Good+ |Senst ﬂ

[ Save results table to outputfile

[T Save splited output files T i T -
1 4
Status

Rycina 31. Program Classif_compute.

ddan95 [D:\Neurony'SD_2003\cross_val\drugs_prediadded. E == XI‘I

1 |2 |3 i4 |5 ui' Nawigacja | Multiplikai 4 | ’l

1 \0E+0000 2.062700 5.320000 0.000000 0.00

g 0.000000 2.062700 5.320000 0.000000 0.000 lle wierszy[296

3 0.000000 2.062700 5.320000 0.000000 0.000 lle kolumn [18]

] 0.000000 2.062700 5.320000 0.000000 0.000

5 0.000000 2.062700 5.320000 0.000000 0.000 lic ma brat wierszy[1
6 0.000000 2.062700 5.320000 0.000000 0.000 lle ma braé kolumn [I
7 0.000000 2.062700 5.320000 0.000000 0.000

8 0.000000 2.062700 5.320000 0.000000 0.000

]

0.000000 2.062700 5.320000 0.000000 D.000 2 o
| | Pokaz dane wejSciowe
10 0.000000 2.062700 5.320000 1.000000 0.000
11 0.000000 2.062700 5.320000 1.000000 0.000 oK | Pokaz danEl
12 0.000000 2.062700 5.320000 1.000000 0.000

1

1
13 0.000000 2.062700 5.320000 1.000000 l].l]l]l]. e
14 0.000000 2.062700 5.320000 1.000000 0.000
BE """"""""‘"""'""""ﬂd

Rycina 32. Glowne okno programu Eddan3
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10000000000

Rycina 33. Program Erase_O.

| /* Multistark results file analysis

Rycina 34. Program Gen_compute.
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-lolx
Flle  Edit -
(Sianderd | Date gric |
0186 Parameter
¥ evis Yoaxis
Min [0 Min [0
ke 100 hzog 100
~Fileto save results—————
: Open
araph2_LARGE b

Dalefe fast record |

Save dala fo file |

Rycina 35. Program Graph_read.

/¥ Files merger to obtain k-fold cross validation se

Current input path:

D Neurony'ketoprofent Connect indexiPoprawione Cl hez HPMCAPre
i

~Care name far resultfiles

bez HPMC_prepr_ucz_nol2_randbx2 txt
bez HPMC prepr_ucz_nol_rand5oxa txt
bez HPMC_prepr_ucz_nol0txt

hez HFMC_prepr_ucz_nol0_rand5%x2 td
bez HPMC prepr_ucz_noll.xt

bez HPMC_prepr_ucz_nol1_rand5®x2 txt
hez HPMC_prepr_ucz_nol2 it

bez HPMC_prepr_ucz_nol2_-do+td

-

bez HPMC prepr ucz_nol2 -do+ rand5%ax2 bt Ll
Files to convertno: 10 Files selaction mode:
I Sortlist |V"" sequential & random

Change path |

|1i\e_na

Number of datagets:|10

Cancel Start |

Ready |

Rycina 36. Program Learn_conv.
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¥ File auto-launcher ]

About

Iy =3l

~Do you really want to launch this file ?-

D:ANets2003_roboczyin1iNets2003_1.exe ‘

Parameters |.r"ﬂ

Change file | wlg |

~Auto-launch

( |

Rycina 37. Program Launch_file.

," Phase diagram [Find_formulation.bmp]

P ] S|
File Edit
Circles | Centar I
Standard | Intelligent I
an 10
rFarameters
|Oi| phase vl an o1 IWaterphase vl —Cil phase
) W Step%  Min% Max%
?\ Q 15 [o {100
60 40 Water phase
Step%  Min%  Mex%
05 0 100
~File to sava results
pen
Res_standard b
GO Cancel
I 1] |Sun‘actant vI 100 I Filesin loop apen mode

Rycina 38. Program Phase_diagr z zatadowana bitmapa obrazujaca tréjkat fazowy.
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"PKB 2.0 - [D Neu*:lny"-.,\'leryfikacja_PKB"-.,net_no1.nnt]

File Edit Data ©ptitins Help:

ADTH basic parameters | AN addiional parameters | Graph | Confisuration | PR |

~Diata file

2| 1ol x|

| Status: |Backpropagation |

~Graphic

Idean test error |

‘ M Online

Curr, error ‘

Graph title

# 99% confidence interval

Met iteration

File

421700

¥ Loop computations

Saye Ea'ramet‘ers |

Files from list open mods:

I Read only ¥ Full open

One net loop———

times

Cancel |

START

____

J Gotowry [

Rycina 39. Glowne okno systemu PKBZ2.0.

_A preprocessing tool

Binarization parameters

Choose inputfle |

Choose output file

| defaulttt ‘
START Na of autput digits [5 CANCEL
I Loop mode

No offiles

Load files list

Status
[

[ Terminate ofter computations:

A preprocessing tool

General

Preprocessing params — | ‘

Mad

Fromfle | Totefle |
i
 normalize Var 1 Add
 balance classss () Rem

© balancs classes (+)
€ (0.0 miraring
 Binarization

© addatthe beginning

 erase redundant recs

Total sum of inputs:

© multil
Compute digits numbers |
Colno Abandan last ™ Compute from file  Labeld
! i Choose the file

caolumns

[ Aliases forlast column or abandoned cols——

Fromiile | Tothedile |

ADDolies | [0 ] PEMOVE alias
REMOVE ALL

Labelfor positive val |1
Label for negative val{!

CONFIRM

I Quiputin Horzyk's NETs format

I Move last column to the beginning

Rycina 40. Okna programu Preproc.
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IX. OPROGRAMOWANIE

PICTEE— il

Base file
| 118 rek_rand_choice. COMMOM_nod txt ‘

—Base name
|D:\Neurony\mikroemulsje\seb_dataj\datatext\dat Chggse_l

Manual choice of test records numbet

Recordsnumberl 22740 Confirm |

Howe many files——————
oK ” | 10 W Aute Cancel |

| Total number of recards = 227408

Rycina 41. Program Split file.

i Bl

Skart Here Abouk, .
Formulation search | Results | Test files |

| Loaacunhgiﬂe| config] auto tzt

Save confiz file | Cancel | SEARCH
—Iamal search——— —Autamation parameters
In Value i| In From To |Sfep | M autoseﬂarc_h
Int Inl 2000000 20.00op— | Save formulations
Inz 05 Inz 0.0000 2000000 20.000p | Usenew *nutfile
In 3 0.5 In3 0.0000 200.000C 2ooppn | Dimanze b_EdiT|
In4 0.0001 In4 0.0000 200.0000 20.0000 Error measure
ms |0t Ins 1.0000 40,0000 1.0000 = r
Ind 204.42 Iné 0.0000 10000 01000 Shift value——
In7 0 7 0.0000 1.0000  1.0000 o5
(o] o [OIL] 10000 95.0000 LOUOO o base fle |
[COS_] ? hase_file tz=t
[5UR] 50 E | Mugnher of records in hase file:

|Status Status har

Rycina 42. System ME_expert.
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IX. OPROGRAMOWANIE

In%
In 10

7 SD_expert - [NONAME.NNT] 5 P ] o3
Skatt Here abauit,
Formulation search | Results | Test files
|Loadcnnﬁ§tﬂe| configl saved 005 for t 19tz
Save config file | Cancel SEARCH
~Mamal search——— —Automation parameters = = =
- - v E - At
In Value il In From |To Step = e ose”arc_
i i CONST CONST — | Save formulstions
Inz 359.3750 2 CONST CONST cowsT [ Usenew ™ nnt fils
In3 8 5662 In3 CONST CONST CONST
et | Error measure
In 4 1 Ind CONST CONST CONST :
Ins 0 Ins CONST CONST CONST .
! ! hift walue——
Iné 2 6 CONST CONST CONET Ir
In7 0 7 CONST CONST CONST
Ing 0 Ing 0.0500  0.5000 D'DSDD;I R A I
0
0

Mumber of recards in hase file:

hase file tat

|Status Lahel?

Rycina 43. System SD_expert.
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